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RESUMEN

El proyecto consiste en el disefio, entrenamiento, y evaluacién de un modelo
de aprendizaje profundo capaz de detectar fuentes compactas en mapas del
fondo césmico de microondas utilizando datos reales de la misiéon Planck.
La deteccién de fuentes es un campo de gran importancia en la cosmologia
actual, al ser un paso necesario para obtener los mapas del fondo césmico
de microondas, y este tipo de técnicas, el aprendizaje automatico, pueden
servir para automatizar muchos procesos facilitando el andlisis de los gran-
des volimenes de datos.

Por otro lado, se validara el modelo obtenido aplicaAndole datos externos y
se acotard su rango de utilidad en funcién de la senal/ruido de las observa-
ciones.

Por 1ltimo, se estudia la influencia del plano galdctico en este tipo de de-

tecciones separando las fuentes por su latitud.

El modelo obtenido a resultado satisfactorio, con una precisién del 95.83 %.
Considerandose el modelo de utilidad para observaciones de como minimo
4 de senal/ruido con una precisién del 93 %. Este tltimo resultado se ha
obtenido utilizando un catalogo externo lo cual implica la generalizacién del
modelo para otros conjuntos de datos.

Respecto al estudio del plano galactico se ha observado la existencia de un
hilo central donde la detecciéon es muy alta, una zona intermedia del plano
galactico donde el ruido dificulta la deteccion y la zona fuera del plano

galactico donde la precision crece rapidamente.

Palabras clave: Fondo Césmico de Microondas. Deteccion de Fuentes Com-
pactas. Aprendizaje Automatico. Redes Neuronales Convolucionales. Reco-

nocimiento de Imagen.
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ABSTRACT

The project consist of the design, training and evaluation of a deep learning
model able to detect compact sources in the Cosmic Microwave Background
maps by using real data of Plank Mision. The sources detection is a very
important field research on cosmology because of it’s an inevitable step to
obtain the Cosmic Microwave Background maps. In this field, deep learning
can be of great help to automate data analysis.

On the other hand, the model obtained will be validated by applying external
data and its utility range will be delimited based on the signal/noise of the
observation.

Finally, we will study how the influence of the galactic plane affected of
this tip of detections. To achieve this we will separate the observations by
latitude.

The model obtained has been satisfactory, with an accuracy of 95.83 %.
Considering the utility model for observations of at least 4 signal /noise with
a precision of 93 %. This last result has been obtained using an external
catalog which implies the generalization of the model to other datasets.
Regarding the study of the galactic plane, the existence of a central thread
has been observed where precision is very high, an intermediate area of the
galactic plane where noise makes detection difficult, and the area outside

the galactic plane where precision grows rapidly.

Keywords: Cosmic Microwave Background. Compact Sources Detection.

Machine Learning. Convolutional Neuronal Network. Image Recognition.
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autorreproductoras hasta la civilizacién, contiene giros y
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1. RESUMEN DEL TFG

1.1. Contexto y justificacion

El fondo césmico de microondas supone una importante fuente de infor-
macién para la cosmologia actual, pero para utilizarlo, se debe detectar y
eliminar la contaminacién producida por otras fuentes.

La utilizacién de aprendizaje profundo se espera que permita automatizar

parte del proceso de deteccién de fuentes compactas.

1.2. Planteamiento del problema

Se pretende utilizar la informacién obtenida en la mision Planck, para el
desarrollo de un modelo de aprendizaje profundo (DL) que permita la de-
teccion de fuentes compactas, observando la viabilidad de esta técnica con

los datos actuales.

1.3. Objetivos del proyecto

El objetivo del proyecto consiste en disenar, entrenar, evaluar y estudiar las
limitaciones, de un modelo de DL para la deteccién de fuentes compactas.
Ademas de observar como afecta la presencia del plano galdctico a estas

detecciones.

1.4. Resultados obtenidos

Se ha conseguido una precision del 95.83 % distinguiendo si una imagen dada
corresponde o no a una fuente compacta. El modelo podria ser de utilidad
para la deteccién de fuentes hasta un minimo de senal/ruido de 4, obteniendo

para estas fuentes una precisién del 93 %.

1.5. Estructura de la memoria

En antecedentes, se da contexto y explica la deteccién de fuentes, ademas de
explicar el funcionamiento de una red neuronal convolucional. En objetivos
se detalla lo que se espera realizar en el proyecto. En el desarrollo se explican
los datos y el modelo utilizado, asi como las tareas que se han tenido que
realizar y los resultados. En discusion se expresan las limitaciones surgidas

en el proyecto. En conclusiones se contextualizan y valoran los resultados.

11
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2. ANTECEDENTES / ESTADO DEL ARTE

2.1. Estado del arte: Cosmologia

El fondo césmico de microondas (FCM) desde su deteccion en 1964, ha cons-
tituido una parte fundamental de la cosmologia. Aspectos como su equiva-
lencia con un cuerpo negro y el estudio de las anisotropias por parte de
misiones espaciales como COBE, WMAP y Planck, nos han permitido en-
tender mejor la evolucién del Universo, su geometria y su composicion.

En la actualidad, el modelo cosmolégico ACDM (Lambda-Cold Dark Mat-
ter) estd basado en la teoria del Big Bang, en la existencia de energfa os-
cura (A) y en la materia oscura fria (materia oscura cuya velocidad es no-
relativista). Utilizando este modelo misiones como Planck calculan los valo-
res que deben tener los pardametros del Universo para estar en concordancia
con principalmente 4 observaciones, la estructura a gran escala del universo,
la expansion acelerada del universo, las abundancias de los elementos ligeros
(hidrogeno, helio y litio) y por supuesto, el fondo césmico de microondas.
Por esta razén, y debido al modelo de concordancia es necesario detectar y
limpiar de contaminantes la radiacion del FCM, puesto que modificaciones
en el espectro de potencias de las anisotropias, afectaria a parametros tan

importantes como la constante de Hubble o la curvatura del Universo.

12
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2.1.1. La Historia del Universo
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Figura 1: Historia del Universo. Derechos: ESA (http://www.esa.int/

spaceinimages/Images/2013/03/Planck_history_of_Universe_zoom)

El Big Bang constituye el inicio del espacio y el tiempo desde un punto infi-
nitamente denso. Aproximadamente, entre los 10736 y 10732 segundos tras
el Big Bang, se produce una expansiéon exponencial del Universo, aumen-
tando su tamafio en 10%. Este proceso se llama inflacién, y, aunque existen
discrepancias en su funcionamiento, es aceptado como solucién al proble-
ma del horizonte y la planicidad del Universo [1]. Consistiendo el problema
del horizonte en que, utilizando la edad estimada del Universo, podemos
observar puntos alejados entre si una distancia tal que, la luz, y, por tan-
to, la informacién, no tuvo tiempo de viajar entre ellos, pero que, aun asi,
son equivalentes. Esto invita a pensar que en el Big Bang, el Universo era
perfectamente homogéneo, algo imposible basdndose puramente en la teoria
del Big Bang debido, de nuevo, a la inconexién casual entre distintos pun-
tos. El proceso de expansion permite mas tiempo para alcanzar el equilibrio
térmico en el Universo, a la vez que, cualquier diferencia queda reducida

drasticamente por el enfriamiento causado por la expansion.
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A los 3 minutos del Big Bang, la densidad de energia ya habia bajado lo
suficiente para crear nucleones y se empezaron a formar los primeros nicleos
de elementos ligeros, hidrégeno y helio |2]. Aun asi, la energia seguia siendo
demasiado alta y los electrones interactuaban fuertemente con la luz. Como
consecuencia, la luz no podia viajar libremente y los electrones no podian
formar atomos estables.

Después de 380000 afios, se produce la recombinacién. La temperatura habia
descendido hasta aproximadamente los 3000 °C. Los protones y electrones
se combinaron formando atomos. La luz que habia estado ‘encerrada’ en
el plasma caliente dejo de sufrir colisiones, viajando libremente en linea
recta. Ese proceso, ocurrido en todo el Universo, gener6 una radiacién que
se propaga desde todas direcciones y que nos muestra informacion de como

era el Universo en el momento de la recombinacion.

Esta radiacion es actualmente llamada radiaciéon de fondo césmico de mi-
croondas (RFCM), dado que en la actualidad, los haces de luz que corres-
pondian a 3000 °C han perdido energia por la expansion del universo su-

friendo corrimiento al rojo hasta las ondas microondas.

Tras la recombinacion, empieza la conocida como época oscura. Se conoce
asi dado que no existian estrellas, y la tnica luz existente era la RFCM.

Gracias a la atraccién gravitatoria, las primeras estrellas se formarian apro-
ximadamente tras 150 millones de afios del Big Bang. En este punto, empieza
la época llamada como reionizacién debido a que la energia aportada por la
fusion nuclear en el interior de las estrellas permite ionizar los dtomos que

habian estado millones de afios estables.

14
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2.1.2. Fondo Césmico de Microondas

oo T N ¢ oo <

Figura 2: Mapa de temperatura del FCM. Planck 2018 SMICA CMB tempe-
rature map. Derechos: ESA (https://www.aanda.org/articles/aa/full_
html/2020/09/2233880-18/F6.html)

La deteccién del fondo césmico de microondas se produjo en 1964 por Arno
Penzias y Rober Wilson [3]. Fue un descubrimiento clave para asentar la
teoria del Big Bang, que ya habia sido propuesta tras el descubrimiento de

la expansién del Universo por Hubble en 1929.

El Explorador del Fondo Césmico (COBE) fue la primera mision espacial
centrada en el estudio del FCM. Lanzada en 1989, dur6 4 anos. Hasta ese
momento, el FMC suponia una radiacién casi perfectamente homogénea
e isotropica, gracias al instrumento DMR del satélite fueron medidas las
inhomogeneidades del FCM en 1990 .

Estas pequenas diferencias en la temperatura se conocen como anisotropias.

La misién espacial COBE demostrd, ademas que la RFCM suponia la ra-
diacién de cuerpo negro mas perfecta descubierta, siendo su temperatura de
2.725 K. Esto fue posible en 1996 por D. Fixsen y sus compaiferos gracias
al instrumento FIRAS .

Se distinguen dos tipos de anisotropias dependiendo del origen de estas.

Anisotropias primarias

15
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Son aquellas que ocurrieron en el momento de la formacién del FCM, es
decir, las inhomogeneidades presentes en el momento de la recombinacion.
Estas fueron causadas por fluctuaciones en el plasma primordial, y serian el

origen de la estructura a gran escala del Universo.

Anisotropias secundarias

Son aquellas que se producen en el camino de la radiacién entre su origen y
nosotros. Se deben a distintas interacciones.

Efectos gravitacionales

El método por el cual la temperatura del FCM se ve afectada por la gravedad
se llama Sachs- Wolfe effect (ISW).

La situacion es la siguiente: cuando un fotén que cae en un pozo de potencial
y vuelve a salir, este no sufre ningiin cambio neto en su energia. Pero esto
solo se cumple si la profundidad del pozo es constante. Si no se cumple,
la energia del foton cambiard, en nuestro caso, alterando la temperatura

medida del FCM.
Efectos gravitatorios causantes de anisotropias secundarias:

= Farly ISW: Antes de la recombinacién, la contribucién de la radia-
ciéon a la densidad del Universo no era despreciable, esto era debido
a que la luz interaccionaba fuertemente con electrones y bariones. En
el momento de la recombinacién, estas interacciones desaparecen o
disminuyen drasticamente, permitiendo viajar a los fotones libremen-
te, pero, también, disminuyendo la densidad de energia, siendo esto
equivalente, en relatividad general, a la disminuciéon de densidad del

Universo provocando el efecto anterior.

s Late ISW: En un Universo dominado por la energia oscura A, la geo-
metria de este seria abierta. Llegaria un momento de rapida expansion

donde la densidad del Universo decaeria provocando el efecto ISW.

» Rees-Sciama: Consiste en el efecto ISW causado por los cambios en la

estructura o disposicién de la materia.

» Lentes Gravitacionales: Las lentes gravitacionales, causadas por la
acumulacién de grandes cantidades de materia, deforman la métrica
del espacio-tiempo, si bien no cambian la energia de los fotones como
en los casos anteriores, si modifican la trayectoria de estos, cambiando

el FCM que observamos desde la Tierra.
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s Ondas gravitacionales: Aunque las ondas gravitacionales puedan pro-
vocar el efecto ISW, seria apreciable a distancias mayores a la del
propio FCM.

Efectos de dispersion por reionizacion
Tras la recombinacién y la época oscura, comienza la formacién de estrellas.
Estas consiguen generar energia por fusiéon nuclear, esa energia generara

iones y electrones libres que interactuaran con los fotones del FCM.

Una parte de la RFCM sufrira dispersion, esto significa que los fotones reci-
bidos podrian haber sido emitidos en una direccién distinta a la observada.
La contribucion de este efecto dependera de la distancia a la que se considere
que empezo6 la reionizacién.

También existe el efecto Sunyaev-Zel’dovich (SZ). Los fotones del FCM
podrian atravesar las nubes de gas caliente ionizado que existen en el in-
terior de ctimulos galidcticos. Este gas caliente, no solo generaria cambios
en la trayectoria, sino que cambiaria la energia de los fotones por el efecto

Compton inverso.

Polarizacién del FCM

Ademas de la intensidad de la luz, otro campo de estudio es la polarizacién

de la luz recibida.

Para crear polarizacién, se necesita una interaccion de dispersion o scatte-
ring de un fotén con un cuddruplo. Este tipo de interaccién solo se podria
dar en la fase final antes de la recombinacién, por esta razon, observar la

polarizacién nos da informacién sobre cémo era el Universo antes del FCM.

Existirian dos modos de polarizaciéon en el FCM. El primero, E-mode, fue
detectado por primera vez en el 2002 6. Los haces polarizados en este modo
son perpendiculares entre si.

En segundo modo de polarizacién B-mode, sus haces forman 45 grados entre
si. La misiéon LiteBIRD de la agencia espacial japonesa tiene por objetivo
principal estudiar esta polarizacién en el FCM. Es interesante debido a que
la inflacién césmica, dada al principio del Universo, deberia haber creado
este tipo de polarizacién a través de ondas gravitacionales. Con ella se ob-
tendria una confirmacién de la inflacién, ademas de informacién anterior a

la recombinacion.
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2.1.3. Contaminacion

A la hora de observar el FCM, se esta observando un rango de frecuencias
donde existen otras fuentes de radiacién, que se juntaran con los fotones
procedentes del FCM. Estudiar cudl es la contribucién de estas fuentes y
eliminarlas de los datos obtenidos es imprescindible para el estudio del FCM

y sus anisotropias.

La mayoria de estas fuentes provienen de nuestra galaxia, se pueden ver
algunos ejemplos y su dependencia con la frecuencia en la imagen [6]
Debemos distinguir entre la emisién difusa y la emision compacta de la
galaxia.

La emision difusa afectard a grandes zonas celestes. Por esta razén, su
contribucién se representa en mapas celestes, en proyecciones mollweide de
todo el cielo, como las que se pueden ver en las imdgenes [ o [5]

Algunos ejemplos son:

= Emision sincrotron: Esta se emite cuando una particula cargada es
acelerada. En nuestro contexto, esto ocurre cuando los rayos césmicos
interaccionan con el campo magnético galactico. Este tipo de radiaciéon

es dominante sobre los 20 GHz.

10 30 100 300
KRJ @© 408 MHz

Figura 4: Mapa de intensidad de emisién sincrotréon en 408 MHz. Propie-
dad: ESA (https://www.aanda.org/articles/aa/full_html/2016/10/
aa25967-15/F8.html)

» Libre-Libre (Free-Free): Hace referencia a la interaccion de desacele-
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racién entre dos particulas libres cargadas. Ocurre cuando electrones
de alta energia interaccionan con iones en el espacio interestelar. Es
dominante en un rango pequeno de frecuencias alrededor de los 50

GHz y carece de polarizacién.

= Polvo térmico: Consiste en granos de polvo que absorben rayos ultra-
violeta y re-emiten fotones en el infrarrojo lejano. Este polvo, apro-
ximadamente, constituye un cuerpo negro de 20K y su emisién esta

fuertemente polarizada.

0.01 0.1 1 10
mKRJ © 545 GHz

Figura 5: Mapa de intensidad de emisién de polvo térmico en 545 GHz. Pro-
piedad: ESA (https://www.aanda.org/articles/aa/full_html/2016/
10/aa25967-15/F11. htmll)

= Polvo en rotacion: Polvo nanométrico que tiene un momento dipolar

eléctrico y una rotacién en el rango de frecuencias de las microondas.

= Emision de CO: Algunas transiciones entre niveles energéticos del
monoéxido de carbono pueden contaminar los datos del FCM, princi-
palmente entre los 110 y 345 GHz.

La emisién compacta se compone de observaciones puntuales que son
detectados en los mapas y guardados en catdlogos.

Separandolas segin si son galacticas o extragaldcticas:

» Emisiones galdcticas: Estas consisten en emisiones de fuentes puntua-

les dentro de la galaxia. Alguna de las posibles fuentes son, remanentes
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de supernova o concentraciones de polvo interestelar frio.

» Emisiones extragaldcticas: Este tipo de emisiones, debido a la distan-
cia, se ven como fuentes compactas en los MFCM.
Varias de estas emisiones se dan alrededor de nticleos galacticos acti-
vos, donde la materia que rodea al agujero negro se ioniza y es acelera-
da a velocidades cercanas a la luz, emitiendo, por tanto, radiaciéon de
sincrotrén. Ademads, en algunos nicleos llamados blazar, la materia se
proyecta en corros de plasma a velocidades relativistas generando des-
de rayos gamma a emisién en radio. Otras fuentes de contaminacién
son las galaxias que emiten en radio o galaxias infrarrojas que emiten
principalmente en esta frecuencia debido a contener muchas estrellas
en formacion [8].
Por tdltimo, nombrar el efecto Sunyaev-Zel’dovich en ciimulos de gala-
xias que, como se ha visto antes también es causante de anisotropias
secundarias. Consistiendo en la emisién de infrarrojo lejano al impac-

tar fotones, sobre nubes de plasma en el interior de ctiimulos galdcticos.
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Figura 6: Dependencia con la frecuencia de las principales fuentes de conta-
minacién difusa del FCM. Las zonas sombreadas corresponden a las zonas

observadas por la mision Planck. Derechos: ESA (http://www.cosmos.esa.

int/web/planck/picture-gallery)
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2.1.4. Detecciéon de fuentes compactas

En este trabajo, utilizaremos el segundo catélogo de fuentes compactas de
la misién Planck perteneciente a la revisiéon de 2015 [9]. Por ello, nos cen-

traremos en las técnicas usadas para su creacién.

Para el desarrollo del catdlogo, los investigadores utilizaron cuatro medidas
de la densidad de flujo para cada observacion. Utilizando estas densidades
se puede hacer un calculo preliminar de la senial/ruido (S/R) asociada a
cada fuente, siendo este, un parametro que representa la densidad de flujo

recibido en el telescopio entre el error asociado.

"Detection pipeline photometry’ (DETFLUX). Correspondiente a la

luz incidente directamente en el telescopio y el tamafio de la fuente.

» ’Aperture photometry’ (APERFLUX). Consiste en una integraciéon al-

rededor de la fuente, utilizando también el fondo para estimar el error.

» 'PSF fit photometry’ (PSFFLUX). Consiste en el ajuste del modelo
PSF, que tiene en cuenta la posicion de la fuente, su tamafio y el ruido
de fondo.

» 'Gaussian fit photometry’ (GAUFLUX). Corresponde al ajuste de un

modelo gaussiano.

En la misiéon Planck se han utilizado, principalmente, dos métodos para
la deteccién de fuentes compactas [10]: "The Mexican Hat Wavelet 2 algo-
rithm”(MHW2) y "Matched Filter”.

Explicaremos el funcionamiento de algoritmo MHW2, ya que es el utilizado

en el catalogo PCCS2, utilizado en este trabajo.

The Mexican Hat Wavelet 2 algorithm [11]

La Ricker wavelet (ondicula), usualmente conocida como Mexican Hat Wa-
velet (MHW), consiste en la segunda derivada de la funciéon gaussiana.
Para la deteccion de fuentes, se trabaja en el plano, por lo que, partiendo
de la gaussiana en dos dimensiones, se aplica un laplaciano para obtener el
MHW. Tras otra aplicacién de un laplaciano sobre HHW obtenemos MHW?2.
Esto se puede aplicar sucesivamente, generando una familia de ondiculas, co-

mo se muestra en la figura
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Figura 8: Perfil radial de las 4 primeras ondiculas de la Mexican Hat Wavelet

Family (MHWF). Propiedad: Oxford Academic (J. Gonzélez-Nuevo y otros
1))

The Mexican Hat Wavelet 2 algorithm utiliza la segunda ondicula de la fami-

lia y tiene un unico pardmetro libre (la escala R), que puede ser optimizado
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individualmente en cada caso. Se considera un método poco sensible a arte-
factos o puntos demasiado brillantes, siendo en general, una solucién robusta

para todas las latitudes [12].

Existen dos implementaciones distintas de este algoritmo, una para los ma-
pas de baja frecuencia y otra para alta frecuencia. El funcionamiento general
es comun para ambas:

El mapa completo es dividido en parches cuadrados los cuales ademas de la
fuente, deben de contener algo del ruido de fondo, pero deben ser lo suficien-
temente pequerios para que ese ruido sea casi homogéneo [12]. En concreto,
se separa el mapa en 371 parches cuadrados de 14.65°x14.65°con 3°de so-
lapamiento entre los parches [10]. Se optimiza de forma independiente en
cada parche el pardmetro de escala R, de forma que se maximice la S/R
de las posibles fuentes presentes en el parche. Por dltimo, se debe enmasca-
rar cualquier fuente de sefial ruido por encima de 30. Tras la optimizacion,
el pardmetro de escala suele rondar la unidad, siendo bajo cerca del plano

galactico y mayor cuando la fuente es pequenia respecto al tamafio del pixel.

La deteccién se contabiliza dependiendo de la S/R obtenida en cada fuente.
Debido al solapamiento de los parches, se deben quitar las fuentes duplica-
das, dejando en el catdlogo el valor mas alto de S/R.

Adicionalmente, a la detecciéon por este o el otro método, las fuentes se

validan mediante simulaciones y se contrastan con otros catalogos.

A continuacién, se expresan las ecuaciones correspondientes al método de
deteccién para la familia de ondiculas MHWF.

La amplificacién A, corresponderd al aumento en S/R, por tanto, seréd el
pardmetro a maximizar. Ademas, podemos observar la importancia de que

el parche contenga ruido de fondo en los pardmetros o y gy, .

Fcuacién general para la familia MHW, donde n es el namero de la ondicula:

(=D"

2nn!

e /2
2w

U, (x) = A"p(x) donde o = es la gaussiana 2D

Transformada de Fourier de ¥,,(z) sobre un punto arbitrario « del plano:

U, (k) = /0 dxxJo(kx)¥,(x) donde k es el numero de onda y Jy(kz) la funcién de Bessel
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Coeficientes de la ondicula (wavelet coefficients):

wy (b, R) = / dke™* f(k)U, (kR)

La RMSD (Root-mean-square deviation) del fondo después de ser filtrado
por el coeficiente de onda w,, a una escala R (0, ). En funcién de la RMSD
del fondo sin filtrar (o):

ol (2n)!

Twn =~ omr donde [, es el tamano del pixel

La amplificacién para un valor inicial de temperatura Ty:

Wy/Ow,,

Ap = —Ln
To/O'

2.2. Estado del arte: Aprendizaje automatico
2.2.1. Aprendizaje profundo y redes neuronales convolucionales

El aprendizaje profundo (DL) consiste en un tipo de aprendizaje automatico
o computacional, que concatena varias capas de neuronas. La neurona, la
unidad mas pequena de la red, no es mas que un valor dependiente de una
o varias neuronas anteriores y cuya salida estarda sometida a una funcién
de activacién. Cuanto afecta a una neurona los valores anteriores, son los

llamados pesos, que seran ajustados en el entrenamiento.

Para la clasificacion de imagenes, que es lo que se realizard en este traba-
jo, comunmente se utilizan redes neuronales convolucionales (CNN) con un
proceso de aprendizaje supervisado. Las CNN son un tipo de aprendizaje
profundo que recibe su nombre por el tipo de capas utilizadas y el aprendi-
zaje supervisado consiste en suministrar a la red ejemplos ya clasificados de

la tarea que se quiere realizar como método de entrenamiento.

A continuacion, explicaremos el funcionamiento de las capas mas importan-
tes de una CNN y que han sido usadas en este trabajo.

La capa mas importante es la convolucional 2D. Consiste en un kernel, una
matriz normalmente cuadrada, que serd multiplicada por secciones de la
matriz de entrada.

Empezando en el primer elemento, el kernel se multiplicara por este, y se

desplazara una cantidad fijada, llamada strides. Dependiendo del tamafio
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Figura 9: Proceso de multiplicacién de un kernel en una capa convolucional

del kernel y cudntos elementos se desplace tras cada multiplicacion (stri-
des), tendremos el tamafio de los mapas de salida. Este proceso se ilustra

en la imagen [9]

Normalmente, no se utiliza un dnico kernel, sino que se aplican varios de
estos, llamandolos filtros.

Cada filtro o kernel genera un mapa independiente, y los elementos del filtro
son parametros que optimizaremos en el proceso de entrenamiento.

Todos los valores de las matrices de salida corresponderan a una neurona, y

antes de la siguiente capa, se someten a una funcién de activacién.

Tras una capa convolucional, se crean gran cantidad de neuronas, para el
ejemplo de la imagen [9] si aplicamos, por ejemplo, 4 filtros, obtendriamos 4
matrices de 2x2, es decir, 16 neuronas para una imagen 4x4. Si aplicamos
esta misma capa sobre una imagen de 128x128, la salida seria de 16 mil
neuronas.

Dependera de cémo se configure la capa convolucional, pero, en general,
se generan demasiadas neuronas y no es posible concatenar varias de estas
capas. Por ello, se utilizan las llamadas pooling layers. Este tipo de capa
estd pensada para reducir el ntimero de neuronas de la capa siguiente. Una
matriz de entrada se separard en grupos y se devolvera, inicamente el valor

maximo o la media de los valores.
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Figura 10: Ejemplo de funcionamiento de un blo-
que de capas convolucionales. Juan Ignacio Bagna-
to, 2018, (https://www.aprendemachinelearning.com/wp-

content/uploads/2018/11/cnn-07.png)

Una vez se han anadido tantos pares (convolucional, pooling) como se quie-
ra, se deben colocar un par de capas que nos permitan obtener resultados.

En primer lugar, como se puede ver en la figura nuestra imagen de en-
trada se ha convertido en un grupo de varias matrices. Es necesario utilizar
una capa tipo Flatten para concatenar todas estas neuronas en una tnica
fila.

A continuacién, se coloca una capa tipo ‘Dense’, que hace referencia a que
estd densamente conectada, en concreto, esta capa conectard todas las neu-
ronas anteriores con una, un par o unas decenas de neuronas. Esta ultima
fila de neuronas seré la salida, y cada una de las neuronas representa una ca-
tegoria, por lo que se colocaran tantas como niimero de categorias queramos

clasificar las imagenes.

2.2.2. Uso de las redes neuronales en cosmologia

Se van a revisar una serie de articulos donde se utiliza aprendizaje profundo

para la deteccion de distintas fuentes en el ambito de la cosmologia.

= "Constraining the polarisation flux density and angle of point sources
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by training a convolutional neural network’ por J. M. Casas y otros
(13 Ene 2023). Referencia: [13].

En este trabajo realizan una estimacion de la densidad de flujo de
polarizacién y el dngulo de polarizacion para las fuentes compactas
superpuestas al FCM.

Utilizan parches simulados de forma realista del FCM anadiendo en
el centro una fuente compacta y contaminacién por polvo térmico y
ruido de los instrumentos.

Evaluando el modelo resultante sobre las fuentes polarizadas del catalo-
go PCCS2, obtienen resultados similares a los de este. Concluyendo que
es un modelo prometedor para la estimacién de la densidad de flujo
y angulo de polarizacién comparandolo con el rendimiento de otras

alternativas de estimacion ciega.

s ’Astronomical source detection in radio continuum maps with deep neu-
ral networks’ por S. Riggi y otros (5 Dic 2022). Referencia: [14].
Este trabajo no estd centrado en el FCM, sino en la deteccién de
seniales de radio, pero el método utilizado consiste en una red neuro-
nal convolucional con lo cual sigue siéndonos de sumo interés.
Los datos que utilizan fueron tomados por el australiano SKA Path-
finder telescope (ASKAP) [15] los cuales forman parte de un desafio
de deteccién, para la creacién de un mapa de la evoluciéon del universo
(EMU) por sus siglas en inglés [16]. Para la creacién de este mapa
de la evolucién del universo, se espera hacer uso de un nuevo radiote-
lescopio llamado SKA ( Square Kilometre Array) [17], este supondria
el mayor radiotelescopio del mundo que podria detectar millones de
fuentes. En este contexto se entiende la necesidad de automatizar, sin

perder precisién, todos los procesos para la deteccion de las fuentes.

Algunas de las mejoras que mencionan que han conseguido son:

e A diferencia de los algoritmos mayormente usados se puede apli-
car sobre grandes trozos del mapa y no necesariamente en parches

individuales.

e Puede devolver una mascara de segmentacion de las fuentes de-
tectadas, no Unicamente su posicién con una seccién cuadrada

que la contenga.
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2.3.

e Puede detectar artefactos creados por fuentes muy brillantes.
o Puede detectar fuentes extensas que estén partidas en varias islas.

Estas mejoras aunque pueden no reflejarse directamente en la precision
si pueden ser de gran utilidad para la automatizacion de estos procesos.
Sus resultados finales fueron de un 90% de precisién sobre fuentes
compactas, y un 80 % sobre fuentes extensas aunque comentan que

tienen una confianza moderada del 60 %.

"Machine learning approach to the detection of point sources in maps
of the CMB temperature anisotropies’ por P. Diego-Palazuelos y otros
(28 Feb 2023). Referencia: [18].

Este articulo es la referencia més parecida que se ha encontrado al
problema planteado en este trabajo. Consiste en la deteccién ciega por
medio de una red neuronal convolucional de fuentes compactas extra-
galacticas.

Los datos utilizados son simulaciones del FCM a 143 GHz donde se
han incluido ruido instrumental simulado, contaminacién difusa de
sincrotron, polvo térmico, polvo en rotacién, free-free y contaminaciéon
compacta por efecto SZ extragalactico. El mapa obtenido ha sido tro-
ceado en parches de 3.62°x 3.62°y estos parches han sido divididos en
primer lugar, segtn el brillo de fondo y luego cada categoria en anillos
de distinta latitud.

Sus resultados preliminares muestran que para las zonas oscuras, don-
de el FCM sobresale de la contaminacion, los resultados son tan buenos
como en la utilizacién de Matched Filter (MH) y lo supera en rendi-

miento en los casos mas brillantes cerca y sobre el plano galdctico.

Contexto y justificacion

Las numerosas misiones espaciales dedicadas al estudio del FCM han gene-

rado una gran cantidad datos, tardando afios en convertirlos en resultados.

Este es, sin lugar a duda, un proceso necesario, donde se van mejorando los

métodos utilizados y donde siempre se utilizan los datos anteriores como

validacién de los nuevos. Por esta razoén, y viendo los importantisimos resul-

tados que estan dando los modelos de DL en campos muy diversos, parece

razonable preguntarnos si con los resultados ya obtenidos en estas misiones

espaciales, podemos crear un modelo capaz de replicar estos resultados y en
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un futuro ayudarnos a obtener nuevos, integrandose en la cadena de trabajo

para ayudar a la automatizacién del analisis de los datos.

Ademaés, ya se ha visto en otras disciplinas, cémo modelos de inteligencia
artificial consiguen mejorar el resultado de algoritmos clasicos, debido a que,
estos internamente, pueden estar manejando una cantidad de parametros
muchisimo mayor a la de un algoritmo clasico, convirtiéndose, en muy poco

tiempo, en la mejor opcién para el reconocimiento de patrones o iméagenes.

Otra razén para la realizacion de este proyecto, es el aprendizaje propio sobre
el uso de las redes neuronales como método de andlisis de datos. Aplicando
esta técnica, que tiene importantes aplicaciones en investigacion y en la

empresa privada, a un problema real de la cosmologia actual.

2.4. Planteamiento del problema

Se pretende desarrollar un modelo de DL que permita la deteccién de fuentes
compactas a 30GHz.

A diferencia de los articulos anteriores, se utilizaré datos reales de la misién
Planck, tanto el mapa a 30GHz como el catdlogo de fuentes ya detectadas.
Sera necesario observar la viabilidad de conseguir un modelo de deteccién
fiable con los ejemplos actualmente disponibles, para ello, se tendrd que
estudiar los limites de utilidad del modelo. Esto se realizara validando los

resultados sobre un segundo catalogo de Planck.
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3. OBJETIVOS

3.1. Objetivos generales

El objetivo general es el desarrollo de un modelo de aprendizaje profun-
do capaz de identificar fuentes compactas en mapas del fondo césmico de

microondas.

3.2. Objetivos especificos

= Andlisis y optimizacién de los pardametros de entrada y entrenamiento,

tales como la resolucion.

= Anélisis de las limitaciones del modelo, acotando su umbral de detec-
cién.

= Estudiar las caracteristicas de la béveda celeste y cémo afectan a la

deteccién de fuentes. Principalmente, la presencia del plano galactico.

» Estudio del pardmetro S/R de una fuente, asi como su importancia en

la deteccion o determinacion de una fuente.

3.3. Beneficios del proyecto

En primer lugar, el desarrollo de este tipo de herramientas permitira auto-
matizar procesos en la deteccién de fuentes. Para el caso mas concreto de
este proyecto sirve como estudio de viabilidad de la utilizacion de DL con

los datos reales ya obtenidos.
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4. DESARROLLO DEL TFG
4.1. Planificacién del trabajo fin de grado

Estado del arte: Repaso de los articulos relacionados con el proyecto,
principalmente, de la misién Planck, asi como los articulos relacionados
con la utilizacién de aprendizaje profundo en este campo.

Familiarizacion con las bibliotecas de python: keras, healpy y astropy,
y con el sistema de archivos Flezible Image Transport System (fits),
el cual, es utilizado comiinmente en astronomia para la trasmision de

datos correlacionados.

Generacion de los parches negativos o vacios: Buscar puntos
del MFCM que carezcan de una fuente en nuestro catalogo para crear

imagenes que no contengan ninguna fuente.
Creacion de las imagenes.

Estudio de las redes convolucionales y creaciéon de la estruc-

tura del modelo.
Entrenamiento y evaluacién.

Comparaciones: Estudio del comportamiento del modelo en diferen-
tes situaciones.

Este punto implica repetir la generacién de parches, las imédgenes, el
entrenamiento y la evaluacion varias veces, efectuando los cambios ne-

cesarios en cada caso.

Estudio de los limites del modelo: Para ello, se ha evaluado el
modelo con nuevos datos. Proceso que ha supuesto filtrar, agrupar y

crear las imagenes de todos ellos.
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4.2. Descripcion de la soluciéon, metodologias
4.2.1. Datos utilizados

Los archivos utilizados han sido descargados a través del portal Planck Le-
gacy Archive |19).

Mapa del fondo césmico de microondas a 30GHz

El MFCM que se ha usado como base para obtener las imagenes es el Planck
Release 2018 - Ligth Maps 30GHz NS1024. Este consiste en un mapa basado
en Healpix. La definicion del mapa es de Ngq. = 1024, lo que corresponde a
12,582,912 pixeles con una resolucién de aproximadamente 3.43 (’/pix), es

decir, cada pixel ocupa 3.43 minutos de arco.

El mapa se muestra en la figura[lIjJacompanado de un mapa de emisién difusa
y otro de emisiéon compacta, ambos a 30GHz. El mapa de emisién contiene
radiacién sincrotrén, free-free y emision anémala. El mapa de radiaciéon del
FCM contendra, en mayor o menor medida, la contaminaciéon mostrada en

ambos mapas de emisién.

Catalogo de fuentes para 30GHz

FEl catalogo de fuentes es el anteriormente nombrado, The Second Planck Ca-
talogue of Compact Sources (PCCS2), que contiene las posiciones en coor-
denadas galicticas de las detecciones obtenidas a través de las pipelines de
deteccién de fuentes del proyecto Planck, asi como, otros datos ttiles, como
la densidad de flujo o si la fuente ya fue detectada en otro catalogo.

En su articulo de referencia |9], podemos ver que consta de 1560 fuentes
compactas, de las cuales, 745 estan situadas fuera del plano galdctico, fijado
para el rango de 30GHz en £30°de latitud.

Este catdlogo se ha creado considerando un umbral de S/R de 4 para las
observaciones en 30 GHz. Todas las observaciones por debajo de este valor,
aunque muchas podrian ser fuentes, para asegurar la fiabilidad del catalogo,

quedaron descartadas.
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(a) Mapa del FCM a 30GHz utilizado en este trabajo

10* 1Kry at 30 GHz 10*

(b) Mapa de emisién difusa a 30GHz. Contiene radiacién de sincrotrén, free-free y

radiacién andémala

EEE
10! 1Kgy at 30 GHz 104

(¢) Mapa de emisién aproximada de fuentes compactas a 30GHz

Figura 11: Mapas a 30GHz. Propiedad: ESA (https://www.aanda.org/
articles/aa/full_html/2020/09/2a33881-18/F53.html)


https://www.aanda.org/articles/aa/full_html/2020/09/aa33881-18/F53.html
https://www.aanda.org/articles/aa/full_html/2020/09/aa33881-18/F53.html
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4.2.2. Generaciéon de los parches negativos

Con el fin de entrenar una red neuronal en la tarea especificada, es necesario
ofrecer dos opciones de eleccién, fuente o carencia de fuente, asi como ejem-
plos de ambas situaciones. Para esto, se han generado parches negativos, que
no son mas que imagenes de igual resolucién y tamano a las creadas para
las fuentes, pero que muestren un trozo del MFCM que carece de fuente.
Nos referiremos a este tipo de parche como parches negativos, o, simplemen-
te negativos, dado que representan el contrario al parche que contiene una

fuente.

La técnica usada ha consistido en generar pares de ntimeros aleatorios repre-
sentativos de la longitud y latitud del centro negativo, y, usando el teorema
del coseno, comprobar su distancia con todo el resto de los centros, dese-
chando todo par de niimeros cuya distancia con otro centro sea menor a los

grados del tamafio del parche.

Con este método, es seguro que no aprovechamos al maximo el espacio dis-
ponible, pero es poco probable que alguna implementacién més compleja
consiga un numero significativamente superior de centros vélidos para los
parches negativos. En concreto, se ha probado un minimo de un millén de

pares aleatorios para asegurarnos de rellenar el espacio disponible.

Debido a errores a la hora de codificar la generacion de estos centros, se
tuvieron que repetir numerosas pruebas posteriores. Por esta razén, todos
los grupos de centros se han exportado y dibujado junto al catalogo original
en aladin, comprobando que estuviesen correctamente colocados. Un ejemplo

de esto se puede ver en las imagenes de la figura

4.2.3. Creacion de las imagenes para el dataset

Obtenidas dos listas con los centros de las fuentes del catilogo y los negati-
vos. En primer lugar, se mezclan aleatoriamente para evitar cualquier patrén
del posible catalogo. Luego, se utiliza healpy para obtener sobre el mapa una
proyeccion cuadrada (Gnomonic projection) centrada en cada fuente y del
tamano correcto. Estos datos se exportardan como imagenes en escala de

grises.
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4.2.4. Modelo
input_1 input: | [(None, 128, 128, 1)] El modelo estd basado en las
Inputlayer | output: | [(None, 128, 128, 1)] capas anteriormente explicadas.
¥ La primera capa es la entrada,
convZzd | input: (None, 128, 128, 1) . ,
ConvzD | output: | (Nons, 126, 126, 128) una imagen de 128x128 pixeles en
un canal de color.
max_pooling2d | input: | (None, 126, 126, 128) A continuacién dos bloques de
MaxPooling2D | output: (None, 63, 63, 128) capa Convolucional —+ Maxpooling.
Para terminar, una capa “Flat-
convZd_1 | input: | (None, 63, 63, 128) ten” que Colapsa las matrices de
Conv2D | output: | (None, 63, 63, 32)

Figura 12: Estructura del modelo

## CAPAS DEL MODELO

input shape =
inputs =

keras.Input(shape=input shape)

#Primer bloque convolucional

neuronas en una Unica linea, y la

capa “Dense”, que conecta todas

max pooling2d 1 | input: | (None, 63, 63, 32)
MaxPooling2D output: | (None, 31, 31, 32) las neuronas anteriores con una
v Unica neurona de salida.
flatten input: (None, 31, 31, 32) El modelo Consta de 36161
Flatten | output: (None, 30752) ,
pardmetros entrenables, 1280 de
la primera capa convolucional,
dense | input: | (None, 30752)
Dense | output: | (Noms, 1) 4128 de la segunda capa con-

volucional y 30753 de la capa

altamente conectada ‘Dense’.

(128,128)+(1,) #Imagen 128x128 pixeles en un canal de color

X = layers.Conv2D(filters = 128 ,kernel size = 3)(inputs)
X = layers.MaxPooling2D(pool size=(2,2)) (x)

#Segundo bloque convolucional
X layers.Conv2D(filters = 32 , kernel size =
X = layers.MaxPooling2D(pool size=(2,2)) (x)

1) (x)

x = layers.Flatten() (x)

outputs = layers.Dense( 1, activation = "sigmoid") (x) #Una neurona de salida

model = keras.Model(inputs, outputs)

Figura 13: Implementacién del modelo en python.

En la imagen [13|se puede ver la implementacién en python del modelo usan-

do keras, donde aparecen los parametros usados en cada capa. La primera

37



Deteccion de objetos en MFCM usando aprendizaje profundo Universidad
Pablo Agudo Aguado Europea

capa convolucional utiliza 128 filtros de 3x3, la segunda utiliza 32 filtros de
1x1. Por otro lado, las dos capas ’pooling’ seleccionan el valor maximo en
grupos de 2x2, en ambos casos, dividiendo las neuronas anteriores entre 4.

Por 1ltimo, la capa ’dense’, conecta todas las neuronas de la capa anterior
con una tnica neurona de salida. Anteriormente, se ha explicado que en re-
des neuronales para clasificacion, la tltima capa consta de tantas neuronas
como clases se quiere dividir el dataset. Sin embargo, en el caso de elegir
entre dos categorias, como es el nuestro, es preferible utilizar una tinica neu-
rona donde el valor se interpreta como la probabilidad de pertenecer a la

categoria positiva.

4.2.5. Entrenamiento

El modelo ha sido entrenado con la funcién fit de keras, separando el con-
junto de datos segiin se muestra a continuacién y aunque en posteriores
apartados se utilicen datasets con distinta cantidad de datos, en todos los

casos la separacion sigue los mimos porcentajes.

= Entrenamiento 75 %: Utilizado para el entrenamiento optimizando

los parametros de la red.

= Validaciéon 10 %: Se utiliza en el proceso de entrenamiento, en cada
ciclo tras ajustar las neuronas segtn el conjunto de entrenamiento, se
evalla sobre la red este conjunto para valorar los cambios efectuados.
Sirve principalmente para evitar el “overfiting” (que la red se sobre-
entrene en los datos recibidos en el entrenamiento y este perdiendo

precisiéon en cualquier otro conjunto).

» Evaluaciéon 15%: Tras el entrenamiento completo de la red. Este
conjunto se usa para evaluar la precisiéon del modelo. Comparando las

predicciones sobre este conjunto con los valores reales.

Los entrenamientos se han realizado con 25 iteraciones. En cada iteracién, la
funcién de entrenamiento, pasa por la red todos los datos de entrenamiento
ajustando los pesos de las neuronas, asi como, el conjunto de validaciéon. En
todos los entrenamientos se ha monitorizado la precisién del modelo y la
funcién de pérdida a lo largo de las iteraciones, un ejemplo se puede ver en
la imagen La funciéon de pérdida o coste, que debe ser optimizada ha

sido ‘BinaryCrossentropy’ la cual es usada para la clasificacién binaria.
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4.2.6. Evaluacion

FEn la evaluacién, se obtienen las matrices de confusion. Estas son matrices
que muestran el nimero de datos en las distintas categorias, si son fuentes
0 no, y cual ha sido su predicciéon. Como en nuestro problema tenemos dos
categorias, la matriz de confusion es 2x2. El significado de cada celda se
puede ver en la figura

Ejemplo matriz de confusion

Parches Vacios Parches Vacios
Acertados Fallados

Valares Reales

Fuentes Fuentes
Falladas Acertadas

Predicciones

Figura 14: Ejemplo de las matrices de confusion utilizadas

4.2.7. Comparaciones

Se han realizado una seria de comparaciones con el fin de comprender mejor
distintos aspectos tanto de la red neuronal como de los MFCM.

Estas consisten en modificar los valores de distintos aspectos de los datos.
Generando varios datasets distintos, que se usaran para entrenar modelos
completamente independientes. Por tanto, estos modelos comparten la es-
tructura de capas, pero su entrenamiento ha sido distinto, obteniendo cada
uno distintas predicciones. Los resultados de todos ellos se graficaran juntos

para observar posibles tendencias.

Tamaino del parche de entrada Se ha probado comparar el comporta-
miento de la red neuronal, si esta recibe iméagenes de distinto tamafo. En
cada caso se ha realizado un entrenamiento independiente del mismo mode-

lo. El ntimero de pixeles de las imagenes es fijo en todos los casos (128x128)
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siendo lo que cambiamos, el tamano de cielo mostrado en cada imagen, lla-
maremos tamaifio del parche a los grados cuadrados mostrados en la imagen.

Se respeta la relacién:
Tamano del parche [°] = Pixeles de la imagen-Resolucién del parche (°/pix)

donde los pixeles de la imagen son 128 y la resolucién del parche son los
grados celestes por cada pixel.

Los tamafos usados estdn mostrados en la tabla [l Estos tamafios han sido
elegidos de tal forma que la resolucién, en minutos por pixel (‘/pix) tengan
como maximo dos cifras decimales. Para el caso de 12.80 grados cuadrados,
no se ha conseguido colocar ningiin negativo, por tanto, este como cualquier
tamano superior quedan descartados.

A tamanos mas grandes, la ventaja reside en que la red recibe mas contexto
de lo rodeado a la fuente. A tamanos mas pequenos, la ventaja esta en de-
dicar mas pixeles a la propia fuente, es decir, se estd ganando en definicion.
Ademas, al ser los parches méas pequenos es posible generar mas cantidad

de negativos validos, aumentando el tamafio del dataset.

En la figura se puede ver la diferencia entre los distintos tamafos de

parches, y en la figura como quedan distribuidos los negativos en los

distintos casos.

Tamaro [grados cuadrados| Resolucién (’/pix) Num. Negativos ReFl‘z;(lz\lIon
3.200 1.5 3872 0.4
5.888 2.76 576 2.7
6.400 3.00 388 4.02
7.400 3.47 197 7.92
9.820 4.65 24 65
12.80 6.00 0 =

Tabla 1: La resolucion, el nimero de negativos generados y la relacién entre
el nimero de fuentes y el nimero de negativos (F/N) para distintos tamafios
de parche.
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Figura 15: Ejemplo de la imagen de una fuente utilizando los distintos ta-

manos de parche.
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(a) Centros del catdlogo PCCS2

(b) 3.2° x 3.2°

(c) 5.888° x 5.888°
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(d) 6.4° x 6.4°

(e) 7.4° x 7.4°

(f) 9.92° x 9.92°

Figura 16: Distribucion de los centros sobre el FCM para los distintos ta-
mafios. (a) Muestra las fuentes del catdlogo PCCS2, (b, c, d, e, f) Muestra
las fuentes del catdlogo PCCS2 en rojo y en azul los centros negativos res-

pectivos de cada tamaifo.
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Umbrales minimos de latitud.

La segunda comparacién que se ha llevado a cabo consiste en delimitar la
latitud que pueden tener las fuentes respecto a la galaxia. El disco galacti-
co donde estamos internos genera la mayor cantidad de interferencias con
el fondo coésmico de microondas, alli se encontraran la mayor cantidad de
fuentes y la mayor cantidad de ruido. Por ello es interesante ver céomo se

comporta nuestro modelo cuando salimos del plano galactico.

Para esto se ha separado el dataset utilizando distintos umbrales minimos
en la latitud. En el primer caso, se utilizan todas las fuentes. En el segundo,
con un umbral de 45, se eliminan cualquier fuente que este a menos de 5°del
plano galéctico, es decir, cualquier fuente o negativo en el intervalo (-5,5)°.
Se hace lo mismo con el resto de umbrales.

Una vez creado los distintos dataset, se han realizado entrenamientos inde-
pendientes con cada uno. Aclarar que el tamafio de parche utilizado es de
7.4°x 7.4°.

El ntimero de fuentes y negativos en los distintos casos se muestra en la
tabla [2] y como es de esperar seglin nos acercamos a los polos, la cantidad

de datos va disminuyendo.

Porcentaj
Corte de Latitud [°] Num. Fuentes OTeemtA® Nim. Negativos Total
de Fuentes
0 197

1560 100 % 1757
+5 1320 85 % 197 1517
+10 1207 7% 167 1374
£15 1090 70 % 151 1241
£20 960 62 % 133 1093
+30 745 48 % 105 850
£45 422 27% 61 483
+60 205 13% 27 232

Tabla 2: Numero de fuentes y negativos segiin el umbral de latitud.
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4.2.8. Estudio de los limites del modelo evaluandolo sobre un

catalogo mas amplio.

Con el objetivo de validar el modelo obtenido y, ademas, limitar cudl es su
rango de utilidad se ha obtenido la precisién sobre nuevas fuentes, en con-
creto sobre otro catalogo de Planck de fuentes compactas. El catdlogo usado
ha sido ‘2015 Planck multi-frequency catalogue of non-thermal sources’ ,
el cual, contiene fuentes de frecuencias entre 30 y 857 GHz. Hemos seleccio-
nado aquellas fuentes que tienen contribuciéon a 30GHz, basdndonos en la
S/R a 30GHz asociada a cada fuente.

Para poder obtener el rango de uti-

Intevalo

li 1 1 h lcul Ntm. Fuentes
idad del modelo, no se ha calculado Sefial /Ruido

la precisién sobre todo el catdlogo si- <1 10296
multaneamente, en su lugar, se han [1,2) 9467
formado grupos segun la S/R de ca- 2.3) 3434
da fuente. Ahora si, sobre cada gru- [3, 4) 1084
po, se ha pedido al modelo que de- [4,5) 536
termine cudles observaciones conside- :
ra fuentes, a diferencia de antes to- 5,6) il
das son fuentes catalogadas, por lo que 6,7) 2
esperamos que responda en todos los [7.8) 210
casos que existe fuente. Los distintos 8,9) 122
grupos formados se pueden ver en la 19,10) toL
tabla [3] los intervalos de S/R y la can- [10,15) 291
tidad de fuentes en cada caso. 1520 12
[20,25) 62
[25,35) 56
[35,50) 37
>50 20

Tabla 3: Numero de fuentes
para los distintos intervalos de
S/R

45



Deteccion de objetos en MFCM usando aprendizaje profundo Universidad
Pablo Agudo Aguado Europea

4.2.9. Estudio de la dependencia con la latitud utilizando nuevos
datos.

Para reforzar el estudio sobre el efecto del plano galactico, empezado en el
apartado [£.:2.7] se ha efectuado otra prueba sobre el nuevo catélogo.

En primer lugar, al igual que en el apartado anterior, se han creado grupos
segin la S/R, aunque, en este caso, no se han utilizado todas las fuentes,
sino que se han usado los 3 intervalos siguientes: (3,4], (4,5] y (>5), dejado
fuera las fuentes por debajo de 3 de S/R.

Después de esto, cada grupo se ha vuelto a subdividir dependiendo de la
latitud haciendo uso del mismo criterio del apartado es decir, se han

creado 8 conjuntos donde, cada vez, se ha aplicado un umbral minimo en la

latitud maés alto.

Cada uno de estos subgrupos, ha sido evaluado por el modelo ya entrenado
en el apartado correspondiente a ese umbral de latitud.

4.3. Resultados del TFG

4.3.1. Entrenamiento y Evaluacion sobre el catalogo PCCS2.

El catdlogo cuenta con 1560 fuentes, utilizando un tamafio de parche de
7.4°x7.4°, contamos con 197 negativos. Utilizando los porcentajes anterior-
mente explicados:

= El conjunto de entrenamiento cuenta con 1318 imagenes.
= El conjunto de validacién cuenta con 175 imégenes.
= Para la evaluacion, el conjunto de test contiene 264 imagenes.

Proceso de Entrenamiento

Accuracy Loss
1.00 ’.ﬂnom.omom 104 91
1
0.95 1 P 84 1
pe sl
A 1
0.90 d 1
s [l
® 4 q
0.85 4 i:’ \
] 24
i
0801 ¢ 04 990000000000 00000000
T T T T T T T T T T T T
0 5 10 15 20 25 0 5 10 15 20 25
Iteraciones de entrenamiento Iteraciones de entrenamiento

Figura 17: Variacién de la precision y la funciéon de pérdida durante el pro-
ceso de entrenamiento sobre el catdlogo PCCS2.
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La evolucion de la precisiéon dle modelo y la funcién de perdida a lo largo
del entrenamiento se puede ver en la imagen

La precisién conseguida sobre el conjunto de test es de 95.83 % como se
puede ver en la imagen

La matriz de confusién nos permite ver el comportamiento del modelo y
como podemos observar ha detectado correctamente el 98 % de las fuentes.
Por el contrario, ha acertado el 73 % de los negativos.

Si bien esto nos esta indicando que el modelo tiene predileccién por catalogar
una entrada como fuente, es algo esperado teniendo en cuenta que ha sido

entrenada con 1170 fuentes y tinicamente con 148 negativos.

Precision del modelo 95.83%

Valores Reales

Predicciones

Figura 18: Matriz de confusién para el modelo entrenado sobre PCCS2.

Se ha decidido dibujar sobre el mapa los casos de error. De esta forma
podremos observar si existe algin patréon en los errores. En nuestro caso,
como se puede ver en la imagen [20} no parece existir ningtn patrén claro.
Las fuentes falladas se pueden ver en la figura [I9] donde parece evidente
la presencia de una fuente en su centro, para el caso superior derecho y el
inferior. Observando el valor de S/R de las fuentes falladas tenemos: 11.63,

10.15 y 15.8. Por lo tanto, tampoco son fuentes con S/R especialmente bajas.

47



Deteccion de objetos en MFCM usando aprendizaje profundo Universidad
Pablo Agudo Aguado Europea

Parche - GnomView Parche - GnomView

Galactic
Galactic

3.47 '/pix, 128x128 pix

3.47 '/pix, 128x128 pix

(44.208,13.6) (83.528,-26.467)

mK | mK
-0.00014 0.00062 -0.00029 0.00056

Parche - GnomView

Galactic

3.47 '[pix, 128x128 pix

(228.313,32.851)

m
-0.00032 0.00082

Figura 19: Parches para las fuentes falladas en la evaluacién. Las S/R son:

11.63 (superior izquierda), 10.15 (superior derecha), 15.8 (inferior).

Figura 20: Casos de error en la evaluacién. En rojo las fuentes falladas, en

azul los negativos fallados
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4.3.2. Distintos tamanos de parche.
Comparacidon de tamanos de parche
4 o 99%
100 98% 95% 06% 96% *3
232
°
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80 -
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L ]
2 50 + Negativo Acertado
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+
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Tamaho del parche [grados cuadrados]

Figura 21: Resultados del entrenamiento de modelos con distintos tamanos
de parche. Las barras verticales representan la precisién obtenida, mientras
que, los puntos y cruces representan la matriz de confusion correspondiente
a cada caso. La altura de los simbolos representa su porcentaje dentro del

total de la columna

Los resultados obtenidos se muestran en la figura [21]

Las matrices de confusién individuales de cada tamano se encuentran en el
anexo 811

Dado que la precision no sigue ningin patrén concreto, aumentando en
ambos extremos. Utilizando las matrices de confusién, se ha calculado el
porcentaje de éxito inicamente al catalogar las fuentes, esto se muestra en
la tabla [4]
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Tamarfio [grados cuadrados]

Precisién Total

Precision en la

deteccion de fuentes

3.200 97.91 95.04
5.888 94.64 96.91
6.400 95.89 98.28
7.400 95.82 98.30
9.920 99.16 99.14

Tabla 4: Precision en la deteccién de fuentes utilizando distintos tamanos

de parche

Como se puede ver, la detecciéon de fuentes mejora al aumentar el tamafio

del parche. Pero esto podria no estar ligado a un mejor rendimiento del mo-
delo. Recordando la tabla[l] para el caso de 9.92°x 9.92°se ha entrenado con
65 veces mas fuentes que negativos. Un modelo asi tendra tendencia a dar

falsos positivos.

Teniendo en cuenta los resultados y a pesar de la tendencia en la deteccion,

parece conveniente mantener un tamano de parche de 7.4°x 7.4°correspondiente

a la resolucién de 3.47 (’/pix), ya que es la utilizada por el propio mapa de

Planck.

50



Deteccion de objetos en MFCM usando aprendizaje profundo Universidad
Pablo Agudo Aguado Europea

4.3.3. Umbrales minimos de latitud

Los resultados obtenidos se muestran en la figura

Las matrices de confusion individuales de cada tamafio se encuentran en el
anexo [R.11

Los resultados obtenidos son, por un lado, satisfactorios, puesto que la es-
tructura del modelo seleccionada consigue buenos resultados en las distintas
situaciones, pero, por otro lado, estos resultados no nos permiten distinguir

si existe mas o menos complejidad segiin nos alejamos del plano galactico.

Comparacién de umbrales minimos de latitud

100%
100 05% 98% 96% 96% 98% 5% | g 97%
233 183 164 145 30
° e ° . . J09 .
80 4
CI_.I_ 60 - + MNegativo Acertado
B + Negativo Fallado
5 e Fuente Acertada
e @ Fuenta Fallada
8 20 Precisién
20 A
24 12 3
+1{0 : +15 "‘15 "'14 * +5 +
6 4 3 3 1
0 03 ’ 02 +3 02 * .4 +3 O+ * + 2.0 07
0 +5 +10 +15 +20 +30 +45 +60

Limites en la latitud [°]

Figura 22: Resultados del modelo limitando la latitud de los datos. Las
barras verticales representan la precisiéon obtenida, mientras que, los puntos
y cruces representan la matriz de confusién correspondiente a cada caso.
La altura de los simbolos representa su porcentaje dentro del total de la

columna
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4.3.4. Resultados de la dependencia con la S/R sobre nuevos

datos

Precisidn segun la S/R sobre nuevos datos
1.0 1.0 1.0 1.0 1.0

1.000 4

0.975

0.950

0.925 4

0.900 4

Precision

0.875

0.850

0.825 4

12345678910 15 20 25 35 50
Sefal/Ruido de las fuentes

Figura 23: Precisién sobre nuevos datos segin la S/R de las fuentes.

Los resultados estdn mostrados en la imagen 23] La tendencia de la grafica
es la esperable, la precisién crece rapidamente segiin aumenta la relacién de
S/R.

Existen pequenas caidas entre algunos valores. Para el caso mas pronuncia-
do, al pasar de (9,10] a (10,15], se podria deber al aumento del ntimero de
fuentes, 101 en el primer caso y 291 en el segundo, aunque claro estas obser-
vaciones siguen siendo de mejor calidad. En el otro caso notable al pasar del
intervalo (5,6] a (6,7], el segundo conjunto contiene menos imagenes como
es lo esperado. Se ha probado a dibujar ambos conjuntos de fuentes, pero
como se ve en la imagen no se observa ningin patrén. Por tanto, no se
ha encontrado una explicacion clara para esto mas alld de que se trate de

un defecto del entrenamiento.

Independientemente de esto, se puede ver como el modelo acierta todos los
casos de S/R por encima de 15, estas suponen 287 fuentes (tabla . Luego,

con un 3% de error tenemos las fuentes entre 7 y 8 de S/R. Por tanto,
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podemos considerar que el modelo es muy fiable para observaciones por
encima de 7 S/R, consiguiendo més del 97 % de precisién en 1011 fuentes.
Fijandonos en la grafica podemos decir que el modelo deja de ser fiable
aproximadamente a partir de 4 o 5 de S/R, con un 93 % y 94 % de precision

respectivamente. La caida considerable para fuentes con menos de 4 de S/R

tiene sentido debido a que este, era el umbral aplicado para el catdlogo
PCSS2 desde el cual ha entrenado la red.

Figura 24: Distribucién de centros del nuevo catdlogo para los intervalos de
S/R de (5,6] en rojo y (6,7] en azul
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4.3.5. Resultados de la dependencia de la latitud sobre nuevos

datos

Precision segun la latitud sobre nuevos datos

0.95
0.90
c
=
8l
[w] i
o 0.85
|-
[« T
0.80
—8— SR (3,4]
0.75 4 SR (4,5]
—8— SR (=5)
T T T T T T T
0 10 20 30 40 a0 60

Corte en la Latitud [2]

Figura 25: Precision en funcién de la latitud de los nuevos datos, separados
en 3 intervalos de S/R.

Estos nuevos resultados nos otorgan informacién util sobre el comportamien-
to en funcion de la latitud. En primer lugar, observar que, los tres conjuntos
describen el mismo patrén, pero cuanto menor es la S/R més sufren las

variaciones por la latitud.

Se observa una caida importante entre los 0 y £5 grados. La diferencia entre
estos dos conjuntos son todas las fuentes pertenecientes al hilo central del
plano galactico. En esta zona las fuentes estin muy juntas entre si super-
poniéndose en los parches. Ademaés, las provenientes de la propia galaxia
seran muy brillantes al encontrarse cerca de nosotros. También anadir que
no tenemos en esta franja parches negativos que pudieran servir a la RN
de contraste. Por todo esto, es razonable pensar, que aunque haya mucho
ruido por esta zona, este tipo de fuentes son faciles de detectar por la RN.

Al eliminar estas fuentes poniendo el corte en £5°perdemos precisién por
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eliminar este tipo de fuente.

Después de este punto se va ganando precisiéon debido a que el cielo es cada
vez mas limpio de ruido.

Se sufre otra caida en la precision sobre los +£30°, este es el corte utilizado
en el catdlogo PCCS2 para marcar las fuentes consideradas fuera del plano
galactico para el caso de bajas frecuencias, como es nuestro caso. Teniendo
en cuenta esto, observamos que al final del plano galactico perdemos preci-
sién, pero esta aumenta enormemente cuando estamos completamente fuera
del plano galdctico y el cielo es mucho més limpio. Aclarar que situar una
fuente fuera del plano galactico, no nos asegura que esta provenga de fuera

de nuestra galaxia.

4.4. Herramientas empleadas

= Python: El trabajo se ha creado utilizando este lenguaje de programa-
cién. Se han utilizado bibliotecas comunes como numpy o matplotlib

y otras més especializadas como astropy, healpy o keras.

» Aladin [21]: Programa para la visualizacién de mapas celestes. Con-
tiene las proyecciones mayormente utilizadas, asi como distintos tipos
de coordenadas. Se ha utilizado para visualizar el mapa de Planck, su-
perponiendo fuentes o negativos en distintas situaciones para realizar
comprobaciones. Los mapas celestes de este trabajo han sido expor-
tados utilizando este programa, a excepcién de aquellos que tengan

citada una fuente externa.

» Healpix [22]: Sistema de granulado/pixelado de superficies esféricas.
Dado que trabajamos con una esfera, la forma de seccionar la superficie
en pixeles no es trivial, y healpix es el estdndar mas utilizado. En
concreto, se ha utilizado el médulo de python healpy, basado en healpix
y matplotlib, para obtener los parches de cada fuente del tamafio y

resolucion deseados.

= Keras: Para todos los procesos concernientes al modelo de inteligencia
artificial se ha utilizado la biblioteca de keras, asi como algunas herra-
mientas de TensorFlow. Por tanto, se ha utilizado para implementar

el modelo, hacer las predicciones, evaluarlo, entrenarlo, etc.
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5. DISCUSION

5.1. Utilizacién de Imagenes

En todo el trabajo los datos de los parches se convierten a imégenes en
formato PNG. Esto se ha realizado asi porque al principio del trabajo en-
contramos varios problemas para pasar directamente los arrays de datos a la
red. Al principio hubo problemas con el input que debia recibir la RN y los
arrays, pero tras solucionar esto la red seguia sin entrenar correctamente, en
algunos casos errores en otros devolvia siempre el mismo valor. Al pasar los
datos a imagen se pudieron cargar utilizando una funcién nativa de keras lo
que solucioné los problemas.

El problema de utilizar imagenes reside en que los datos se normalizan para
adaptarlos al formato. Esto puede causar que resalten mas las diferencias
relativas dentro de un mismo parche lo cual puede ser 1til para la red, pero
probablemente sea un inconveniente al perder la informacion de la densidad

de flujo absoluta para las observaciones.

5.2. Limitacién Computacional

El entrenamiento de una red neuronal debido al nimero de cédlculos es, sin
duda, un proceso muy costoso desde el punto de vista computacional.

Este trabajo se ha realizado desde un portatil de uso personal y esta limita-
cién ha sido clave a la hora de utilizar un modelo con pocas capas. Cuando
se intenté probar estructuras de capas mucho mas complejas, los tiempos
de entrenamientos subian a varias horas. Ademés, los resultados prelimina-
res solian ser entrenamientos erréneos, que sin duda estaban dados por una
mala configuracién en las capas o en el input, pero que, debido a los tiem-
pos de entrenamiento, se habria malgastado demasiado tiempo en hacerlos
funcionar correctamente, para obtener un modelo que seguira funcionando

demasiado lentamente para el resto de pruebas.

5.3. Limitacién en el método

El enfoque de este proyecto, de utilizar datos reales para entrenar la red
neuronal y evaluarla, ya ha sido justificado en apartados anteriores y sin
menoscabar lo ya expuesto, cabe remarcar algunas limitaciones.

A la hora de intentar mejorar una RN, nuestras opciones principalmente
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son: cambiar su estructura y reentrenarla, o cambiar los datos que recibe.
En nuestro contexto, se pueden utilizar resultados méas o menos fiables, pero
inevitablemente a la hora de aumentar la cantidad de datos estaremos ocu-
pando un espacio que antes posiblemente contenia negativos.

Esto es un proceso inevitable segiin mejoren la resoluciéon de los mapas obte-
nidos, se podran observar nuevas fuentes donde antes no se detectaba nada.
Cualquier red neuronal necesitard ejemplos negativos porque en caso con-
trario siempre devolverd el mismo valor careciendo de utilidad.

Una posible solucién a este problema ya ha sido tratada en este trabajo, que
consistiria en reducir el tamafio del parche para colocar mayor ntimero de
negativos. Pero esto, por lo menos en las condiciones que nosotros teniamos
(aumentan los negativos, pero no las fuentes), suponia perder precisién en
la deteccién.

La solucién mas logica parece ser utilizar simulaciones de igual forma que
se usan para la validacién de las fuentes o de los métodos de deteccion.
Superponer a simulaciones del FCM la contaminacién causada por fuentes
compactas permitiendo obtener tantos datos como se desee. Si se quisiera
seguir un poco la filosofia original de este trabajo, se podrian utilizar las
fuentes reales y utilizar para los negativos simulaciones del FCM a los que

se les superponga emisiones difusas si fuera conveniente.
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6. CONCLUSIONES

6.1. Conclusiones del trabajo

Basandonos en los resultados del apartado con una precisién del
95.83 % podemos concluir que se ha disenado y entrenado una red neuronal
exitosamente para la deteccion de fuentes compactas.

Ademés, se ha acotado la utilidad del modelo en funcién de la S/R, pu-
diendo concluir que tendra un gran rendimiento para observaciones con S/R
superior a 7 con una precision superior al 97 %. Y dependiendo las necesi-
dades podria ser utilizado hasta una S/R de 4 con una precisiéon superior al
93 %. Estos ultimos resultados al ser obtenidos sobre un segundo catélogo
nos permiten concluir que le modelo tiene un comportamiento consistente,
no sufriendo de overfiting y cuya utilidad no estd limitada al catdlogo de

entrenamiento. En general, otorgan al modelo mucha mas validez.

Respecto a las caracteristicas de la béveda celeste. Podemos afirmar que
existe un anillo en el intervalo (-52,5%) donde las fuentes son facilmente de-
tectables principalmente por su cantidad y la presencia de algunas fuentes
muy brillantes. Un tramo intermedio que se ve afectado por el ruido galacti-
co, donde la deteccién se complica, pero que mejora segin nos alejamos del
plano galactico. Y por tltimo, la zona fuera del plano galactico que mejora
drasticamente la precisién segtin nos acercamos a los polos, donde el ruido
es minimo. En el corte de salida del plano galdctico (30°) aumenta también
ligeramente la dificultad, posiblemente por la presencia de parches que en
su mayoria estén libres de ruido galactico, pero en alguna parte si contienen
algo, siendo poco homogéneo y dificultando ligeramente que la fuente sobre-
salga.

Para un mejor estudio probablemente sea necesario introducir méascaras, pu-
diendo con estas separar de forma més precisa las zonas brillantes del plano
galactico. Por contra, complican el analisis y por eso no han sido utilizadas

en este trabajo.

Por ultimo, sobre el comportamiento de la R.N. ante distintos tamanos de
parche, los resultados indican que si bien la precision total no siguen ningtin
patrén, la precision a la hora de evaluar las fuentes mejora al aumentar el
tamano. Pero esto parece mas un efecto de la relacién entre el ntimero de

fuentes y el de negativos, que una mejora real en la deteccién del modelo.
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Por tanto, a falta de otras pruebas, como someter el nuevo catalogo a dis-
tintos tamafios de parche de forma similar a lo realizado con la latitud, no

podemos afirmar un comportamiento definido.

6.2. Conclusiones personales

El desarrollo de este proyecto ha supuesto, por un lado, un aprendizaje en
detalle sobre las redes neuronales, sobre su funcionamiento, como utilizar-
las, etc. Y, por otro lado, también ha supuesto un aprendizaje sobre el fondo
cosmico de microondas, sobre como se estudia este en las pipelines de de-
teccion de Planck, el camino que siguen los datos desde el telescopio, hasta

que una observacién se considera fuente compacta.

Sin duda, los conocimientos obtenidos en este proyecto me seran de utilidad
en el futuro, debido a la alta implementacién que se estd dando de este tipo

de métodos de andlisis.
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7. FUTURAS LINEAS DE TRABAJO

Algunas de las continuaciones légicas de este trabajo consistirian en solucio-

nar las limitaciones expuestas en el apartado de discursiéon .

En primer lugar, mayor capacidad computacional permitiria utilizar modelos
mas complejos, que si bien esto no asegura mejores resultados, seria ilégico
pensar que el modelo utilizado es el mejor posible. En segundo lugar, la
utilizacién de los datos en bruto, directamente desde los arrays, sin pasar
la informacién a imégenes, como se ha comentado, permitiria estudiar la
densidad de flujo de las observaciones, siendo 1til, por ejemplo, para obtener
la precisién segtin la densidad de flujo de las fuentes y determinar asi la
densidad de flujo minimo necesario para garantizar una precisién concreta,
el cual, es un valor comuinmente usado para valorar el rendimiento de los

métodos de deteccién.

Fuera de las limitaciones encontradas, otras opciones de continuaciéon podrian
pasar por la utilizacién de dos o mas frecuencias simultaneamente. El andlisis
multifrecuencia entrafia otros problemas, la méas obvia es que una observa-
cién puede contribuir fuertemente a una frecuencia y ser invisible en otra,
pero, a pesar de la aparicién de nuevos problemas, parece interesante eva-
luar si una red neuronal podria ser capaz de encontrar estos patrones con
el suficiente ntimero de ejemplos e iteraciones, o si, por el contrario, seria

necesario fijarle reglas para obtener resultados fiables.

Por ltimo, si imaginamos una red neuronal para la deteccién de fuentes, en-
trenada utilizando una gran cantidad de datos, probablemente simulados, se
esperara que esta tenga utilidad a largo plazo, y esto pasard necesariamente
por qué el modelo no pierda precisién si, por ejemplo, se le entregan datos
en distintos tamanos, distinta resolucién, etc. De forma que siga siendo ttil
para el procesamiento de datos de un nuevo satélite, o un satélite que por

la razén que sea ha mejorado o empeorado la calidad de sus datos.

Como se puede ver, este es un amplio campo de estudio donde esperamos
obtener potentes herramientas en un futuro préximo, las cuales ayuden con

los futuros proyectos.
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8. ANEXOS

8.1. Matrices de confusion

Tamano del parche de 3.2°x3.2° Tamano del parche de 5.888°x5.888°
Precisién 97.91% Precisién 94.69%

Valores Reales
Valores Reales

Predicciones Predicciones
(a) 3.2° x 3.2° (b) 5.888° x 5.888°
Tamafio del parche de 6.4°x6.4° Tamafo del parche de 7.4°x7.4°
Precisién 95.89% Precisién 95.82%

Valores Reales
Valores Reales

Predicciones Predicciones

(c) 6.4° x 6.4° (d) 7.4° x 7.4°

Tamano del parche de 9.92°x9.92°
Precisién 99.16%

Valores Reales

Predicciones

(e) 9.92° x 9.92°

Figura 26: Matrices de confusién correspondientes a la comparacion de dis-

tintos tamafios de parche.

64



Deteccion de objetos en MFCM usando aprendizaje profundo Universidad
Pablo Agudo Aguado Europea

Umbral minimo de latitud en £02 Umbral minimo de latitud en +5°2
Precision 95.06% Precisién 97.80%

Valores Reales
Valores Reales

Predicciones Predicciones
(a) 0° (b) £5°
Umbral minimo de latitud en +£102 Umbral minimo de latitud en 152
Precisién 96.12% Precisién 96.24%

Valores Reales
Valores Reales

Predicciones Predicciones
(c) £10° (d) £15°
Umbral minimo de latitud en £20°2 Umbral minimo de latitud en +30°2
Precisién 97.55% Precisién 95.28%

Valores Reales
Valores Reales

Predicciones Predicciones
(e) £20° (f) £30°
Umbral minimo de latitud en +45¢ Umbral minimo de latitud en +£60°
Precisién 100.00% Precisién 97.06%

Valores Reales
Valores Reales

Predicciones Predicciones

(g) +45° 65 (h) +60°

Figura 27: Matrices de confusién correspondientes al entrenamiento limitan-
do la latitud
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