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Resumen

El objetivo de este proyecto es la investigacion y el desarrollo de métodos de
procesado de imagenes médicas obtenidas por resonancia magnética y con distintas
caracteristicas para permitir su tratamiento posterior con redes de aprendizaje
profundo. Una gran barrera en la adopcion de tecnologias como la IA (Inteligencia
Artificial) es su usabilidad en el dia a dia y su robustez ante imagenes de distintos
pacientes y maquinas. Este trabajo busca proponer un modo de homogeneizar
imagenes de resonancia magnética abdominal de modo que puedan ser tratadas

posteriormente con IA.

Se han utilizado bases de datos del reto CHAOS y otras facilitadas por la
empresa Sycai, y se han analizado utilizando scripts de Python y especificamente la

libreria intensity-normalization, aplicando las normalizaciones Z-Score y Nyul.

Los resultados de la normalizacion muestran, en general, imagenes con mayor
separacioén en los niveles de intensidad, y con una distribucion mas homogénea de

€esos niveles.

Esto nos lleva a la conclusion de que la normalizacion optimiza las imagenes
de cara a conseguir mejores resultados en la segmentacién posterior, lo que facilitaria
un mayor nivel de acierto en el proceso de automatizacion de diagnéstico de

patologias y aceleraria los procesos de investigacion.

Keywords:
Normalizacién de intensidades, segmentacion, aprendizaje automatico, resonancia

magnética, abdomen.
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Abstract

The goal of this project is the research and development of methods for
processing medical images obtained by magnetic resonance and with different
characteristics to allow their subsequent treatment with deep learning networks. A
great barrier adopting technologies such as Al (Artificial Intelligence) is its usability on
a day-to-day basis and its robustness against images from different patients and
machines. This work seeks to propose a way to homogenize abdominal magnetic

resonance images so that they can be subsequently treated with Al.

Databases from the CHAOS challenge and others provided by the company
Sycai have been used, and have been analyzed using Python scripts and specifically

the intensity-normalization library, applying the Z-Score and Nyul normalizations.

The results show, in general, normalized images with greater separation in the
intensity levels than then original ones, and with a more homogeneous distribution of

these levels.

We conclude that normalization optimizes images in order to achieve better
results in subsequent segmentation, which would facilitate a higher level of accuracy
in the pathology diagnosis automation process and would speed up research

processes.

Keywords:
Intensity normalization, image segmentation, machine learning, magnetic

resonance, abdomen.
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Introduccion

Motivacion

La imagen médica es una disciplina fundamental para el diagndéstico y
seguimiento de patologias. Permite descubrir qué ocurre en el interior de nuestro
cuerpo sin necesidad de “abrirlo”, y esa informaciéon confirma o muestra de manera
fehaciente estructuras anatdmicas o anomalias que no podrian revelarse de otro
modo. La mejora de las técnicas de imagen supone por tanto un avance continuo e

imprescindible en la asistencia al paciente y en la investigacion.

Hay diversas técnicas de imagen médica, que han evolucionado desde el
descubrimiento de los rayos X y la radiografia, pasando por la ecografia, la
Tomografia Computerizada (TC) o la Resonancia Magnética (MRI). Cada una tiene
ventajas e inconvenientes, incluyendo su aplicacién éptima en funcion de los érganos
y tejidos a observar, si afecta o no a la salud del paciente, su dificultad y su coste de
aplicacion. y hay tres elementos que han sido clave en los ultimos afios para la
ampliacion de los campos en los que se aplica la imagen médica: La posibilidad de
obtener imagen volumétrica (3D), el aumento en la resolucion de las imagenes
obtenidas y las posibilidades de tratamiento automatico (pre y post procesamiento de

imagen) gracias a las técnicas de computacion.

Paralelamente a los desarrollos en el ambito médico, se estan produciendo
desarrollos muy destacados en el ambito de la Inteligencia Artificial (IA),
especificamente en Vision Artificial, Aprendizaje Automatico (Machine Learning, ML)
y Aprendizaje Profundo (Deep Learning, DL).

Esto ha permitido, a partir de un momento dado, obtener los resultados de las
pruebas de imagen en formato digital, incluirlas en ficheros estandarizados que
permiten hacer anotaciones y registrar mas informacion junto a la imagen. Estos
ficheros de imagen junto con sus metadatos pueden ser tratados, gracias a la
Inteligencia Artificial, para transferir informacion, procesar la imagen para identificar

ciertas estructuras, e incluso sugerir un diagndstico de forma automatica. Asi se
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facilita el trabajo del facultativo, minimizando la necesidad de intervencién humana.
De este modo se libera al especialista de las tareas automatizables y le permite

concentrarse en el diagnéstico y tratamiento donde aporta mayor valor.

Tras la obtencion de imagen uno de los campos en los que mas ha avanzado
la tecnologia en los ultimos afos ha sido en su procesamiento posterior. Entre las
técnicas mas utilizadas estan la reconstruccion volumétrica en 3D a partir de cortes
en 2D, la optimizacién de la imagen (eliminacién de ruido y artefactos, optimizacién
de resolucion, brillo, contraste), la identificacion de determinadas estructuras o incluso
el diagndstico. En las dos primeras, el uso de la tecnologia estd ampliamente
aceptada. Sin embargo, en las dos ultimas (segmentacion y diagndstico) el “golden
estandar” sigue siendo su realizacion con intervencion humana y la tecnologia se ve
aun con muchas reticencias. Sin embargo, es precisamente en estos procesos de
segmentacion y diagnostico en los que la inteligencia artificial tiene mucho que aportar
automatizando tareas y/o proporcionando sugerencias relevantes para acelerar los

procesos.

Pero para que los algoritmos puedan trabajar es necesario que se den ciertas
condiciones que facilten su entrenamiento y evaluacion. Por ejemplo, es
imprescindible la existencia de bases de datos de imagenes disponibles que faciliten
el entrenamiento de los sistemas de Aprendizaje Automatico (ML). En el caso de los
algoritmos supervisados, conviene que esas imagenes estén etiquetadas con las
estructuras o patologias que contienen, asi como los métodos de captura (técnica,
orientacién, etc.) con los que han sido obtenidos. Es necesario que estas bases de
datos tengan una cantidad muy grande de imagenes para poder aplicar los algoritmos.
Ademas es imprescindible tener en cuenta todos los aspectos éticos y legales para la
creacion y manipulacion de estas imagenes (consentimiento informado,

anonimizacion, proteccion de datos, etc.).

Hasta finales del siglo XX casi todas las imagenes estaban en soportes fisicos
y no digitales, lo que dificultaba su intercambio, distribucion y reutilizacion en
investigacion. La situacion ha cambiado paulatinamente, han aumentado las bases

de datos publicadas, y este crecimiento va a ser exponencial en los proximos afos.
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Esto significa que en poco tiempo y para muchas especialidades, la
segmentacion de estructuras, y los diagndsticos semi-automaticos seran la norma.
No obstante, es un camino que hay que recorrer profundizando en la investigacion
tanto en la adquisicion de la imagenes (captura, transferencia y almacenamiento),
como en su pre-procesado (optimizacién) hasta llegar a la aplicacion de los
algoritmos de Inteligencia Artificial con diferentes fines (como segmentacion y
diagndstico). Y que lleva distintas velocidades en funcion de los 6rganos vy tejidos a
observar, ya que sus distintas caracteristicas exigen métodos diferentes también en

el tratamiento de esas imagenes.

En este trabajo nos centraremos en la aplicacién de técnicas de preprocesado
y optimizacion, en concreto la normalizacion de imagen, para facilitar la posterior
aplicaciéon de algoritmos de segmentacion para identificar el higado y otros 6rganos

en imagenes de resonancia magnética abdominal.

Objetivos

El objetivo de este trabajo sobre imagen médica es analizar la aplicacion de
técnicas de normalizacion a imagenes de resonancia magnética abdominales para

facilitar la posterior segmentacion automatica del higado y otros 6rganos.

Este objetivo general se desglosa en los siguientes objetivos especificos:

e O1: Analisis del marco teérico en relacion a la evolucién de la imagen médica
estudiando diferentes técnicas de adquisicion, los retos y limitaciones de cada
una para justificar porqué en este caso la resonancia magnética es la mas
conveniente para segmentacion de la imagen hepatica.

e 02: Andlisis del estado del arte de las técnicas de normalizacion de imagen
meédica que optimizan el proceso de segmentacion.

e O3: Analisis de las posibles herramientas y bases de datos a utilizar para
aplicar las técnicas seleccionadas.

e 0O4: Aplicacién de las técnicas de normalizacion.

e O65: Analisis de resultados y elaboracion de conclusiones.
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Las principales hipotesis de este trabajo son:

e Se quiere demostrar la adecuacién de métodos de normalizacion de intensidad
en el preprocesamiento de imagenes de resonancia magnética dentro del flujo
de trabajo de segmentacién de 6rganos abdominales.

e Partimos de la hipdtesis de que algunos métodos utilizados en el
preprocesamiento de MRI cerebrales son aplicables en MRI abdominales.

e Las preguntas que nos hacemos son:

o si esos métodos de normalizacién de intensidades son validos en el caso
de MRI abdominales, donde existe la presencia de varios érganos con
intensidades muy similares entre si en las imagenes,

o si esos métodos obtendrian buenos resultados al normalizar MRIs de
scanners de distintos fabricantes, con distintos parametros en cuanto a
las fases de adquisicion, ponderacién en T1 6 T2, las intensidades de
senal de 1,5T 6 3T, definicion de imagen y nivel de grises registrados,

o Siesas operaciones de normalizacion facilitan el objetivo principal de este
proceso, la segmentacion automatica del higado y otros érganos.

e Para saber si la normalizacion de intensidad en el preprocesamiento de
imagenes mejora los resultados de segmentacion, seria necesario someter a
un sistema de Deep Learning a procesos de aprendizaje, validacion y test de
las imagenes sin normalizar y normalizadas, y comparar los resultados. Esto
implica un coste computacional y en tiempo que excede el ambito de este TFM.
Por tanto, utilizaremos una comparacion de los histogramas de las imagenes

para indicar si consideramos util o no esa normalizacion.

Estructura del documento

En este primer capitulo se presentan los puntos claves para comprender el
proyecto como son la necesidad que motivo el planteamiento del trabajo, sus

principales objetivos y un breve resumen de cada capitulo.
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En el segundo capitulo se estudiaran las principales técnicas de adquisicion de
imagen, También se expondran algunas tecnologias de normalizacién y se

presentaran las herramientas seleccionadas para realizar el proyecto.

En el tercer capitulo se presenta la metodologia seguida para la realizacion de

este trabajo.

El cuarto capitulo describe la solucién propuesta para aplicar las técnicas de

normalizacion asi como la bateria de pruebas realizadas.

En los capitulos quinto y sexto se discuten los resultados, se recogen las

conclusiones del proyecto y se plantean algunas lineas de trabajo futuro.

Por ultimo se mencionan las referencias utilizadas en este proyecto y se

incluyen algunos anexos que completan la informacion presentada en la memoria.

11
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Estado del arte

En este capitulo se describe tanto el estado del arte en técnicas de imagen y

normalizacion como la tecnologia seleccionada para el desarrollo del proyecto.

Marco tedrico en imagen médica

El objetivo de esta seccion es estudiar la evolucion de la imagen médica
analizando las diferentes técnicas de adquisicion, los retos y limitaciones de cada una
para identificar la mas adecuada para la imagen abdominal.

Imagen médica abdominal. Tecnologias de adquisicion

La imagen médica, tal y como la conocemos hoy, nace en 1895 de la mano de
Wilhelm Konrad Roéntgen, cuando observa como unos rayos de “alta energia” , al
atravesar el cuerpo humano, generan un proceso quimico sobre una placa fotografica
que hace que una imagen de la parte del cuerpo sobre la que han incidido quede

registrada sobre dicha placa. (Ostensen, 2021).

El mismo principio siguen las diversas técnicas que existen hoy en dia. La
causa, en este caso las caracteristicas del tejido organico, se deducen del efecto que

produce la energia de entrada, es decir, de la sefal de salida que se genera.

Actualmente, la sefial que se emite para alcanzar el efecto deseado, laimagen,
no son solo los rayos X que observd Rontgen, sino que pueden ser de distintas
naturalezas: sonidos (ecografia), campos electromagnéticos (resonancia magnética
MRI), positrones (PET), o los mismos rayos X pero emitidos y recogidos de manera

distinta (Tomografia Computerizada CT).

Los diferentes 6rganos y tejidos absorben o reaccionan a esas sefiales de
distinta forma, y esas reacciones, en forma de atenuacion o variacion de la sefial de
entrada, producen un efecto que es recogido a la salida y que genera la imagen que

puede observar el médico especialista.
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La radiografia es muy util para la observacion de los huesos. Para el estudio

de tejidos blandos se utilizan mas la Ecografia, la Tomografia Computerizada y la

Resonancia Magnética. Para el estudio de los dérganos abdominales se usan

fundamentalmente los dos ultimos (Pérez, 2016).

La Tomografia Computerizada (CT) se basa en el mismo principio que las

radiografias. Un generador de rayos X los proyecta sobre el cuerpo del paciente, los

tejidos absorben y atenuan esos rayos, y lo que queda de los mismos es recogido por

un detector de rayos X situado tras el paciente. Los huesos los atenian mucho, y los

tejidos blandos menos, con diferencias entre unos y otros. Una CT lo hace muchas

veces de forma mas localizada, moviéndose alrededor del paciente, y se ayuda con

contraste, lo que produce una imagenes muy completas (National Institute of

Biomedical Imaging and Bioengineering, NIH, U.S., 2022).

Tabla 1: Diferencias entre CT y MRI (Datos obtenidos de (Pérez, 2016) y (Hill et al, 2021)

Caracteristicas

CT

MRI

Tiempo adquisicion

15 a 20 segundos. Permite
hacerlo en apnea, reduce el
movimiento del paciente

60 segundos. No permite adquisicion en
apnea. hay movimiento respiratorio del
paciente

Radiacion para el [ Radiacién ionizante No existe radiacion perjudicial

paciente

Calidad de las | Buena. Bordes nitidos, gran | Muy buena. Mucha precision en la

o contraste entre elementos informacion por pixel. Es posible distinguir

imagenes ~ . . !
pequefios matices entre tejidos. bajo
contraste entre diferentes tejidos, bordes
difusos, no uniformidad en la imagen.

Ruido Existe Existe. se pueden generar artefactos,

interferencias en la intensidad de los pixels

Movimientos en la

imagen

Pocos, al poder adquirirse
en apnea

Muchos, al no poder adquirirse en apnea

Multiples secuencias

del mismo tejido

No es posible obtenerlas

Es posible obtenerlas. Hay que gestionar el
registro de informaciéon multiple para poder
combinarla y aprovecharla

Deteccion de
procesos

metabdlicos

Baja

Alta, Permite el sondeo de procesos
metabdlicos debido a la naturaleza ubicua
del agua en nuestros cuerpos
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La Resonancia Magnética (MRI) se obtiene utilizando dos sefiales. Se genera
un campo magneético que orienta en el mismo sentido el eje de los protones del agua
que hay en los tejidos de las células. Luego se genera una onda de radiofrecuencia
que los desordena. Al retirar esa onda de radiofrecuencia, los protones vuelven a su
posicion inicial inducida por el campo magnético. Pero tardan un tiempo en volver,
distinto en funcion del tejido, que es lo que mide el equipo de resonancia magnética.
Ademas, lo hace en dos sentidos, longitudinal y transversal, Es lo que son las MRI
ponderadas en T1 y en T2, que muestran de manera diferente distintos tejidos

(National Institute of Biomedical Imaging and Bioengineering, NIH, U.S., 2022).

Procesamiento de imagen MRI. Retos y limitaciones

Las imagenes se adquieren con el objetivo de analizar lo que contienen, tanto

para hacer un diagndstico o un seguimiento, como para realizar investigacion.

La automatizacion de ese analisis busca extraer las caracteristicas presentes

en la imagen con menor o nula intervencién del especialista.

Los algoritmos de aprendizaje automatico realizan esa funcion. Para ello, una
vez introducido el dato, en este caso la imagen, tienen que identificar la regién de
estudio (higado, pancreas, bazo, etc.) y determinar si se trata de un érgano sano oi
presenta alguna anomalia (quiste, tumor, cambio de forma o tamafio) que permita
elaborar un diagndstico, provisional o definitivo, y marcar un tratamiento, o clasificar

la imagen dentro de un determinado grupo a efectos de investigacion.

Los algoritmos de aprendizaje automatico, antes de ser operativos, tienen que
someterse a una fase de entrenamiento, en la que se les presentan muchos datos

(imagenes) y en los que van refinando sus resultados.

Nos encontramos ante dos retos a la hora de analizar nuestras imagenes. Por
un lado, hay que delimitar la zona que ocupa en la imagen el 6rgano o tejido objeto
de estudio. Esto se denomina segmentacioén del objeto. Una vez hecho eso, se trata

de decidir si estamos ante un paciente sano o con alguna patologia.

14
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Imagen 1. Obtencién de informacion automatica desde imagenes.

4 fases: Preprocesamiento, Segmentacion, Extraccién de caracteristicas, y Analisis (fuente. (Carré et al
2020))

Las limitaciones que nos encontramos vienen dadas fundamentalmente por los

datos. Tanto en cantidad como en la calidad de los mismos.

Las bases de datos con imagenes de MRI disponibles no son muchas en
comparacién con las que hay de TC, o con datos de otra naturaleza.

En cuanto a la calidad de esos datos, depende mucho del equipamiento y de

los parametros utilizados para su adquisicion.
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Para que el mismo sistema pueda extraer informacion de una serie de
imagenes, éstas tienen que reunir determinadas caracteristicas comunes, como su
posicion relativa, su tamafio, los niveles de intensidad de los 6rganos y tejidos, el

grosor de los cortes, la definicidn en pixeles, etc.

Es necesario homogeneizar en la medida de lo posible esos datos antes de
que el sistema pueda aprender de forma coherente de ellos. Esto se hace a través de

las llamadas operaciones de preprocesamiento de las imagenes.

En este TFM nos vamos a centrar en una de esas operaciones de

preprocesamiento: la normalizacion de intensidades de las imagenes.

Estado del arte en normalizacion de imagen para

segmentacion

En esta seccion se analizan algunas de las técnicas de preprocesado mas
utilizadas, para identificar las mas adecuadas para facilitar el proceso de
segmentacion hepatica en el caso de imagen adquirida por resonancia magnética .

Técnicas de preprocesado de imagen abdominal

Hasta hace pocos afios la mayoria de las imagenes médicas abdominales eran
Tomografias (CT). Esto es debido a que se trata de una técnica con mas anos de
existencia, al menor coste del equipo y la mayor facilidad en la obtencién de las
imagenes. La MRI empez6 a utilizarse sobre todo para observaciones del cerebro y
del corazon, lo que hace que haya mas bases de datos de MRI de estos érganos (Hill
et al, 2021), y que se hayan probado mas métodos de segmentacion y de

preprocesamiento sobre ellos que sobre otras zonas, incluida la region abdominal.
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En (Vovk et al, 2007) se hace una revision de métodos existentes en la fecha
del estudio, y en (Reinhold et al, 2019) “... se consideran 7 algoritmos de
normalizacion de intensidad, ...”, y se muestra que la normalizacién de intensidad
como paso en el preprocesamiento de las imagenes de MRI “ ... es vital para la

sintesis de imagenes de MRI basada en Deep Learning”.

De esos 7 métodos, hay 4 que hacen una normalizacion basada
exclusivamente en caracteristicas de la imagen a normalizar, y hay otros tres que
utilizan caracteristicas de toda la muestra para llevar a cabo esa normalizacién.
Concretamente son:

1) Z-score, 2) Fuzzy C-Means (FCM)-based, 3) Kernel Density Estimate (KDE)
based, 4) WhiteStripe, del primer tipo, y

5) Piecewise linear histogram matching (HM) (Nyul), 6) Gaussian mixture
model (GMM) based, y 7) RAVEL, del segundo tipo.

Adicionalmente, segun (Reinhold et al, 2019), “Todos excepto Z-score y

Piecewise Linear Histogram Matching son especificos para imagenes del cerebro.”.

Técnicas de preprocesado para facilitar la segmentacion del higado

Como ya se ha mencionado, los érganos o tejidos presentan particularidades
que los hacen mas visibles a una tecnologia de adquisicion de imagenes que a otra.

En el caso del higado, tiene un color y textura similar a otros 6rganos préximos
a él, puede tener areas ocultas por otros organos lo que dificulta a veces su
separacion visual de las estructuras adyacentes. Ademas contiene una serie de
vasos sanguineos, especialmente la vena portal y la arteria hepatica, que son muy
importantes a la hora de observar su estado. Estos vasos sanguineos permiten dividir
funcionalmente el higado en ocho zonas (Couinaud, 1957) o mas (Fasel & Schenk,
2013) que, de cara a tratamientos quirurgicos y la posterior regeneracion de esas
partes es muy aconsejable tener delimitadas. Por todos estos aspectos el higado se
considera un érgano especialmente dificil de segmentar (Altini et al, 2022), (Gul et al,
2022).
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Introduccién a las técnicas de normalizacion y preprocesado

Entre las técnicas de normalizacion disponibles, y basandonos en (Reinhold et
al, 2019) nos hemos centrado en la normalizacion Nyul (Nyul et al, 2000) y la
normalizacion Z-Score. Ambas ajustan los niveles de intensidad de la imagen para
homogeneizar su distribucién y separar los niveles de gris, que es precisamente lo

que necesitariamos para facilitar la segmentacion posterior.

Z-score

Es la técnica mas sencilla e intuitiva. Se basa en asignar a cada pixel
(imagenes 2D) o voxel (imagenes 3D) el resultado de restar de su intensidad original

la media de intensidades de la imagen, y dividir esa resta por la desviacion tipica.
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Imagen 2. Normalizacién Z-Score (1) y Nyul(2). En Nyul, se hace una aproximacion lineal en
cada intervalo. Los intervalos los marca el histograma estandar de referencia, obtenido en un

paso anterior (fuente. (Nyul et al, 2000))
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Piecewise linear histogram matching (HM), o Nyul normalization.

Es una técnica de ecualizacion del histograma de la imagen. En (N. Laszlo &.
Udupa, 1999), (Nyul et al, 2000) se indican distintas posibilidades a la hora de tomar
un histograma de referencia. En (Nyul et al, 2000) se consideran como referencia los
percentiles 1% y 99%, y los deciles (10, 20 30,40,50, 60, 70, 80 y 90%), que es lo

vamos a aplicar.

En un primer paso se obtienen las referencias en funciéon del conjunto de
imagenes disponible. En un segundo paso, el histograma de cada MRI se ajusta al

histograma estandarizado de referencia.

Justificacion sobre técnicas de normalizacion elegidas

La segmentacion del higado, al igual que la del cerebro, presenta algunos retos
comunes como el que se trate de tejidos blandos, con irrigacion de muchos vasos
sanguineos, en los que resulta complicado la diferenciacidén de estructuras con niveles
de intensidad homogéneos. Por todo ello pensamos que la segmentacion del higado
y otros organos abdominales, al igual que la segmentacion del cerebro, se puede
beneficiar de la aplicacion de técnicas de normalizacion basadas en intensidad que

mejoren la calidad de la imagen.

Se han escogido Z-Score y Nyul porque son ampliamente utilizadas en
resonancia magnética pero lo suficientemente diferentes entre si para poder observar
diferencias significativas en su aplicacion. En la tabla 2 se resumen las principales

caracteristicas de cada una de ellas.

Por un lado Z-Score es una técnica de normalizacion basada en una
transformacion lineal que ajusta las intensidades de todas las imagenes a una
escala comun. Por tanto pensamos que puede ser util para reducir variaciones de
intensidades en un conjunto muy grande de imagenes en estudios longitudinales
(varias imagenes del mismo paciente tomadas en diferentes instantes de tiempo) o
multicéntricos (imagenes de diferentes pacientes). Este ultimo caso es el que tenemos

en las bases de datos seleccionadas (imagenes de varios pacientes) por lo que
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pensamos que puede estar indicada su aplicacion en este caso. Sin embargo, esta

homogeneizacion de intensidades podria conducir a una reduccion en el contraste de

estructuras adyacentes que dificultaria la segmentacién. Este seria uno de los

principales elementos a verificar al analizar

normalizacion.

los resultados del proceso de

Tabla 2: Técnicas de normalizacion de intensidad. resumen de caracteristicas

Técnica Descripcion Caracteristicas
Z-Score Normalizacién lineal, basada solo | Es muy sencilla conceptual y computacionalmente.
en la imagen que se normaliza. Se utiliza para estandarizar la intensidad entre
La intensidad final es es resultado | imagenes del mismo paciente ,0 imagenes similares de
de restar la media y dividir esaresta | distintos pacientes.
entre la desviacion estandar. , que | Es muy sencilla conceptual y computacionalmente.
calcula Los resultados entre imagenes muy dispares son
limitados.
Piecewise | Es una técnica no lineal. Tiene dos | Es sencilla conceptualmente y con un coste
linear fgses, en la primera se ce!lcula un | computacional moderado.
histograma de referencia, con
histogram | respecto una unos intervalos | Depende del histograma de referencia calculado. Esto
matching dados, habitualmente los deciles. supone a la vez una ventaja y una desv.enFaja, ya que
si ese histograma se calcula en base a imagenes muy
(HMm), o | En la segunda, se normaliza cada | diferentes a las que hay que normalizar puede tener
Normalizac imagen, ajustadp Iinealmente por malos (esu!t’ados. Pgr el contra’rio, permij[iria afin.ar la
tramos (los deciles) la intensidad | normalizacidn centrandose en drganos, areas o incluso
ion de Nyul | original a la media de cada uno de | patologias de mayor interés, si se utiliza para el céalculo
€s0s tramos. del histograma de referencia imagenes bien
seleccionadas. No hay que olvidar que el objetivo final
de la normalizacién es conseguir el mejor resultado en
la segmentacion del érgano o tejido que se estudia.
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Por otro lado Nyul es una técnica de normalizacion basada en una
transformacion no lineal que, a diferencia de Z-Score, en lugar de ajustar todas las
intensidades a una escala comun ajusta la distribucion de imagenes a un
histograma que consideramos de referencia y que esta escogido para mejorar la
separacion entre diferentes tejidos y estructuras. Por todo esto, consideramos
que, a priori, Nyul conseguira que las imagenes normalizadas consigan una mejor
separacién de intensidades en los tejidos adyacentes que Z-Score. Sin embargo la
calidad de la normalizacién Nyul dependera fuertemente de como de bien escogido
esté el histograma de referencia. Esto ultimo sera uno de los principales elementos a

verificar al analizar los resultados del proceso de normalizacion.

Herramientas empleadas

A continuacién se analizan algunas de las herramientas utilizadas incluyendo

también las bases de imagen médica disponibles.

Bases de datos de imagen médica

En esta seccidn se describen las bases de datos de imagen médica evaluadas.
En el apartado de metodologia se indicara en detalle las imagenes concretas

seleccionadas asi como los criterios de inclusion y exclusion aplicados..

CHAOS

CHAQS es una base de datos publica de imagenes de resonancia magnética que se
utilizé en el reto CHAOS (Combined CT-MR Healthy Abdominal Organ Segmentation)
(Kavur et al, 2019) que se celebré en 2019 en el marco del Congreso Internacional de
Imagen Biomédica del IEEE en lItalia.. Son 60 dataset en formato DICOM, 20 T1-Dual
in fase, 20 T2 Dual out fase, y 20 T2-SPIR: se obtuvieron con distinto pulso de
radiofrecuencia y diferentes combinaciones de gradiente. Los o6rganos no
presentaban lesiones en sus bordes. Para su obtencion se utilizé un scanner Philips,
1.5 Teslas de intensidad, imagenes de 12 bits y con una resolucion de 256x256. El

numero de imagenes 2D de cada serie es de entre 26 y 50
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Sycai

La base de datos de Sycai es una base de datos de imagenes de resonancia

magnética que ha facilitado la empresa Sycai (www.sycaimedical.com ). Consta de

55 series de imagenes correspondientes a 50 pacientes, procedentes de un unico
hospital cuyo nombre no se puede facilitar por acuerdos de confidencialidad. Las
imagenes seleccionadas han sido cedidas con la autorizacion del comité de ética de
dicho hospital. Las MRI han sido adquiridas con un equipo General Electrica 1.5 T
(teslas) en fase portal venosa, y las imagenes de cortes 2D tienen una resolucion de

512 x 512 pixeles. El numero de cortes por serie de imagenes esta entre 20 y 44.

Cancer Imaging Archive

Es una base de datos consistente en grandes conjuntos de datos con imagenes
médicas. (CancerlmagingArchive). En la fecha de busqueda habia disponibles en total
189 grandes conjuntos de datos. De ellas, se ha hecho una seleccién de las que son
MRI abdominales, y se han descargado 11 conjuntos de datos, cada uno de ellos con
unas 2.000 imagenes. Debido a su heterogeneidad es necesario evaluar mas
adelante si es factible o no su utilizacion en funcion de las técnicas de normalizacion

elegidas.

Entorno y lenguaje de programacion

Visual Code Studio

Entorno de programacion que permite el uso de Python a través de Jupyter

Notebooks, que facilitan la lectura y comprension del cédigo elaborado.

Python

Lenguaje de programacién ampliamente utilizado, para el que existen miles de
librerias que permiten aplicar operaciones de todo tipo a imagenes médicas. Ofrece
gran flexibilidad a la hora de tratar las imagenes. Se ha utilizado la versién 3.9.13 por

compatibilidad con la libreria Intensity-normalization.
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Librerias Python utilizadas

Intensity-normalization

Es una libreria disponible en GitHub para Python, que implementa 7 métodos de

normalizacion de intensidades, entre ellos los dos que se han utilizado.

Pydicom y Nibabel

Son librerias de Python para manejo de imagen médica, en formatos DICOM y NIfTI.

DCM2NIIX

Aplicacion para convertir los ficheros DICOM de imagenes 2D de un directorio en

archivos NIFTI, con los que se trabaja de forma mas sencilla..
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Metodologia y Plan de trabajo

Metodologia

Las tareas a realizar se han organizado en tres lineas principales: (1)
recopilacion de informacion y definicion del problema, (2) elaboracién y evaluacion de

la solucién propuesta y (3) preparacion del documento.

Para la recopilacién de informacion y definicion del problema se ha llevado a
cabo un brainstorming con los tutores para definir e idear diferentes escenarios
potenciales, y una fase andlisis del trabajo que supondria cada uno de ellos para

encontrar uno que fuese posible desarrollar con el tiempo y los recursos disponibles.

Para elaboracion y evaluacion de la solucidon propuesta se han utilizado
técnicas clasicas de desarrollo de software, y se han reutilizado las librerias pydicom,
intensity-normalization y nynabel, especificas para el manejo de imagenes médicas,

en un proceso de ensayo - error de alguna de sus funcionalidades.

Para la elaboracion de la memoria se ha seguido un proceso iterativo de

redaccion y revision del documento con la colaboracion de los dos tutores.

Diseno de la solucion

Seleccidon de las bases de datos
De las bases de datos mencionadas en el estado del arte : CHAOS (Kavul,

2019), Sycai (www.sycaimedical.com ) 'y Cancer Imaging Archive

(www.cancerimagingarchive.net ). Finalmente se ha utilizado unicamente una

seleccion de las dos primeras (CHAOS y Sycai). La tercera (Cancer Imaging Archive)
se ha descartado por su excesiva heterogeneidad ya que incluia una mezcla de
imagenes de estructuras sanas y enfermas con diferentes metadatos y hubiese sido
necesario un estudio previo muy profundo para discriminar correctamente las

imagenes utiles para este trabajo.
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De la base de datos de CHAOS se han seleccionado 20 de los 60 datasets
que contiene, utilizando como criterio de exclusion la calidad y la patologia. Dado que
el numero de cortes (slices) de cada imagen es de entre 26 y 50, se han analizado

alrededor de 800 imagenes 2D para cada tipo.

De la base de datos de Sycai se han utilizado todas las imagenes facilitadas

(Se han analizado alrededor de 1.500 imagenes 2D).

Formato de los datos

Se han utilizado las imagenes en dos formatos principales: DICOM y NIfTI.
Estos formatos permiten almacenar la imagen, junto con otros metadatos, como
identidad del paciente (en este caso anonimizados), resolucién o dimensiones de

esas imagenes, etc.

DICOM (Digital Imaging and Communication On Medicine) es el formato
estandar por excelencia de los datos de imagen médica, utilizado para su analisis y

su comunicacion (Mustra et al, 2008), www.dicomstandard.com. Las imagenes

DICOM se almacenan en directorios de imagenes de 2D (cortes o slices), que luego
se utilizan para reconstruir imagenes 3D del paciente. Las bases de datos analizadas

contenian imagenes en formato DICOM

Los archivos NIfTI ((Neuroimaging Informatics Technology Initiative) (Larobina
& Murino (2014) almacenan en un unico fichero todas los cortes de una serie DICOM,
lo que facilita su tratamiento. En este caso, los archivos originales se han convertido
a NIfTI para su procesamiento.

Numero de pacientes estudiado
Contamos con imagenes en dos modalidades de 20 pacientes, y con imagenes
en una modalidad de otros 50 pacientes.

Ambito y tiempo

Las imagenes de CHAOS son de entre 2007 y 2018
Las imagenes de Sycai han sido facilitadas por el hospital entre 2010 y 2020..
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Criterios de inclusién

Personas adultas. En el caso de Sycai son pacientes diagnosticados con
lesiones pancreaticas asi como pacientes sanos.

Criterios de exclusion

Menores de edad y embarazadas, porque el tamafio de algunas estructuras
difieren significativamente del tamafio en un individuo adulto, y algunas estructuras
estan desplazadas respecto a su posicion normal. Se han excluido ademas, imagenes
con artefactos debidos a cuerpos ajenos como grapas, catéter o restos de cirugias en
el higado o el pancreas.

También se han excluido imagenes con érganos muy dafiados o extirpados, o

con lesiones en los bordes.

Variables
Intensidad de las imagenes.

Histogramas de las imagenes.

Plan de trabajo

A continuacion se describe el plan de trabajo disefiado para este proyecto.

- Revision del marco tedrico en imagen médica y del estado del arte en técnicas
de normalizacién

- Delimitacion de la problematica y seleccion de los objetivos a alcanzar.

- Analisis de las bases de datos disponibles.

- Eleccién de las herramientas a utilizar para analizar las bases de datos de
imagenes y el entorno de desarrollo para programar la solucion.

- Elaboracion de un programa para aplicar los métodos de normalizacion
seleccionados en los apartados anteriores y ejecucion de una bateria de
pruebas para verificar su funcionamiento

- Analisis de resultados y elaboracién de conclusiones.

- Escritura de la memoria
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Procedimiento

Aplicacion de técnicas de normalizacion con programas Python elaborados al
efecto, utilizando las librerias intensity-normalization [Reinhold, 2019].
Se han desarrollado scripts en Python para leer, mostrar y guardar tanto las

imagenes originales como las normalizadas, y los histogramas de las mismas.
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Resultados y Discusion

En este capitulo se presentan los principales resultados obtenidos al ejecutar
los scripts desarrollados para aplicar las técnicas de normalizacion seleccionadas (Z-

Score y Nyul) a las bases de datos de MRI abdominal CHAOS y Sycai.

La normalizacion Z-Score se realiza mediante estas lineas concretas de

cbédigo. Como se puede observar, cada imagen se normaliza de forma individual.

from intensity normalization.normalize.zscore import ZScoreNormalize

for nomFich in listaFicherosNifti: #Bucle para normalizar todas las imgs
imagen = pathNifti + nomFich #Configura path completo del fichero
imgOriginal = nib.load(imagen) .get fdata/() #Lee imagen
zs_norm = ZScoreNormalize () #Selecciona ZScore como método
imgNormalizada = zs norm(imgOriginal) #Normaliza una img por iteracidn

La normalizacion por Nyul se realiza mediante estas lineas de cédigo.

from intensity normalization.normalize.nyul import NyulNormalize

nyul normalizer = NyulNormalize ()

#Se calcula el histograma de referencia

nyul normalizer.fit (images ref)

#Se normalizan las imAgenes

normalized = [nyul normalizer (image) for image in images]

#Se salva el histograma de referencia para normalizar mas imagenes
nyul normalizer.save standard histogram("standard histogram.npy")

La normalizacion de Nyul, a diferencia de la Z-Score, no es lineal, y depende
del histograma de referencia que se utilice. Ese histograma de referencia se calcula

a partir de un conjunto de imagenes, y varia en funcién de ese conjunto.

En nuestro caso, hemos utilizado, tanto para la base de datos de CHAOS como

para la de Sycai, todas las imagenes para obtener ese histograma.

Adicionalmente, para los datos de Sycai, hemos probado dos casos mas,
ambos utilizando una unica imagen para obtener el histograma de referencia. La

primera con un alto nivel de contraste, y la segunda con un bajo nivel de contraste.
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En las siguientes figuras se muestran dos ejemplos de imagenes y sus
histogramas, antes y después de la normalizacibn con Z-Score, y con tres

normalizaciones con Nyul, con los tres histogramas de referencia conseguidos.

Vemos como las imagenes normalizadas con Z-Score no varian mucho con
respecto a las originales, aunque si lo hace el rango de sus histogramas. En los
normalizadas con Nyul con el histograma de referencia de todas las imagenes
(Nyul(1)) y con el de la imagen con alto contraste (Nyul(2)), la imagen presenta un
contraste que permite distinguir los 6rganos, y en el primer caso, mejora ostensible la
visibilidad de los mismos. En la normalizacion con el histograma de referencia basado
en una imagen de bajo contraste (Nyul(3)), laimagen pierde calidad. En los tres casos,

los histogramas tienden a una distribucién mas uniforme.

Img. Original Z-Score Nyul(1) Nyul(2) Nyul(3)
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Imagen 3. MRI 1 de la BBDD de Sycai. Imagen (corte 9), histograma completo, y area mas significativa del

histograma, eliminando los pixeles con menor intensidad que corresponden en gran parte al fondo de la imagen.

29



Master Universitario en Bioinformdtica
Autor: Javier Alonso Garcia

Tutor: Javier Garcia Lopez

Curso: 2022/2023

El objetivo de la ilustracion, no es tanto mostrar el valor de cada linea individual del histograma, como el patrén de

su distribucion y de la separacién de los niveles de grises de cada imagen.

Img Z-Score Nyul (1) Nyul (2) Nyul (3)
Original
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Imagen 4. MRI 9 de la BBDD de Sycai. Imagen (corte 9), histograma completo, y Imagen (corte 9), y area mas
significativa del histograma, eliminando los pixeles con menor intensidad que corresponden en gran parte al fondo
de la imagen. El objetivo de la ilustracién, no es tanto mostrar el valor de cada linea individual del histograma,

como el patron de su distribucion y de la separacion de los niveles de grises de cada imagen.

Se muestran a continuacion otros cortes de las misma imagenes, en mayor

tamano, para facilitar su observacion
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Imagen 5. Corresponde con la MRI mostrada en la Imagen 3 de este TFM, pero en esta ocasion se muestra el

corte 15, la imagen original y las 3 normalizaciones de Nyul.
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Imagen 6. Corresponde con la MRI mostrada en la Imagen 4 de este TFM, pero en esta ocasion se muestra el

corte 15, la imagen original y las 3 normalizaciones de Nyul.

31



Master Universitario en Bioinformdtica
Autor: Javier Alonso Garcia

Tutor: Javier Garcia Lopez

Curso: 2022/2023

Se muestran a continuacion imagenes pertenecientes a la base de datos del
reto CHAOS, ponderadas en T1 (imagen 7) y en T2 (imagen 8). En este caso, solo se
ha realizado una normalizacién por Nyul, calculando el histograma de referencia a

partir del conjunto completo de imagenes.

Img Original Z-Score
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Imagen 7. BBDD CHAQOS, imagenes ponderadas T1. Se muestra corte 9, histograma de la imagen 3D

En laimagen 7 se ve un pequefio cambio en la imagen normalizada con Nyul,
y se puede observar el cambio también en la distribucion de histograma. En la imagen

8, los cambios son menores.
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Imagen 8. BBDD CHAQOS, imagenes ponderadas en T2. Se muestra corte 15, histograma de la imagen 3D

Por ultimo, junto con los resultados principales ilustrados en las imagenes e
histogramas de ejemplo, se muestran los puntos calculados para los tres histogramas
de referencia, en los tres casos que se ha utilizado normalizacién Nyul con imagenes
de la base de datos de Sycai..

Todas las imdgenes [1.00 1.88 2.80 3.92 6.13 10.67 18.99 31.43 45.21 59.62 100. ]

Una imagen alto contraste [ 1.00 1.94 2.50 3.02 3.95 18.28 37.36 49.38 60.40 72.28 100.]

Una imagen bajo contraste [ 1.00 1.77 2.34 3.49 7.52 10.98 14.24 17.88 23.06 36.88 100.]
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Esos puntos son, en cada caso, los Si de la grafica que muestra la

normalizacion de Nyul en la imagen 2 de este trabajo.

Sin entrar en mas detalle, se puede ver como en este caso los cuatro primeros

puntos de referencia son parecidos, hay una gran diferencia en los dos siguientes, y

luego hay claras diferencias entre los tres.

Parece légico que al principio los intervalos sean muy cortos, porque casi toda

la imagen es negra en todos los casos, el fondo ocupa una gran parte de la misma,

aunque es mas negra en el caso de la de bajo contraste
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Imagen 9. Tablas (puntos del histograma de referencia) utilizados para la normalizacion en cada uno de

los tres casos de aplicacidon de Nyul a imagenes de la base de datos de Sycai (Nyul(1), (2) y (3))
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Los resultados obtenidos muestran como las operaciones de normalizacién de
la intensidad obtienen unas imagenes modificadas. Las variaciones de la intensidad
tras la normalizacién son diferentes, tanto en la escala utilizada como en la variacion
de la intensidad de cada pixel. En general, Z-Score obtiene imagenes mas similares
a las originales, y con una distribucion del histograma mas homogénea, aunque no

consiguen una gran separacion en los niveles de gris en las imagenes.

Por contra, con el método de Nyul se consiguen separar mejor los niveles de
gris de la imagen. Esto, a priori es positivo para nuestro objetivo final, mejorar la
segmentacion, ya que los distintos érganos o tejidos deben reflejar distintos niveles
de gris, aunque sean muy similares. Separar esos niveles facilita la segmentacion.

Visualmente, se suele observar un mayor contraste, aunque no siempre es asi.

Si el histograma de referencia se ha calculado con imagenes de baja calidad o

poco representativas de la muestra, esa separacion no es tan efectiva.

La distribucion del histograma es mucho mas homogénea que la de la imagen

original, aunque no tanto como la que se consigue en Z-Score.

Esas imagenes normalizadas, homogeneizadas y con mayor separaciéon entre
las niveles de intensidad, tienen que permitir que el sistema de Machine Learning o
Deep Learning aprenda mas rapido y de forma coherente, al contar con un numero

mayor de imagenes validas con las que entrenarlo.

Un factor fundamental a la hora de que este método funcione adecuadamente
es la correcta eleccion del conjunto de imagenes con las que construimos el
histograma de referencia. Si las imagenes son representativas del conjunto a
normalizar, la operacién mejorara las imagenes normalizadas. En caso contrario, el
efecto puede ser negativo, como se ve en la ultima columna de las imagenes 3 y 4,
en las que en el histograma de la imagen normalizada se ven los niveles de gris

separados, pero en cada nivel hay un numero bajo de pixels, lo que explica que
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visualmente se haya perdido contraste, probablemente porque la distribucion de

referencia no era representativa del conjunto de imagenes.

En la comparacién de histogramas, los de las imagenes normalizadas han
aumentado la separacion de sus niveles de gris, se han homogeneizado. E incluso
las propias imagenes mantienen un contraste visible, incluso aunque en algun caso
sea menor que el de laimagen original. Y en otros casos la mejora es evidente, como

se puede observar en las imagenes 3 y 5 de este trabajo.

Esto nos lleva a pensar que, efectivamente, las operaciones de normalizacion
en especial la de Nyul, que se habia mostrado util para el preprocesamiento de

imagenes cerebrales, lo es también en el caso de imagenes de la zona abdominal.

La prueba definitiva seria someter a estas imagenes transformadas a procesos
de aprendizaje automatico para conseguir el objetivo final, la segmentacién

automatica del higado, u otros 6rganos.

Sin embargo, el coste computacional y en tiempo que suponen estos procesos
de aprendizaje automatico, y especialmente los de Deep Learning, que se han
mostrado como los mas efectivos (Hamm et at, 2017), (Jiménez & Grande, 2020),
excede el ambito de este TFM, por lo que las conclusiones que aqui sacamos son

orientativas, aunque muy prometedoras.
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Conclusiones y Lineas de Trabajo Futuras

En esta seccidn se describen las principales conclusiones obtenidas de la realizacién
de este trabajo, asi como las lineas de trabajo futuras.

Conclusiones

En este trabajo hemos probado dos métodos de normalizacion de intensidades
en imagenes MRI para mejorar los resultados de la segmentacion de 6rganos

abdominales basada en Deep Learning.

Las MRI son el mejor sistema para adquirir imagenes médicas de los tejidos
de esa zona del cuerpo. Sin embargo, se lleva aplicando relativamente poco tiempo

en comparacion con otros érganos, como por ejemplo el cerebro.

La normalizacién de intensidad, como paso en el preprocesamiento, permitiria
utilizar imagenes de diversas procedencias y adquiridas con distintos equipamientos

y protocolos en el entrenamiento del mismo sistema de segmentacion.

Teniendo en cuenta estudios anteriores, nos hemos centrado en dos métodos
con distintas caracteristicas y objetivos, que pueden ser aplicados en el tejido
abdominal. Z-Score es lineal y busca homogeneizar la distribucion de intensidades,
Nyul es no lineal y busca separar los niveles de gris de los objetos en las imagenes y

homogeneizar la distribucién de sus histogramas.

En las pruebas realizadas con los conjuntos de datos de CHAQOS y Sycai, se

ha demostrado que:
1) Z-Score, en efecto, mueve las imagenes a una escala comun por lo tanto

las imagenes normalizadas se deberian mover con la misma escala de niveles de

grises.
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2) Sin embargo esto, aunque produce una homogeneizacion de intensidades,
también puede dificultar la segmentaciéon en algunos casos porque dificulta la

separacioén de estructuras adyacentes.

3) Nyul obtiene mejores resultados que Z-Score y se observa mejor separacion

entre estructuras, al separar en el histograma los niveles de intensidad

4) Los resultados de Nyul dependen fuertemente de las imagenes escogidas

para crear el histograma de referencia.

Este ultimo punto es clave, sobre todo teniendo en cuenta que en la MRI
abdominal aparecen varios érganos, y puede darse el caso de que la normalizaciéon
de intensidades funcione mejor para algunos que para otros. Este comportamiento
podria variar en funcién de como se haya obtenido ese histograma de referencia.

Lineas de trabajo futuro

Durante la realizacién de este proyecto se han detectado algunas lineas de

trabajo que podrian desarrollarse en el futuro.

Las diferencias que hemos encontrado al probar Nyul con distintos histogramas
de referencia son significativas. Obtener una técnica para optimizar la busqueda del
mismo podria ahorrar tiempo y recursos. En la misma linea, puede haber sistemas
que tengan como objetivo la segmentacion de diferentes érganos (higado, pancreas,
bazo, etc.). Es posible que distintos histogramas de referencia ayuden a mejorar la
segmentacion de uno de ellos en concreto y no del resto.

Una linea de trabajo de mucho interés es poder evaluar con técnicas mas
cientificas la bondad de una operacion de normalizacion, con el objetivo final de que
esto mejore la segmentacion. La segmentacion si tiene métricas que permiten evaluar
su bondad, como el indice DICE y otros (Budak et al, 2020), pero no existen para las

operaciones de normalizacion.
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En este trabajo se ha estimado que, a la vista de la homogeneizacion y de la
separacion de niveles de gris conseguidas, las normalizaciones tienen que ser
beneficiosas para esa segmentacion, pero la unica prueba seria entrenar al sistema
de Deep learning con imagenes originales y normalizar, y comparar los resultados. Y

ésta es una tarea muy costosa en tiempo y recursos (Abdou, 2022).

Una tercera linea de trabajo es buscar soluciones al problema de que las
imagenes de partida sean demasiado heterogéneas. En nuestro caso, hemos tenido
que pre-procesarlas por separado, ya que ni siquiera tenian las mismas dimensiones.
Dado que todavia no hay muchas bases de datos publicas con MRIs abdominales, si
pudiéramos utilizar las que hay para entrenar los mismos sistemas de segmentacion,
estariamos, una vez mas, acelerando en el terreno de la automatizacion esa

segmentacion.

Hay otras posibles lineas de trabajo sobre las que solo se han aportado

algunos indicios, a la vista de cdmo esta el Estado del Arte.

Una de ellas podria orientarse a incluir otros pasos en el preprocesado,
especificos para las MRI abdominales, como ya existen para la MRI cerebral, como

las mascaras para eliminar el craneo de esas imagenes.

Otra, aunque se incluiria mas en la fase segmentacion que en la de
normalizacion, seria centrarse en las particularidades del higado y en especial en su

division funcional en partes, para tratar cada una de ellas casi como un “subdérgano”.

En conclusién, se ha mostrado que la normalizacién de intensidades para
mejorar la segmentacion en MRI abdominal es una operacion util. Anticipar y extender
el uso de estos sistemas facilitara la investigacion y redundara en una deteccién
precoz de patologias y en un mayor indice de curacion y supervivencia de los

pacientes.
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Anexo |: Plan de trabajo

Duracién en semanas

Revision del marco tedrico en imagen médica y del estado del arte en técnicas de
normalizacion

Delimitacion de la problematica y seleccién de los objetivos a alcanzar.

Revisién del marco tedrico en imagen médica y del estado del arte en técnicas de.
normalizacion

Analisis de las bases de datos disponibles.

Eleccion de las herramientas a utilizar para analizar las bases de datos de
imagenes y el entorno de desarrollo para programar la solucién.

Elaboracion de un programa para aplicar los métodos de normalizacion
seleccionados en los apartados anteriores y ejecucién de una bateria de pruebas
para verificar su funcionamiento

Andlisis de resultados y elaboracién de conclusiones.

Escritura de la memoria

12

14
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Anexo II: Programa en Python

Se muestran los modulos Python elaborados para la aplicacién de los
algoritmos de normalizacion.

Podrian funcionar directamente si las imagenes estan bien configuradas en los
paths correctos.

Los mismos médulos se han utilizado para distintas imagenes, cambiando esos

paths, la ubicacion en la que figuran las imagenes.

pip install opencv-python
pip install pydicom

import os
import pydicom

import numpy

from matplotlib import pyplot

rt nibal
import builtins
import
import pathlib

import typing

from intensity normalization.cli.histogram import histogram main
as hist main
intensity normalization.cli.nyul import nyul main

intensity normalization.cli.zscore 1import zscore main as

import intensity normalization.errors as intnorme
import intensity normalization.normalize.base as intnormb

import intensity normalization.typing as intnormt

numpy as np
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import par

import skin

from skimage.morphology ' rt ball, disk, dilation,
binary erosion, remove small objects, erosion, closing, reconstruction,
binary closing

from skimage.measure import label, regionprops, perimeter

from skimage.morphology import binary dilation, binary opening

from skimage.filters import roberts, sobel
from skimage import measure, feature
from skimage.segmentation import clear border
skimage import data

py import ndimage as ndi
import matplotlib.pyplot as plt
from mpl toolkits.mplot3d.art3d import Po ollection
import scipy.misc
from glob import glob
from skimage.io import imread

BASE IMG PATH=os.path.join('..', 'input')

pathNifti = "<directorio con fiche 5 a pro
listaFicherosNifti = []
for listaFicheros in os.walk(pathNifti) :
for nombreFichero in listaFicheros:
print (nombreFichero)

listaFicherosNifti.append (nombreFichero)

print ("La lista construida

print (listaFicherosNifti)

from intensity normalization.typing import Modality, TissueType
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from intensity normalization.normalize.zscore

ZzScoreNormalize

k = listaFicherosNifti[2]

print (k)

pathsImgs = []

for j in k:

h = pathNifti + j

pathsImgs.append (h)

print (len (pathsImgs))
print (pathsImgs)

images = [nib.load(image path) .get fdata() for image path in

pathsImgs]

print (len (images) )

print (images)

numlters = len (k)

for cont in range (numIters) :

array = images[cont]

print (array.shape)

axes = []

fig=plt.figure ()

axes.append (fig.add subplot(1,2,1))

plt.imshow (arrayl[:, :,9], cmap='gray')
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plt.show ()

print ("\n")

pathsImgs = ['C:/Users/jag059/Documents/TFMBio/MR-TFM-UEM-
Ene23/TodosNiftiSycai/CSDM 1002 20210604095641 8.nii']

print (len (pathsImgs) )
print (pathsImgs)

images solouno = [nib.load(image path) .get fdata() for image path

in pathsImgs]

print (len (images solouno) )

print (images solouno)

pathImgsZScoreNorm
"C:/Users/jag059/Documents/TFMBio/MR CHAOS/MR/NormZScoreT2/"
pathImgsNyulNorm
"C:/Users/jag059/Documents/TFMBio/MR CHAOS/MR/NormNyulT2/"

for nomFich in listaFicherosNifti[2]:
imagen = pathNifti + nomFich

imgOriginal = nib.load(imagen) .get fdata ()

imagenConCampos = nib.load (imagen)

zs _norm = ZScoreNormalize ()

imgNormalizada = zs norm(imgOriginal)

fichNormalizado = pathImgsZScoreNorm
("NormZScore .nii'")

print (fichNormalizado)




Master Universitario en Bioinformdtica
Autor: Javier Alonso Garcia

Tutor: Javier Garcia Lopez

Curso: 2022/2023

nib.NiftilImage (imgNormalizada, imagenConCampos.affine).to filename (fich

Normalizado)

from intensity normalization.normalize.nyul import NyulNormalize
nyul normalizer = NyulNormalize ()
nyul normalizer.fit (images solouno)

normalized = [nyul normalizer (image) for image in images]

nyul normalizer.save standard histogram("C:/Users/jag059/Document

s/TFMBio/standard histogram solounoceluno.npy")

cont = 0

for nomFich in k:

imgNormalizada = normalized[cont]

imagen = pathNifti + nomFich

imagenConCampos = nib.load (imagen)

fichNormalizado = pathImgsNyulNorm nomFich

("NormNyul .nii")

nib.NiftilImage (imgNormalizada, imagenConCampos.affine).to filename (fich
Normalizado)

cont = cont + 1
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for nomFich in k:

nomImOrig pathNifti + nomFich

nomImNorm pathImgsZScoreNorm + nomFich + ("NormZScore .nii")

imOrig nib.load (nomImOrig) .get fdata ()

imNorm nib.load (nomImNorm) .get fdata ()

array = imOrig

array2 = imNorm

print (array.shape)

print (array2.shape)
print (str (cont))

axes = []

fig=plt.figure ()
axes.append (fig.add subplot(1l,2,1))

plt.imshow (arrayl[:, :,15], cmap='gray')

axes.append (fig.add subplot(1l,2,2))
plt.imshow (array2[:,:,15], cmap='gray')

plt.show ()

cont = cont +1

print ("\n")
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for nomFich in k:

if cont [0]:

nomImOrig pathNifti + nomFich
nomImNorm = pathImgsZScoreNorm + nomFich + ("NormZScore .nii")

print (imagen)

nomImN8 pathImgsNyulNormSolo8 + nomFich + ("NormNyul .nii")

nomImN1 pathImgsNyulNormSolol + nomFich + ("NormNyul .nii")
imOrig nib.load (nomImOrig) .get fdata ()

imNorm nib.load (nomImNorm) .get fdata ()
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array = 1imOrig

array2 = imNorm

print (array.shape)
print (array?2.shape)

print (str (cont))

axes = []

fig=plt.figure ()

axes.append (fig.add subplot(1l,2,1))

pyplot.hist (arrayl[:,:,9])
axes.append (fig.add subplot(1l,2,2))

pyplot.hist (array2[:, :,91])
plt.show ()

print ("\n")

cont = cont + 1

for nomFich in k:
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if cont [8]:

nomImOrig pathNifti + nomFich

nomImNorm = pathImgsNyulNorm + nomFich + ("NormNyul .nii")

nomImN8 = pathImgsNyulNormSolo8 + nomFich + ("NormNyul .nii'")
nomImNl = pathImgsNyulNormSolol + nomFich + ("NormNyul .nii")

imOrig nib.load (nomImOrig) .get fdata ()

imNorm nib.load (nomImNorm) .get fdata ()

histOr, bins np.histogram (imOrig.ravel (), bins
range=(0,1))

histNorm, bins = np.histogram(imNorm.ravel(), bins
range=(0,1))

print (str(cont) + " Img.Orig. Media: " + str(histOr.mean())
Desv. Tipica: " + str(histOr.std()) + " Max: " + str(histOr.max()) +
Min: " + str(histOr.min()))

print (str (cont) + " Img.Norm. Media: " + str (histNorm.mean())
" Desv. Tipica: " + str(histNorm.std()) + " Max: " + str(histOr.max())
" Min: " 4+ str(histOr.min()))

print (histOr)

print (histNorm)

print ("\n")

print ("\n")
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Anexo lll: Ejemplo de fichero en formato DICOM

Se puede ver toda la estructura de informacién que contiene una de las slices
o cortes (imagenes 2D) de una MRI. En este caso algunos campos estan vacios,
como la fecha de adquisicién de la MRI o la identidad del paciente, y otros tiene
informacion, como las dimensiones de la imagen, en este caso 256 x 256. El ultimo
campo, Pixel Data, es el que contiene la imagen en si, almacenada en una matriz con

los niveles de intensidad de cada pixel.

Dataset.file_meta

(0002, 0000) File Meta Information Group Length UL: 210

(0002, 0001) File Meta Information Version OB: b'\x00\x01'

(0002, 0002) Media Storage SOP Class UID Ul: MR Image Storage

(0002, 0003) Media  Storage @~ SOP  Instance  UID ul:
1.3.6.1.4.1.9590.100.1.2.195552423912360684418426835633058428338

(0002, 0010) Transfer Syntax UID Ul: Explicit VR Little Endian

(0002, 0012) Implementation Class UID Ul: 1.3.6.1.4.1.9590.100.1.3.100.9.4

(0002, 0013) Implementation Version Name SH: 'MATLAB IPT 9.4'

(0008, 0005) Specific Character Set CS:'ISO_IR 100’

(0008, 0008) Image Type CS: [ORIGINAL', 'PRIMARY', 'M_FFE', 'M', 'FFE"]

(0008, 0012) Instance Creation Date DA: "

(0008, 0013) Instance Creation Time T™: "

(0008, 0014) Instance Creator UID Ul: 1.3.46.670589.11.20182.5

(0008, 0016) SOP Class UID Ul: MR Image Storage

(0008, 0018) SOP |Instance UID ul:
1.3.6.1.4.1.9590.100.1.2.195552423912360684418426835633058428338

(0008, 0020) Study Date DA: "

(0008, 0021) Series Date DA: "

(0008, 0022) Acquisition Date DA: "

(0008, 0023) Content Date DA: "

(0008, 0030) Study Time TM: '231546'

(0008, 0031) Series Time TM: '234508.96'
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(0008, 0032) Acquisition Time
(0008, 0033) Content Time
(0008, 0050) Accession Number
(0008, 0060) Modality

(0008, 0070) Manufacturer
(0008, 0080) Institution Name
(0008, 0081) Institution Address
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TM: '234508.96'
TM: '234508.96'
SH.. n

CS: ‘MR’

LO.. "
LO.. "
ST: "

(0008, 0090) Referring Physician's Name PN: ""MAMSAATLI'

(0008, 1010) Station Name
(0008, 1030) Study Description
(0008, 103e) Series Description

SH: "
LO.. "
LO'. n

(0008, 1040) Institutional Department Name LO:"

(0008, 1070) Operators' Name

PN:"

(0008, 1080) Admitting Diagnoses Description  LO: "
(0008, 1090) Manufacturer's Model Name LO:"

(0010, 0010) Patient's Name
(0010, 0020) Patient ID

(0010, 0030) Patient's Birth Date
(0010, 0040) Patient's Sex

(0010, 1000) Other Patient IDs
(0010, 1010) Patient's Age

(0010, 1030) Patient's Weight
(0018, 0015) Body Part Examined
(0018, 0020) Scanning Sequence
(0018, 0021) Sequence Variant
(0018, 0022) Scan Options

(0018, 0023) MR Acquisition Type
(0018, 0024) Sequence Name
(0018, 0050) Slice Thickness
(0018, 0080) Repetition Time
(0018, 0081) Echo Time

(0018, 0083) Number of Averages
(0018, 0084) Imaging Frequency
(0018, 0085) Imaged Nucleus
(0018, 0086) Echo Number(s)

(0018, 0087) Magnetic Field Strength
(0018, 0088) Spacing Between Slices

PN: 'CHAOS*"MR_SET_33'
LO:"
DA:"
cs:"
LO:"
AS:"
DS: None
cSs:"
CS:'GR’
CS:'SS’
CS: 'SP’
cs:"
SH:"
DS: '8.0'
DS: '124.072303771972'
DS: '4.603'
DS: 1.0’
DS: '63.897603'
SH: '"1H'
I1S: 2’
DS:'1.5'
DS: 9.0

(0018, 0089) Number of Phase Encoding Steps  IS: '134'
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(0018, 0091) Echo Train Length IS:'2'

(0018, 0093) Percent Sampling DS: '70.0'

(0018, 0094) Percent Phase Field of View DS: '70.8333287614115'

(0018, 0095) Pixel Bandwidth DS: '523.0'

(0018, 1000) Device Serial Number LO: '00000'

(0018, 1020) Software Versions LO: [1.8.1', '1.8.1.5', 'Gyroscan PMS/DICOM 4.0
MR datadefs $Revision: 6.30 $']

(0018, 1030) Protocol Name LO: 'T1IDUAL_InPhase'’

(0018, 1081) Low R-R Value IS:'0’

(0018, 1082) High R-R Value IS:'0’

(0018, 1083) Intervals Acquired IS:'0'

(0018, 1084) Intervals Rejected IS: 0’

(0018, 1088) Heart Rate IS:'0'

(0018, 1100) Reconstruction Diameter DS: '445.0'

(0018, 1250) Receive Coil Name SH: 'Q-Body’

(0018, 1251) Transmit Coil Name SH: 'B'

(0018, 1310) Acquisition Matrix US: [192, 0, 0, 134]

(0018, 1312) In-plane Phase Encoding Direction CS:'COL'

(0018, 1314) Flip Angle DS: '80.0'

(0018, 5100) Patient Position CS: 'HFS'

(0020, 000d) Study Instance UID Ul: 1.2.752.24.7.2066097694.323785

(0020, 000e) Series Instance UID Ul:
1.3.46.670589.11.20182.5.0.8140.2017021723450900697

(0020, 0010) Study ID SH: '33'

(0020, 0011) Series Number IS: 1301’

(0020, 0012) Acquisition Number IS: 13’

(0020, 0013) Instance Number IS:'2'

(0020, 0032) Image Position (Patient) DS: [-223.94781025432, -231.82117069239,
126.5851932966]

(0020, 0037) Image Orientation (Patient) DS: [0.9999985098839, 0.0008235020796,
0.0015211423161, -0.0008405653643, 0.9999363422394, 0.0112510314211]

(0020, 0052) Frame of Reference UID UlI:

1.3.46.670589.11.20182.5.0.4760.2017021723145857328
(0020, 0100) Temporal Position Identifier IS:'1"
(0020, 0105) Number of Temporal Positions IS:'1'
(0020, 1040) Position Reference Indicator LO:"
(0020, 1041) Slice Location DS: '0.0'
(0028, 0002) Samples per Pixel US: 1
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(0028, 0004) Photometric Interpretation CS: ' MONOCHROME?2'

(0028, 0010) Rows US: 256

(0028, 0011) Columns US: 256

(0028, 0030) Pixel Spacing DS: [1.73828125, 1.73828125]
(0028, 0034) Pixel Aspect Ratio IS: [1, 1]
(0028, 0100) Bits Allocated US: 16

(0028, 0101) Bits Stored US: 16

(0028, 0102) High Bit Us: 15

(0028, 0103) Pixel Representation UsS: 0
(0028, 0106) Smallest Image Pixel Value Us: 0
(0028, 0107) Largest Image Pixel Value US: 494
(0028, 1050) Window Center DS: '237.94'
(0028, 1051) Window Width DS: '413.57'
(0028, 2110) Lossy Image Compression CS:'00'

(0040, 0244) Performed Procedure Step Start Date DA: "

(0040, 0245) Performed Procedure Step Start Time TM: "

(0040, 0253) Performed Procedure Step ID SH: "

(0040, 0254) Performed Procedure Step Descriptio LO: "

(7fe0, 0010) Pixel Data OW: Array of 131072 elements
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