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Abstarct

Este trabajo se centra en el estudio de algoritmos de computacién cudntica, con una
introduccién general al marco tedrico de la computacién cudntica, su naturaleza, estado actual y
potencial en la resolucién de problemas complejos. En particular, se aborda el uso de algoritmos
cudnticos en tareas de optimizacion, un drea de gran relevancia.

Se analizardn problemas de optimizacién de funciones, enfocandonos en la optimizacién
de diferentes tipos de potenciales. Para ello, se implementara el algoritmo QAOA (Quantum
Approximate Optimization Algorithm), uno de los algoritmos cudnticos mds representativos en
este ambito. Con el objetivo de contextualizar su rendimiento, se compararan sus resultados con
los obtenidos mediante algoritmos cldsicos de optimizacién como el método del descenso del
gradiente y el método de Newton.

El estudio incluird tanto una comparacién cuantitativa en términos de precision, tiem-
po de ejecucion y calidad de la solucién, como un andlisis cualitativo de las diferencias entre
enfoques clasicos y cudnticos. Asimismo, se examinard la influencia de los hiperpardmetros de
cada algoritmo sobre su rendimiento, con el proposito de identificar patrones o relaciones que

permitan optimizar su configuracion para distintos tipos de problemas.

Palabras clave: QAOA, computacion cudntica, algoritmos de optimizacion

This work focuses on the study of quantum computing algorithms, beginning with a
general introduction to the theoretical foundations of quantum computing, its nature, current
state, and potential for solving complex problems. Specifically, we address the use of quantum
algorithms in function optimization, a key area.

We analyze optimization problems involving various types of potential functions. To tac-
kle these problems, we implement the Quantum Approximate Optimization Algorithm (QAOA),
one of the most widely used quantum optimization algorithms. To contextualize its performan-
ce, we compare it with classical optimization algorithms such as the Gradient Descend, New-
ton’s Method.

The study includes a quantitative comparison in terms of accuracy, execution time, and
solution quality, as well as a qualitative analysis of the differences between classical and quan-
tum approaches. Additionally, we examine the influence of algorithm hyperparameters on per-
formance, aiming to identify patterns or relationships that help optimize algorithm configura-

tions for different types of problems.

Key words: QAOA, quantum computing, optimization algorithms
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1 INTRODUCCION 6

1. Introduccion

En 1965, Gordon E. Moore, cofundador de Intel, formul6 una observacién empirica
segun la cual el nimero de transistores en un microprocesador se duplicaria aproximadamente
cada dos afios. Este principio, conocido como la Ley de Moore, ha guiado la evolucién de la
informatica durante décadas, impulsando avances exponenciales en la capacidad de coémputo.
Sin embargo, en la dltima década, el ritmo de crecimiento de la potencia de los procesadores
ha comenzado a ralentizarse, lo que ha llevado a cuestionarse la vigencia de esta ley en la
actualidad. Este estancamiento ha generado un creciente interés en la computacion cudntica, una
disciplina emergente que podria representar una alternativa para mantener el ritmo de progreso
en el &mbito computacional.

Dentro del campo de la computacion cuéntica, uno de los enfoques mas prometedores
es la optimizacion mediante algoritmos cudnticos. Desde su concepcidn, esta tecnologia ha
despertado un gran interés debido a su potencial para abordar problemas que son intratables
para los ordenadores clasicos, aprovechando fendémenos propios de la mecdnica cudntica, como
la superposicion y el entrelazamiento cudntico.

El concepto de computacidn cudntica fue introducido por primera vez en 1982 por el
fisico Richard Feynman en su trabajo Simulating Physics with Computers (Feynman, 1982). En
este articulo, Feynman argumentaba que para simular eficientemente sistemas cudnticos, seria
necesario utilizar ordenadores cudnticos, ya que los ordenadores cldsicos no pueden manejar de
manera eficiente la complejidad inherente a estos sistemas.

La principal ventaja de la computacién cudntica radica en el uso de qubits en lugar de
los bits tradicionales. En los ordenadores clasicos, la unidad minima de informacién es el bit,
que puede representar un valor de 0 o 1. En cambio, los qubits pueden existir en una super-
posicién de ambos estados, lo que significa que pueden representar simultineamente multiples
combinaciones de 0 y 1 en diferentes proporciones. Esta capacidad permite el desarrollo de
algoritmos significativamente mads eficientes para ciertos problemas especificos. Ademads, los
qubits pueden formar estados de entrelazamiento, lo que permite correlaciones cudnticas que
no tienen equivalentes en la computacion cldsica. Estas propiedades se pueden visualizar en la
esfera de Bloch, una representacion matematica que ilustra el estado de un qubit en términos de
coordenadas tridimensionales.

Este trabajo se centrard en el estudio de los algoritmos de optimizacion cudntica, ana-
lizando sus principios fundamentales y su aplicabilidad en diferentes dominios. A lo largo del
documento, se explorardn las ventajas y desafios de esta tecnologia emergente, asi como su

impacto potencial en la computaciéon moderna.
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2. Objetivos

El objetivo de este trabajo es ilustrar el estado y potencial de la computacién cudntica, asi
como dar a conocer sus posibles aplicaciones. A lo largo del trabajo se presentan los conceptos
fundamentales de la computacién cudntica, junto con una descripcién de los problemas que
serdn abordados mediante algoritmos tanto cldsicos como cuénticos.

Una vez introducidos los fundamentos tedricos necesarios, se procederd a comparar
distintos algoritmos de optimizacién. Por el lado clésico, se estudiardn métodos ampliamente
utilizados como el método de Newton y el descenso del gradiente (gradient descend), emplea-
dos cominmente para la busqueda de minimos de funciones. En cuanto al enfoque cuéntico, se
implementaré el algoritmo QAOA (Quantum Approximate Optimization Algorithm), uno de los
algoritmos mas representativos en este contexto. Los algoritmos serdn enfrentados a diferentes
potenciales y sobre estos contextos se comparardn en tiempo de computo, precision de los re-
sultados, consistencia en sus medidas asi como sus relaciones entre los diferentes pardmetros
de cada uno y los resultados.

Durante el desarrollo del trabajo se detallara el funcionamiento de cada algoritmo, tanto
desde el punto de vista tedrico como computacional. Este enfoque tiene como finalidad facilitar
la comprensién profunda de las herramientas utilizadas, asi como permitir futuras modificacio-
nes o ampliaciones del trabajo.

Durante el trabajo, se detallardn los pasos de cada algoritmo, tanto teéricamente como
computacionalmente. Esto, con el fin de poder tener un mayor control y conocimiento de los al-
goritmos que son utilizados. Ademads, de hacer mas sencillo su lectura y posibles modificaciones
en el futuro.

Los algoritmos serdn evaluados mediante su aplicacién a potenciales representativos del
campo de la fisica y la quimica, con el objetivo de enfrentar cada técnica a problemas lo més
cercanos posible a casos reales. Esto permitird valorar de forma mads precisa la aplicabilidad de

los enfoques cudnticos frente a los cldsicos en estos contextos.

3. Marco teorico

3.1. Fundamentos de mecanica cuantica

A lo largo de la historia, la fisica ha logrado describir con gran precisién una enorme
variedad de fendmenos naturales, desde el movimiento de los cuerpos celestes hasta la dindmica
de fluidos o el comportamiento de sistemas electromagnéticos. Sin embargo, al adentrarse en
las escalas mds pequefias del universo —correspondientes a dtomos, electrones o fotones—,
emerge una realidad profundamente distinta, la del mundo cudntico. En contraste con otras

ramas de la fisica clésica, en las que es posible determinar de manera simultdnea y con certeza
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la posicion y la velocidad de una particula, en mecanica cudntica dicha certeza se ve limitada
por principios fundamentales, tales como el principio de incertidumbre y conceptos como la
superposicion, el entrelazamiento o la cuantizacion.

Esta rama de la fisica, desarrollada a comienzos del siglo XX como respuesta a fe-
némenos que no podian ser explicados por la teoria cldsica (como el efecto fotoeléctrico, la
estabilidad de los dtomos o el espectro del cuerpo negro), se distingue por una aproximacion
probabilistica y ondulatoria a la descripcion de la realidad. Es en ese momento en el que surgen
diversas interpretaciones sobre la naturaleza de la mecanica cudntica. De entre todas ellas se va
a considerar la interpretacion de Copenhage, por ser la més extendida y la mds desarrollada. En
este contexto, las particulas no son tratadas simplemente como cuerpos con trayectorias defini-
das, sino como entidades cuya naturaleza estd descrita por una funcién de onda, ), que contiene
toda la informacién accesible sobre el sistema fisico y cuya interpretacion estd vinculada a la
probabilidad de encontrar una particula en cierto lugar o con ciertas propiedades.

No obstante, la mecdnica cudntica comparte una serie de postulados o principios fun-
damentales que, si bien pueden variar en nimero y formulacion segiin la fuente consultada,
coinciden en esencia con lo expuesto por Dirac (Dirac, 1928) en The Fundamental Equations of
Quantum Mechanics. Estos pueden escribirse como (Carcassi et al., 2021), (Griffiths y Schroe-
ter, 2018), (“Principios o postulados de la mecédnica cudntica”, s.f.):

Postulado I

El estado fisico de un sistema cudntico estd completamente descrito por un vector (ket)
|1)) perteneciente a un espacio de Hilbert. Este vector contiene toda la informacion accesible
sobre el sistema. Donde () es una funcién de onda.

Postulado 1I

A cada magnitud fisica observable se le asocia un operador lineal Hermitico A que actia
sobre los elementos del espacio de Hilbert. Cuando se realiza una medicién de un observable
A, el tnico resultado posible es uno de sus autovalores a, y el sistema colapsa al autoestado
correspondiente |a).

Postulado III

Si el sistema se encuentra en un estado definido por una funcion de onda,

1Y), que no
es autofuncién de un operador, A, asociado a un observable, a, una medida del observable a

dard como resultado un autovalor de A, pero no se puede predecir cudl de todos los posibles
serd. En este postulado se deja ver la naturaleza no determinista de la cudntica, como se verd
mads adelante, el modelo de Born describe la probabilidad de obtener cada uno de los estados
cudnticos.

Postulado IV

En ausencia de medicidn, la evolucion temporal del estado cudntico estd gobernada por
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la ecuacién de Schrodinger dependiente del tiempo:

L d 2

ih2 [0(8) = H [9(0) (1)
Donde H es el operador Hamiltoniano del sistema.

Es por estos motivos que la mecdnica cudntica es una rama tan peculiar y que aborda
problemas de una manera particular. Por ejemplo, supongamos una particula de masa m que
se puede desplazar en el eje x, si queremos determinar su posicién y velocidad no tendriamos

problema en conocer ciertas magnitudes como su velocidad v = Z—f,
cinética F/ = %va o alguna otra variable del movimiento. Y para conocer su posicion hariamos

uso de la ecuacién de Newton. Si nos encontramos en mecdnica cudntica y quisiéramos resolver

momento p = muv, energia

esta misma situacién, no buscariamos las mismas magnitudes que antes, sino que buscariamos
la funcion de onda de la particula, que viene regida por la que es probablemente la expresion
mds importante en la mecdnica cudntica, la ecuaciéon de Schrodinger (Griffiths y Schroeter,
2018).

U h? 92U
,ha B o

A través de este tipo de situaciones, nos encontramos con otro principio fundamental
de la mecdnica cudntica. El principio de incertidumbre de Heisenberg. Este principio estable-
ce que no es posible conocer simultdneamente con precision la posicién y el momento lineal
de una particula. Es decir, cuanto mayor sea la precision en la medicion de una de estas mag-
nitudes, mayor serd la incertidumbre asociada a la otra. Esta relacién estd cuantificada por la

desigualdad:

AxAp >

DO | St

3)

Donde AxyAp es la incertidumbre en la medida de la posicion y del momento respectivamente.

Se puede construir un estado tal que las mediciones de posicion estén muy proximas
entre si (creando un “pico” localizado), pero a costa de aumentar la dispersion de las medicio-
nes de momento en ese estado. O, por otro lado, se puede construir un estado con un momento
definido (creando una onda sinusoidal larga), pero en ese caso las mediciones de posicion esta-
ran ampliamente dispersas. Naturalmente, al tratarse de una desigualdad, se puede construir el
estado en el cual ni la posicion ni el momento pueda definirse con precision.

Esta limitacion no es consecuencia de errores instrumentales, sino una manifestacion di-
recta de la naturaleza ondulatoria del sistema cuantico, la cual se describe a través de la funcidon

de onda. Ahora bien, ;Qué es exactamente esta funcién de onda y qué informacién te da una
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vez obtenida? Habitualmente, una particula se encuentra localizada en un punto, sin embargo,
una funcién de onda se encuentra distribuida en el espacio. Es a través de la interpretacion esta-
distica de Born que obtenemos la informacion de la funcién de onda. Esta interpretacion define
|W(z,t)|* como la probabilidad de encontrar la particula en la posicién  en un momento . O,
de manera més precisa:
9 Probabilidad de encontrar la particula entre x y
|U(z,t)|" de = : “)
x + dx en un tiempo ¢

Esta interpretacion de la funcion de onda de la particula saca a la luz una de las mayo-
res caracteristicas de la mecdnica cudntica. Es un modelo probabilistico. La funcién de onda
nos informa de las posibilidades de encontrar una particula, pero no da certeza sobre cdmo se
comporta. Esta naturaleza del comportamiento cudntico da lugar a una indeterminacién en la
mecdnica cudntica. Incluso ain conociendo toda la informacién sobre la particula (su funcién
de onda), no podemos predecir con total seguridad el resultado que se obtendria al medir una
particula.

Esta imposibilidad de predecir con certeza el resultado de una medicion concreta intro-
duce uno de los fendmenos mds caracteristicos y contraintuitivos de la mecdnica cudntica: la
superposicion de estados. A diferencia de los sistemas clasicos, donde un objeto se encuentra
en un unico estado definido en cada instante, en mecanica cudntica un sistema puede existir
simultineamente en una combinacién lineal de varios estados posibles. Matematicamente, si
un sistema puede estar en los estados W, y W,, entonces también puede encontrarse en el es-
tado ¥ = aV; + B¥,, donde o y 3 son coeficientes complejos que satisfacen la condicién de

normalizacién |a|* + |f]? = 1.

(W) = o [0) + i [1) (5)

Ejemplo de un estado en superposicién

Esta propiedad implica que, antes de una medicion, la particula no posee un valor defini-
do de la magnitud observada, sino que se encuentra en un estado superpuesto en el que coexisten
multiples posibilidades. Es precisamente el acto de medir el que “colapsa” la funcién de onda a
uno de los posibles estados, seleccionando una de las opciones contenidas en la superposicion.

Otro fendmeno caracteristico de la naturaleza cudntica es el entrelazamiento. Se dice que
dos particulas estdn entrelazadas (o que un estado esta entrelazado) cuando el estado cudntico
del sistema total no puede expresarse como el producto de los estados individuales de cada
particula. Es decir, la funcién de onda conjunta no se puede factorizar como una combinacién
separada de funciones para cada una de ellas. No es hasta que no se realiza una medicién que el
estado no se determina (colapsa) y ambas particulas determinan su estado.

Este fendmeno trae consigo grandes consecuencias. En un estado entrelazado, una me-
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dicién sobre una de las particulas entrelazadas afecta instantdneamente el estado de la otra, sin
importar la distancia que las separe. Este comportamiento va en contra del principio de locali-
dad, lo que llevo a Einstein, Podolsky y Rosen a escribir un paper en 1935 (Einstein et al., 1935)
en el que discutian este aspecto de la mecénica cuédntica. Durante este documento se formuld un
experimento mental que hoy se conoce como la paradoja EPR, aunque mds que una paradoja

fue una critica a la completitud de la mecénica cudntica.

1 Energy

4
M

Singlet Doublet Triplet

No unpaired electron 1 unpaired electron 2 unpaired electron

Figura 1: Diagrama de los estados singlete, doblete y triplete

No obstante, experimentos posteriores confirmaron empiricamente el entrelazamiento
cuantico. Un ejemplo tipico de estado entrelazado es el llamado estado singlete (singlet state),

un estado el cual la suma total de su spin es 0. Se escribe como:

S0 = 14) ©

La superposicion y el entrelazamiento no solo representan los principios fundamentales
que distinguen a la mecdnica cudntica de la fisica clasica, sino que también constituyen la
base tedrica sobre la cual se sustentan los avances actuales en computacién cudntica y otras

tecnologias emergentes en este campo.

3.2. Fundamentos de la computacion cuantica

Uno de los problemas fundamentales de la fisica cudntica, y por extension, de la compu-
tacion cudntica, es el problema de la medida. En los sistemas cldsicos, medir no implica alterar
el estado del sistema, en cambio, en cudntica, el acto de medir colapsa el estado cudntico, elimi-
nando sus propiedades de superposicion y entrelazamiento. Esto representa un obstaculo signi-
ficativo para la computacién cudntica ya que muchas de sus ventajas se sustentan precisamente

en estos fendmenos no clasicos.
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En un computador cuéntico, la informacion se codifica en qubits, que pueden encontrar-
se en una superposicion de los estados base |0) y |1). Como se ha visto antes, la expresion para
una particula cuéntica viene definido por ¥, y puede entenderse como la suma de dos estados

con coeficientes o y 3, por lo que se puede escribir un estado general del tipo:

[¥) = «|0) + B[1) )

Sin embargo, al realizar una medicidn, este estado se proyecta de manera aleatoria a uno
de los estados base (es decir colapsa), [0) y |1), con probabilidades |«|? y | 3|2, respectivamente.
Como consecuencia, toda la informacion contenida en el entrelazamiento se pierde. Es por eso
que los algoritmos cudnticos deben de construirse teniendo en cuenta este fendmeno. Cono-
ciendo esta limitacion, los algoritmos cudnticos se disefian de tal manera que la informacién
deseada se obtenga a partir del resultado de las medidas y no del entrelazamiento. No obstante,
esto presenta una gran desafio. Transformar los estados del sistema a través de puertas cudnti-
cas en unos tales que, al realizar la medida, obtengamos con mayor probabilidad el estado que
representa la solucién correcta es una tarea muy compleja.

Existen varios algoritmos cudnticos que ilustran como este problema puede ser sortea-
do eficientemente. Un ejemplo destacado es el algoritmo de Grover, que permite buscar un
elemento en una lista no ordenada con complejidad cuadriticamente menor que el mejor algo-
ritmo cldsico. En este caso, la amplitud del estado deseado se amplifica antes de la medicion,
aumentando la probabilidad de que el colapso conduzca al resultado correcto.

Al igual que en un circuito clasico, un circuito cudntico esta formado por cables y por
puertas. A través de los cables se transporta la informacién del circuito y mediante las puertas
16gicas se manipula esta informacidn. Para un circuito cudntico, los cables son los diferentes qu-
bits y la informacidn contenida en ellos seria la informacion del estado. Y las puertas cudnticas
serian las operaciones que se realizan sobre los qubits para construir el programa.

Un ejemplo de puerta cldsica es la puerta NOT la cual invierte el valor del bit de 0 —
1y 1 — 0. Sise quisiera realizar una transformacion equivalente en un circuito cudntico, se
necesitaria de una puerta cudntica que modificara los estados de esta manera. Es decir, se busca
una puerta cudntica que pase del estado |0) — |1) y que |1) — |0). Mds concretamente se

quiere obtener:
al0)+ 41 —  «all)+3[0) (8

De esta manera se contempla el caso de la superposicion y se elabora una puerta completa y
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funcional. Asi, la matriz que defina la puerta cudntica NOT se define como:

o1
X:L 0] )

Los estados |0) y |1) se escriben en notacién vectorial.

o) - (;) 1) - (‘f) (10)

Entonces el estado en superposicion queda escrito como:

a!0>+6\1>=a<(1)>+6<(1)> = (g) (11)

Por lo que, como queriamos, la puerta transforma adecuadamente.

ONG

La puerta X también es conocida como la puerta Pauli-X, ya que coincide con la matriz
de Pauli o,. De la misma manera, existen las puertas cudnticas correspondientes a las matrices
de Pauli 0, y 0, estas se conocen como las puertas Y y Z, y se pueden entender como rotaciones
en cada uno de los ejes en una esfera de Bloch. La puerta Y transforma de [0) a¢|1) y |1) a

—1]0). La puerta Z solo transforma el estado |1) en — |1).

1)
Figura 2: Esfera de Bloch

Estas puertas son ampliamente utilizadas, aunque se suelen modificar su fase para que
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no realizan una rotacién completa (7 radianes). En su forma matricial, estas se escriben como:
0 —i 1 0

. 7 = (13)
1 0

0 —1
Otra puerta cudntica muy importante es la puerta Hadamard. Esta puerta es la encargada

Y =

de poner en superposicion un qubit para poder aprovechar asi su naturaleza cuéntica. Los algo-
ritmos cudnticos suelen iniciar con esta puerta para poder asi aprovechar las caracteristicas del

entrelazamiento (Nielsen y Chuang, 2010).

g (b1 (14)
o v2

Esta puerta transforma los estados de la siguiente manera:

_ _ -1

Existen tambien puertas que actian sobre mas de un qubit como es el caso de la puerta
CNOT (Controled Not), tambien conocida como CX.

0) + 1) s

CNOT = (16)

o O O =
o O = O
_ o O O
o = O O

Las puertas de control actian sobre al menos dos qubits, sobre los cuales se distinguen dos
tipos. Un qubit de control y uno o mas como targets. Esta, tipo de puertas realizan o no la
accién dependiendo de si el qubit de control tiene valor |1).

Las puertas de control son un concepto muy util para las construccién de algoritmos
cudnticos y pueden ser escritas también para otras puertas. De la misma manera que existe la
Controlled Not, también existen la Controlled-X, Controlled-Y y Controlled-Z, donde el target
realiza una rotacién en el eje indicado.

A través de estas puertas 16gicas cudnticas se construyen los circuitos cudnticos. Estos
suelen representarse a través de lineas horizontales que indican el nimero de qubits, y sobre
estas se plasman las puertas que actian sobre cada uno de ellos. Al final de este diagrama se
suele indicar que los qubits se miden para obtener la informacién deseada, y que esta queda
guardada en canales clasicos.

Un ejemplo de este tipo de representacion de circuitos podria darse para de algoritmo

de Deutsch-Joza. Este algoritmo es muy usado para familiarizarse con el tipo de estructura de
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los circuitos cudnticos. El objetivo de este algoritmo es determinar si una funcién esta balancea-
da o no. Se considera que una funcidn esta balanceada si esta funcion devuelve con la misma
frecuencia dos valores, por ejemplo O y 1. Por el contrario, se considera que esta desbalancea-
da, si solo devuelve uno de estos dos valores. Para todos los casos intermedios, se considera

parcialmente desbalanceada.

do

q1

.
DU

HEEH
3

qz

qs

‘:iii

Figura 3: Circuito de Deutsch-Joza para 4 qubits para una funcién balanceada.

Como todos los algoritmos cudnticos, los qubits comienzan en el estado |0).Al iniciar
se aplica una puerta NOT al ultimo qubit para cambiar su valor a 1 y después se aplican puertas
Hadamard sobre todos ellos. Esto con el objetivo de poner todos los estados en superposicion.
Tras esto, se aplican una serie de puertas CNOT sobre los qubits. Por ultimo, se deshace la

superposicion volviendo a introducir puertas Hadamard y se mide.

3.3. Fundamentos de los algoritmos

El principal algoritmo de este trbajo, el QAOA (Quantum Aproximate Optimization
Algorithm), es un algoritmo hibrido cuéntico-clasico que resuelve problemas QUBO.

QUBO (Quadratic Unconstrained Binary Optimization) son problemas que cumplen las
caracteristicas nombradas. Son problemas de optimizacién, por lo que buscan un minino o mé-
ximo. Son problemas binarios, donde las variables tienen dos posibles valores, son problemas

sin restricciones y la funcion objetivo tiene una forma cuadratica. (Alonso-Linaje, 2024)

El algoritmo tiene dos operadores principalmente, el operador U(C,~y),que es equiva-
lente a la exponencial e, que se encarga de cambiar la fase de los valores del Hamiltoniano,
esta amplitud dependera del v. No puede ser muy pequefio porque no se separaria lo suficiente,
ni muy grande, a riesgo de que dé la vuelta. Esto no altera la probabilidad de los estados (Farhi
etal., 2014)
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| e—i’ych | e—iDtlHM || e—i72Hc || efiazHM ... ] e—i’YnHC || e—ianHM

Figura 4: Esquema del circuito del QAOA

El segundo operador, U (B, /3), va a transformar la fase en amplitud a través de unas
rotaciones. De manera similar al -, en este caso el pardmetro [ va a medir la rotacién de la fase.
Estos operadores se ejecutan repetidamente para encontrar la solucién. El nimero de repeticio-

nes de estas puertas hasta que se mide es el pardmetro profundidad o p.

En cuanto a los algoritmos clasicos se van a estudiar dos, el descenso del gradiente (gra-
dient descend) y el metodo de Newton. El Gradient Descent es un algoritmo de optimizacién
capaz de encontrar los minimos de una funcién. Es ampliamente utilizado, reconocido por su
eficacia y simplicidad. Imagina que estas en lo alto de una montafia con mucha niebla, tanto
que solo puedes ver un poco alrededor de tus pies. Una buena manera de bajar la montafia se-
ria caminar hacia donde vieras que el suelo desciende mds. Asi, si siguieras caminando hacia
donde ves que el suelo desciende, acabarias bajando la montaiia. Este es el ejemplo mds habi-
tual que se suele dar para explicar la idea detrds de este algoritmo (Géron, 2019). Como vemos

conceptualmente es muy sencillo, lo que hace que sea muy fécil de entender y de implementar.

00
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Figura 5: Recorrido de un punto a través del descenso del gradiente

De manera mds matematica, el gradiente de una funcién escalar nos proporciona un
vector que indica la direccion en la que la funcién f crece mds rdpidamente, es decir, donde
la tasa de cambio de f es mdxima. De esta forma, podemos entender el comportamiento de la

funcién en torno a un punto dado.
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Con esto en mente, el Gradient Descent comienza seleccionando un punto aleatorio
dentro del dominio de la funcién. A partir de este punto, se calcula el gradiente, y luego se
realiza un desplazamiento en la direccion opuesta a la indicada por el gradiente. De esta manera,
evitamos los méximos locales y nos aproximamos a los minimos de la funcién.

De este concepto se extraen otras muchas variaciones del Descenso del Gradiente. Aun-
que, en general, todas tengan como base la misma idea. El més comiin y basico, el Batch Gra-
dient Descend, que es el que se ha explicado anteriormente. Aunque también existen otros
como el Stochastic Gradient Descend o el Mini-Batch Gradient Descend que pueden ser mas
completos o especificos. Sin embargo, para este trabajo se usard unicamente el Batch Gradient
Descend, ya que el interés real es la comparativa con un algoritmo cudntico, no es conveniente

profundizar més de lo necesario en los algoritmos clasicos.

El algoritmo de Newton puede parecer muy similar al gradient descend, sin embargo, las
diferencias entre estos son mds que sutilezas. Tanto el minimo como el mdximo de una funcién
son puntos que cumplen que f'(x) = 0, por lo que normalmente se suele emplear esta primera
derivada para poder encontrar el punto minimo, como se hacia en el Gradient Descend.

Sin embargo, la segunda derivada también aporta mucha informacién sobre la forma de
una funcidn. Si la primera derivada habla de cuanto y en qué direccion cambia una funcién (es
decir la pendiente), la segunda derivada dice cudnto estd cambiando esta pendiente.

Si f”(x) > 0 es que la pendiente estd creciendo, si f”(z) < 0 la pendiente decrece.
Haciendo uso de este concepto, el algoritmo de Newton es capaz de encontrar el minimo de una

funcion.

4. Metodologia

En este trabajo se estudia el algoritmo QAOA, asi como sus parametros y relaciones con
los resultados. Para poder comparar con otros algoritmos tradicionales se toman dos algoritmos
de optimizacion clésicos, el método de Newton y el Gradient Descend. Para poder desarrollar
los algoritmos planteados en este trabajo, se va a usar Python. De esta manera, se podrd modi-
ficar el c6digo a voluntad para poder alterar pardmetros, entender mejor el funcionamiento de
cada uno de los algoritmos asi como extraer los resultados. Todos estos algoritmos serdn pro-
gramados usando JupyterNotebook ya que permite no solo ejecutar celdas de c6digo de manera
independiente, sino que también permite afiadir celdas de Markdown donde escribir anotacio-
nes y explicaciones. Aunque para las versiones definitivas se usardan archivos de Python .py por
comodidad para ejecutarlas.

Mas concretamente para la elaboracion del QAOA se usara la libreria de Python Qiskit

de IBM. Ya que al tratarse de un algoritmo cudntico requiere de una libreria que pueda tratar
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este problema como tal.

Qiskit es una libreria de Python desarrollada por IBM, se trata de la libreria de compu-
tacion cudntica més extendida, cuenta con una amplia documentacion y permite generar circui-
tos, usar funciones ya definidas de Qiskit asi como poder ejecutar en circuito en un ordenador
cudntico real o a través de un simulador. Otra opcidn a considerar para implementar el QAOA es
la biblioteca PennyLane, una herramienta también muy utilizada en el campo de la computacion
cudntica. Sin embargo, PennyLane estd mds enfocada en el aprendizaje automadtico cudntico
(QML), y suele presentar més dificultades al momento de ejecutarse en un ordenador cudntico
real, como se tiene previsto en este trabajo. De todos modos, esta posibilidad dependeré de si
finalmente se cuenta con los recursos necesarios para llevarla a cabo.

Durante el desarrollo del trabajo, se hard uso de los simuladores que ofrece Qiskit para
ejecutar el codigo, ya que hacerlo constantemente en un ordenador cudntico real seria muy
costoso. Si fuera posible se ejecutara en un ordenador cudntico real en ocasiones concretas,
donde quedara indicado y se tendrd en cuenta que el algoritmo esta siendo ejecutado en un
QPU.

A pesar de que Qiskit cuenta ya con funciones que permiten implementar el QAOA de
manera directa en tu circuito, en este trabajo se ha optado por realizar los pasos del QAOA de
manera explicita. La finalidad de esta decisién es poder modificarlo con mayor libertad y mas
especificamente. Asimismo, formular el QAOA de esta manera proporciona mucho mas control

y entendimiento sobre el funcionamiento de este.

4.1. QAOA

El QAOA cuenta con dos partes principales. El primer operador se encarga de modificar
las fases de los estados, sin modificar las probabilidades. Mientras que el segundo operador
se encarga de modificar las probabilidades segin su fase, dejando asi estados con diferentes
probabilidades. Es la iteracion de estas puertas, asi como el ajuste de los pardmetros para cada
uno de los operadores de estas puertas los que permiten obtener una solucién correcta (Alonso-
Linaje, 2024) (IBM, 2025).

Sin embargo, para poder ejecutar el algoritmo se necesita una funcién de coste, en este
caso esa funcién sera el Hamiltoniano. Esta funcion se construye al expresar la funcién que
se pretende minimizar de tal manera que podamos tratarla como un problema del tipo QUBO
(Quadratic Unconstrained Binary Optization). Estos problemas cumplen las siguientes caracte-
risticas: son problemas de optimizacion, por lo que buscan un minino 0 maximo; son problemas
binarios, donde las variables tienen dos posibles valores; son problemas sin restricciones y la
funcién objetivo tiene una forma cuadratica. Y es que, para que una funcion pueda ser expresada
y entendida en un circuito cudntico es necesario realizar ciertas transformaciones.

En primer lugar, se debe de discretizar el dominio de la funcién. No hay que olvidar que
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al tratarse de un algoritmo cudntico, al final se medird un estado como el estado més probable,
y este serd el que se considerard como solucién. Por ello, es necesario asignar un valor a cada
uno de los estados con los que se trabaja.

Si se supone una funcién f(x) y n qubits, entonces, la funcién podra que ser discretizada

siguiendo:

Estado =  f(x)

|0>®n zo  f(xo)
D" w fla)
2)" wy f(w)
|3>®n vz f(xs)

29" 2 Fam)

Donde la notacion a)®" expresa el nimero a para n qubits y x, refiere a los valores

elegido para la discretizacion.

Una vez se han elegido los valores a los que corresponden cada estado del qubit, se
procede a construir el Hamiltoniano. Para poder construir el Hamiltoniano, es necesario calcular
las puertas de Pauli para cada combinacién de qubit y para cada estado posible.

Las matrices de Pauli se definen de la siguiente manera.

(o1 A N E an
“=\1 0/ " \i o “\o -1

Y los estados de los qubits en forma matricial se escriben como una matriz columna.

0) = (é) 1) = (f) (18)

También puede escribirse la matriz de Pauli Z siguiendo la notacion bracket
Z =10) (0] = [1) (1] (19)

Como durante este trabajo solo se va a usar la puerta z de Pauli, se toma la siguiente notacion.

1 0
Lo = (O _1> o) (20)

Donde |a) corresponde al valor en la posicién « de cada estado leido de derecha a izquierda.
El dltimo paso para resolver obtener el Hamiltoniano es resolver el sistema de ecuacio-

nes formado por las matrices de Pauli. Se conoce la forma de la funcién de coste Hamiltoniano,
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Estado Z(] Zl Z2 Z()Z1 ZOZ2 leg Z(]ZlZQ
000y | 1| 1| 1] 1 1 1 1
001) | -1 | 1 [ 1| -1 | -1 1 -1
010) | 1 | -1 ] 1| -1 1 -1 -1
011) | -1 | -1 1| 1 1| -1 1
100) | 1|1 |-1] 1 1] -1 -1
101) | -1 1 |-1] -1 1 -1 1
1110) | 1 | -1 [-1| -1 | -1 1 1
1111) | -1 | -1|-1] 1 1 1 -1

Cuadro 1: Ejemplo matrices de Pauli para 3 qubits

estd formado por la suma de todas las combinaciones de matrices de Pauli multiplicadas por un

factor.

Hc = (10[ + (1120 + a2Z1 + -+ CL7Z()21Z2 (21)

Ejemplo de Hamiltoniano para 3 qubits

Con esta expresion y las matrices de Pauli calculadas se resuelve el sistema de ecuaciones, que,

para seguir con el ejemplo de 3 qubits, tendria la siguiente forma:

(1000) = (a0l +a1Z0 + asZs + -+ as 27125 = f(
001) = | aol + a1 Zo+ asZy + - +ayZoZ1Zy = f(x1)
(x2) (22)
— = f(
(

)

IL’7)

f
f
|010) — aol + a1 2o+ asZy + - -+ ar o1 Zy = f
f
f

{ |011> — \CL()] + a120 + a9 1+ -+ CL7ZOZ122 =

Una vez resuelto este sistema, ya se obtendrian los coeficientes que formardn el Hamiltoniano.
Estos coeficientes son utilizados dentro del QAOA.

El QAOA comienza poniendo en superposicion todos los qubits a través de puertas
Hadamard, este paso es bastante habitual en los algoritmos cuénticos. Tras esto, se aplican las
puertas de rotacion a los qubits. Esto se logra al aplicar una matriz de Pauli en Z con un factor
de 2 - v - a, donde 7y es un pardmetro externo y a, es el valor obtenido del Hamiltoniano.
Tras esta operacion la fase de los estados se ha modificado de manera adecuada. Sin embargo,
el operador fase no modifica las probabilidades de los estados, es por eso que se necesita de
un segundo operador. Este consisten en puertas de rotacion en X, las cuales si que alteran la
probabilidad. Estas rotaciones son aplicadas con un factor de 2 - 5. Donde ( es un pardmetro

externo.
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4.2. Gradient Descend

El Gradient Descend inicia su algoritmo con un valor inicial aleatorio 6, luego, a través
de ejecutar operaciones iterativas consigue obtener una solucién. Cada término de la iteracion

viene dado por la siguiente expresion (Luenberger y Ye, 2015).

en = en—l - ,uvf(en—l) (23)

En esta expresion tenemos un valor inicial 6 al cual se le resta el gradiente de la funcién
evaluada para ese pardmetro 6 multiplicado por un parametro u. Esta ecuacion devuelve una
f algo mds cerca del minimo de la funcién. Si se toma el nuevo # como inicial y se repite la
operacion suficientes veces, se obtiene la solucion correcta.

Es por esto que es muy importante en este algoritmo la eleccion del parametro p, que se
conoce como tasa de aprendizaje (learning rate). Si la tasa de aprendizaje es demasiado gran-
de, el algoritmo podria oscilar alrededor de la solucion, mientras que si es demasiado pequefio
el algoritmo podria tardar demasiado en encontrar la solucién deseada. Es relevante comentar
que algunas variaciones del algoritmo no consideran una tasa de aprendizaje constante, pudien-
do hacer que disminuya con cada iteracion para poder lograr mejores resultados, este tipo de
implementaciones no se van a llevar a cabo en este trabajo.

La tolerancia (¢), aunque no es un pardmetro observable en la ecuacién anterior, también
es un pardmetro muy importante para la optimizacion del Gradient Descend. La definicién de
tolerancia en cualquier algoritmo es el criterio utilizado para detener el mismo. Debido a las
limitaciones numéricas es muy dificil que el algoritmo logre alcanzar el minimo absoluto de

una funcién, es por eso que se establecen criterios de parada. Algunos muy comunes son:

10,1 — 0, <e€ 24)

Lo habitual es elegir valores de e muy bajos, normalmente relacionados con la precisién
que se espera obtener del resultado. Si se espera una precision del orden de 1073 un valor
adecuado de la tolerancia serfa 10~* para asegurar la precisién de los decimales.

Esta técnica evita que el algoritmo realice mads iteraciones de las necesarias y mejora su

velocidad.

4.3. Algoritmo de Newton

El algoritmo de Newton se aprovecha de la informacion que ofrece la segunda derivada

de una funcién para calcular el minimo. Ademas, usa la expansion en serie de Taylor para poder
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obtener la expresion que se necesita. La serie de Taylor de una funcién para segundo orden se

puede escribir como

£(@) % £(0) + @)@ = 76) + 31w — ) 26)

por lo que se puede considerar esta expresion como la nueva expresion de la funcion. El si-

guiente paso, es encontrar el valor de x tal que f'(z) = 0.

f'(@) = f(or) + f () (2 — 1) (27

0= f"(zx) + f"(xr)(x — xp) (28)
~ f') 3

0= Friay T (=) (29)
o f'(xr)

P = s (30)

Esta es la ecuacion del algoritmo de Newton. De manera similar a cémo ocurria con el
gradient descend, esta funcién se inicia en un valor aleatorio de zj y, a través, de iterar esta
expresion, se calcula el minimo de una funcién. Al tratarse de un algoritmo iterativo, también
necesita de una tolerancia (e) para definir un criterio de parada. Y asi, de la misma manera que

para el gradient descend, evitar que el algoritmo itere mds de lo necesario.

4.4. Muestreo de Montecarlo

Debido a la naturaleza cudntica del QAOA, este puede no presentar la misma consis-
tencia y reproducibilidad que otros algoritmos cldsicos. Aunque el estado que corresponde a
la soluciéon mds probable es el que tiene mas probabilidad de manifestarse al medir (suponien-
do que los pardmetros estén bien ajustados). Esto no asegura que la medida sea la correcta.
Ademads, tanto el QAOA como ambos algoritmos cldsicos son capaces de localizar un minimo,
mientras que los potenciales a los que se enfrentan tienen en algunos casos dos minimos.

Por estos motivos, se ha decidido incorporar métodos de Montecarlo a los algoritmos
utilizados. Una simulacién de Montecarlo es un tipo de algoritmo computacional que se basa en
realizar multiples muestreos aleatorios para estimar la probabilidad de distintos resultados. En
este caso, se empleard este enfoque para ejecutar varias veces los algoritmos, comenzando cada
ejecucion con un valor aleatorio. Con este enfoque se logra reducir la incertidumbre que puede
generarse en el QAOA por causas propias de la cudntica. Ademds, de poder localizar varios

minimos en una funcidn si los hubiera.
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4.5. Potenciales de interés fisico

Los potenciales que se van a estudiar son el potencial de Lennard-Jones, el potencial de
Higgs y el potencial de una molécula diatdmica, como lo es el hidrégeno. Todos son potenciales
de interés fisico para los cuales sus minimos representan un valor clave. En este trabajo no es de
interés el valor minimo real de estos potenciales sino que solo se pretende estudiar la capacidad
de los algoritmos de encontrar los valores minimos de unos potenciales. Es por ello que para
plantear los potenciales se van a recurrir a aproximaciones, normalizaciones o algin método que
modifique el potencial pero no su forma. Esto con el objetivo de poder ejecutar estos algoritmos

dentro del rango deseado sin alterar la forma del potencial.

4.5.1. Potencial de Lennard-Jones

El potencial de Lennard-Jones modeliza la energia potencial intermolecular total. Cuan-
do una molécula se comprime, las fuerzas de repulsién del nicleo y de los electrones, asi como
de la energia cinética de los electrones, se dispara y domina frente a las fuerzas de atraccion.
Estas repulsiones aumentan bruscamente conforme disminuye la distancia intermolecular. Es
por esto que su célculo con precisién es una tarea dificil y que involucra modelos y calcu-
los muy extensos y complicados de estructuras moleculares. Afortunadamente, el potencial de

Lennard-Jones ofrece una aproximacién numérica bastante fiel.

40

30

20

Figura 6: Potencial de Lennard Jones

El potencial cuenta con una parte referente a la fuerza de repulsion r~'2y otra a la fuerza
de atraccién 7% (Atkins y de Paula, 2010).
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El minimo de este potencial, informa de la distancia 7 a la cual esta energia potencial itermole-
cular es menor. En este trabajo no es de interés el valor exacto del potencial para una molécula

concreta sino que se encuentre el minimo de la funcién. Se tomard una versién con los pardme-

o= (7))

La expresion del potencial de Lennard-Jones que se ha tomado para calcular es, una

tros e = ro = 1.

versién con los pardmetros simplificados y cuyo minimo es zmi, = 2'/6 ~ 1,1225

flz)=4 [(i) T (%)6] =4 (27" — 27" (33)

fl(x) =0=4(-122"" + 6277)

= 48z~ B 4 24477 (34)
= —48 + 2425
48
6_""_9 35
T = (35)
r =2~ 11225 (36)

4.5.2. Potencial de Higgs

En el marco del Modelo Estandar de la fisica de particulas, el mecanismo de ruptura es-
pontanea de simetria es esencial para explicar el origen de la masa de las particulas elementales.
Este mecanismo se formaliza a través del llamado potencial de Higgs, una funcién que describe
el comportamiento del campo de Higgs y cuya forma permite comprender como las particulas
adquieren masa sin violar las leyes de simetria. El potencial de Higgs se expresa tipicamente

CcOmo:.

V(9) = 1i?|o]> + Ag|* (37)

La expresion usada para el potencial de Higgs se corresponde a V' (z) = —122 + 0,5z%.
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La cual tiene dos minimos globales. z;, = +1

f(z) = —2* + 0,52 (38)
fl(x) =0= -2z + 223
=—x+2° (39)
= —1+42?
2t =1 (40)
r =+l (41)

Existe una raiz para x = 0, sin embargo, no se va a tomar al tratarse esta de un punto maximo.

*ZI o *1‘ 5 *Z{ o *l; 5 0.‘0 O.‘S 1.‘0 l.‘S Z.‘O
Figura 7: Potencial de Higgs

4.5.3. Potencial hidrégeno

El siguiente potencial que se ha tomado es el potencial de una molécula diatémica, como
lo puede ser el hidrégeno. El potencial que se ha tomado no es un potencial fiel a los valores
reales, sino que mantiene la forma de este, pero adaptado a un rango de valores mds comodos.

En este caso, para poder trabajar con una expresion que permita mantener el rango de
valores y poder trabajar con comodidad, sin sacrificar la forma del potencial, se va a tomar la

expresion del potencial:

f(x) =3z* — 72 — 0,52 + 6 42)
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Figura 8: Potencial del Hidrégeno

Esta se trata de una funcién polinémica. La cual, al no tener resolucion analitica, debe

tratarse mediante métodos numéricos. La resolucion de esta ecuacion a través de software arroja

los valores: Ziocat min = —1,06, ZLglobal min = LLY Zmiximo = _0704-
f(z) =3z* — 72 — 0,52 + 6 (43)
() =0=122% — 142 — 0,5
f'(x) w
= 242% — 282 — 1
r=-106 z=-004 z=1,1 (45)

Evidentemente, de estas 3 raices para el potencial, solo se tendrdn en cuenta las 2 que

corresponden a los minimos.

5. Analisis de los resultados

Para la ejecucion de los algoritmos en los diferentes potenciales, se ha generado una ver-
si6n de los algoritmos con una interfaz desde la cual se pueden introducir los pardmetros y ver
los resultados obtenidos. Asimismo, se cuenta con otra version la cual recibe combinaciones de
parametros a través de un diccionario previamente definido y guarda los datos en un csv. Estas
dos opciones permiten, tanto obtener grandes cantidades de datos para diferentes pardmetros,

como poder observar los resultados obtenidos para un parametro concreto.
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rParametros del algoritmo
Numero de iteraciones (MC): Numero de qubits:
Beta: Gamma: Nivel de profundidad p:
I™ usar valores predefinidos Tolerancia Learning rate
rRango de busqued. Coeficientes del polinomio
Limite inferior: x* x? x? X Constante
Limite superior:
rTipo de funcién
Cualguiera J Funcién Polinomio: axAd +...+ ¢

Graficar funcién Ejecutar QAOA-Monte Carlo

Figura 9: Interfaz de ejecucion para el QAOA

Se han seleccionado diferentes parametros para ejecutar los algoritmos con el objetivo
de obtener los mejores resultados para cada potencial, asi como poder estudiar su dependencia
con cada parametro. Cabe destacar, que para estudiar la reproducibilidad y consistencia de los
algoritmos se han ejecutado 3 veces para cada potencial. Si los algoritmos se ejecutaran mas de
3 veces los datos serian mds precisos, sin embargo, debido a limitaciones de los recursos con
los que se cuenta se van a ejecutar 3 veces para cada combinacién. Los pardmetros sobre los

cuales se va a ejecutar el QAOA son:
= Nuimero de qubits: 2, 3, 4
= Parametro beta (5): 0.5, 0.3, 0.1
= Parametro gamma (v): 0.5, 0.25, 0.1, 0.05, 0.01
= Profundidad de p: 2, 3, 4
= Niimero de iteraciones del MC: 50, 100
= Tolerancia: 0.05
= Learning rate: 0.5

El namero de qubits es el nimero de qubits con el que se va a ejecutar el algoritmo.
Tanto el pardmetro S como el v modifican los valores de los dos operadores del QAOA. La
profundidad de p, indica el nimero de veces que los dos operadores del QAOA se aplican an-
tes de medir. El nimero de iteraciones de Montecarlo es el nimero de veces que se ejecuta el
algoritmo, cada vez con un valor inicial aleatorio. La tolerancia y el learning rate son pardme-

tros peculiares en este algoritmo ya que no tienen exactamente el mismo significado que en los
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algoritmos clasicos. La tolerancia, como en la mayoria de algoritmos, es el valor minimo que
debe de mejorar el valor generado con respecto al anterior para que el algoritmo siga buscan-
do la solucion. Por otro lado, en este algoritmo el learning rate es la magnitud por la que se
desplazan los valores asignados a cada qubit tras cada iteracion. Es decir, en cada iteracién del
algoritmo los valores asignados a cada qubit se recalculan siguiendo una distancia, esta distan-
cia estd definida como learning rate. Aunque en este algoritmo este valor se ha definido de tal
manera que disminuya con cada iteracidn, con el objetivo de tener un valor dindmico que pueda
aproximarse mejor a la solucion.

Con estos parametros el algoritmo se ejecutard para 270 combinaciones de pardmetros.
Se puede ver que tanto la tolerancia como la tasa de aprendizaje (learning rate) son pardme-
tros que no se varfan. Esto es debido a que aumentar el nimero de valores posibles para los
parametros supone un afiadido computacional enorme que no se puede permitir con los recur-
sos que se disponen, una vez considerado eso, los parametros que menos interesa estudiar son
precisamente estos pardmetros que no son Unicos de este algoritmo cudntico. Ademas, su reper-
cusion es relativamente predecible, una menor tolerancia dara lugar a un resultado mas preciso
a costa de més tiempo de codmputo, mientras que un menor learning rate resultara en una mejor
convergencia a costa de mds iteraciones del algoritmo.

Para el gradient descend se han podido tomar mds variedad de valores para cada paré-
metro al contar este con menos pardmetros. Por ello se han seleccionado estos pardmetros, los

cuales dan lugar a 1280 combinaciones de parametros.
= Numero de iteraciones: 100, 500, 1000, 2000

Distancia entre minimos 0.1, 0.2, 0.25, 0.5, 1

Nuamero de iteraciones del MC: 50, 100, 150, 200

Tolerancia: 0.1, 0.05, 0.01, 0.0001

Learning rate: 0.1, 0.05, 0.01, 0.0001

De la misma manera, se han seleccionado para el método de Newton los siguientes para-

metros. Considerando estos pardmetros se han tomado 320 combinaciones para este algoritmo.
= Namero de iteraciones: 100, 500, 1000, 2000
» Distancia entre minimos 0.1, 0.2, 0.25, 0.5, 1
= Nuamero de iteraciones del MC: 50, 100, 150, 200

= Tolerancia: 0.1, 0.05, 0.01, 0.0001
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Aunque pueda parecer que se realiza una buisqueda mads intensiva para los pardmetros de
los algoritmos clésicos, lo cierto es que es para el QAOA para el que se invierten mas recursos
computacionales en obtener las combinaciones de los pardmetros. La buisqueda de parametros
en estos dos tultimos algoritmos no es tan exhaustiva como para el QAOA. En primer lugar,
porque estos algoritmos cuentan con menor cantidad de pardmetros que optimizar. Y en segundo
lugar, porque no presentan el mismo interés de estudio que el QAOA, al menos, en este trabajo.

Para almacenar los datos que se generan con cada ejecucién de los algoritmos se van a
utilizar ficheros cvs. Asi, se podran tratar, modificar y comparar los datos de manera ordenada
y visual, para poder obtener mejores resultados.

Para el estudio y comparacion de los algoritmos se va a estudiar la precision de las so-
luciones. Es decir, cudnta variacion hay entre la solucién obtenida a través del algoritmo y la
solucion real. El tiempo de computo, es decir, cudnto tiempo tarda en devolver una solucién
con los parametros seleccionados. Y, por ultimo, su consistencia, cuidn reproducibles son los
resultados. Estos datos se obtendrdn ejecutando los algoritmos para los mismos pardmetros y
comparando la variacion entre los resultados. En este punto no interesa si el resultado corres-
ponde o no con el minimo, simplemente si el resultado es consistente con las iteraciones. Esta
caracteristicas es de especial interés en el QAOA, ya que al tratarse de un algoritmo cudntico,
tiene un factor no determinista que no es despreciable.

Ademas, se pretende estudiar, la dependencia y sensibilidad a los hiperpardmetros para
los diferentes algoritmos. Haciendo especial hincapié en el QAOA, por ser el algoritmo con més

pardmetros y del que presenta mds interés en este trabajo.

5.1. Potencial de Lennard-Jones

A diferencia del resto de potenciales que se evalian, este potencial cuenta solo con
un minimo en 1.12 por lo que se puede esperar que el tiempo de coOmputo sea menor y que
tenga mds capacidad de convergencia. No obstante, al tener un minimo muy sutil y localizado
y una pendiente muy suave durante casi todo el potencial, puede ocurrir que algoritmos muy

dependientes de la pendiente de una funcién tengan problemas para localizar el minimo.

5.1.1. QAOA

Tras ejecutar el QAOA para los pardmetros indicados, se obtiene un csv. El cual al leerse

muestra una tabla con la siguiente forma.
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. Learning | Tiempo | Primer True
N_qubits | beta | gamma | Prof_p | N_mc | Toler ] ) o )

rate ejecucion | minimo min
2 0.5 0.50 2 50 0.05 0.5 14.1236 2.1 0.9775
2 0.5 0.50 2 100 | 0.05 0.5 26.5927 2.5 1.3775
2 0.5 0.50 3 50 0.05 0.5 13.0457 2.2 1.0775
2 0.5 0.50 3 100 | 0.05 0.5 27.2008 2.5 1.3775
2 0.5 0.50 4 50 0.05 0.5 13.9767 2.5 1.3775
4 0.1 0.01 2 100 | 0.05 0.5 156.4824 0.9 0.2225
4 0.1 0.01 3 50 0.05 0.5 118.7553 2.8 1.6775
4 0.1 0.01 3 100 | 0.05 0.5 234.1638 2.4 1.2775
4 0.1 0.01 4 50 0.05 0.5 94.8446 2.0 0.8775
4 0.1 0.01 4 100 | 0.05 0.5 251.9345 1.9 0.7775

Cuadro 2: Primeros y ultimos valores de un csv generado con el QAOA

Esta tabla cuenta con los valores de los pardmetros introducidos para cada iteracion, asi
como tres columnas adicionales con los resultados recogidos. La primera de ellas es el tiempo
de ejecucion del algoritmo. Las otras dos columnas afiadidas son el valor del minimo obtenido
usando esos pardmetros y su desviacion con respecto al valor real del minimo respectivamente.

Al juntar los tres ficheros csv generados por el algoritmo, se obtiene finalmente unos
datos completos sobre los que extraer las conclusiones. Se busca encontrar los pardmetros que
corresponden al valor mds preciso y consistente y también las relaciones entre los pardmetros

introducidos y los valores obtenidos.
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Matriz de correlacién

N_qubits 0.00 0.00 0.00

beta

gamma

Prof_p

Tiempo ejecucion

Primer minimo

A True Min

MN_gubits

beta

gamma

Prof_p

N_mc

Tiempo ejecucion
Primer minimo

4 True Min

Figura 10: Matriz de correlacién del QAOA

A través de una matriz de correlacion se puede estudiar la relacidn entre los pardmetros
y los resultados obtenidos. En este caso, los pardmetros que mds destacan son el nimero de
qubits y nimero de iteraciones de Montecarlo, los cuales influyen de gran manera en el tiempo
de ejecucidn. Para tener una mejor vision de la relacion entre los pardmetros se pueden observar
directamente las graficas entre estos parametros.

Esta gréfico de cajas muestra como al aumentar el nimero de qubits, no solo aumenta
el tiempo de cdmputo, sino que también su dispersion. Este tipo de graficos consisten un una
primera caja donde se encuentran los datos dentro del rango intercuartilico, es decir, entre el
primer y tercer cuartil. Dentro de esta caja se encuentra ademads indicada la mediana. Y, a cada

lado de la caja, unos “’bigotes” que indican los valores extremos dentro de los datos.
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Figura 11: Relacién entre el nimero de qubits y el tiempo de computo
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Se puede observar en esta grafica como el nimero de qubits dispara la complejidad

de los célculos, lo que se traduce en un mayor tiempo de computo. De una manera similar

ocurre con el nimero de Montecarlo, pues este también aumenta el nimero de ejecuciones del

algoritmo.

300

250

200

150 ~

Tiempo ejecucion

100 ~

50

Figura 12: Relacion entre el nimero de Montecarlo y el tiempo de computo

50

N_mc

T
100

A primera vista, desde la matriz de correlacion parece que la unica influencia en la

precision de los minimos viene dada por el nimero de iteraciones de Montecarlo. Para poder
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conocer la precision del algoritmo se visualizan estos pardmetros. La gréfica resultante refleja
imprecision a la hora de encontrar una solucidn, pues sin importar el nimero de iteraciones de

Montecarlo, la precision de los datos es muy pobre. Ademas, la dispersion de las soluciones es

-

T
100

muy alta.

1754

1.50
1.25 4
1.00
0.75 4
0.50 4
0.25 4
50

A True Min

0.00 4

N_mc

Figura 13: Relacion entre el nimero de iteraciones de Montecarlo y la precision

Estos datos no solo indican que el algoritmo tiene mejor precisién para menores itera-
ciones de Montecarlo, sino que ademds ambos casos tienen distribuciones uniformes. Esto ya
es un indicativo de que el algoritmo no es capaz de localizar correctamente el minimo de este
potencial.

No obstante, si se observan los valores obtenidos que mds se aproximan a una solucién
real se encuentra que para 61 combinaciones de parametros se encuentra el minimo en 1.1. Muy
aproximado al valor real de 1.1225. Sin embargo, en estas soluciones aparecen una gran varie-
dad de pardmetros lo que parece indicar que estos resultados no son fruto de unos parametros
adecuados que reproduzcan una solucién correcta si no que por la aleatoriedad e imprecision
han resultado cerca del minimo esperado. Para confirmar esto, se puede tomar el valor que

menor error presente e intentar reproducir sus resultados, ya que debe ser el mds consistente.

) Learning
N_qubits | beta | gamma | Prof_p | N_mc | Toler
rate
4 fo3] 025 | 3 | 100 [005] o05

Cuadro 3: Hiperparametros 6ptimos del QAOA para potencial de Lennard-Jones

Al ejecutar a través de la interfaz, se obtiene mayor informacién, ya que se cuenta con

la precision total de los datos, asi como con la distribucién de las soluciones de Montecarlo.
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rParametros del algoritmo

Nimerao de iteraciones (MC): 100 Numero de qubits: |4
Beta: 0.3 Gamma: 0.25 Nivel de profundidad p: 3
[ Usar valores predefinidos Tolerancia 0.05 Learning rate 0.5
rRango de blsqued Coeficientes del polinomio
Limite inferior: x* x x? X Constante

Limite superior:

rTipo de funcién

Lennard-Jones J Funcién Lennard-Jones: 4g[{o/r)*12 - (a/r)»6]

Graficar funcién | Ejecutar QAOA-Monte Carlo ‘

I

Tiempo de ejecucion: 124.18 segundos

Primer minimo: 1.8999999999999997

Figura 14: Interfaz para ejecutar el QAOA

La gréfica de la ejecucion muestra una gran dispersion de los pardmetros para una gran

variedad de valores. A demads, el valor que determina como minimo esta mal localizado.

Distribucién de soluciones (QAOA + MC)

2.00 —

1754

1.50 4

1254

1.00 4 — —

Frecuencia

0.75 4

0.50 4

0.25 1

0.00 T T
10 15 2.0 2.5 3.0

Valores de x

Figura 15: Medidas obtenidas para los mejores pardmetros

Con todo lo observado hasta ahora, se puede concluir que este algoritmo, al menos como

se ha concebido en este trabajo no es capaz de encontrar la solucion para este potencial.
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5.1.2. Gradient Descend

Learning | Tiempo | Primer | True
rate gjecucion | minimo | min
100 50 | 0.1000 | 0.1000 0.0182 2.7 1.5775
100 50 | 0.1000 | 0.0500 0.0159 1.1 0.0225
100 50 | 0.1000 | 0.0100 0.0139 2.2 1.0775
100 50 | 0.1000 | 0.0001 0.0148 1.7 0.5775
100 50 | 0.0500 | 0.1000 0.0152 0.9 0.2225

N iter | N_mc | Toler

2000 | 200 | 0.0100 | 0.0001 0.0339 2.3 1.1775
2000 | 200 | 0.0001 | 0.1000 2.4819 29 1.1775
2000 | 200 | 0.0001 | 0.0500 5.3047 2.7 1.5775
2000 | 200 | 0.0001 | 0.0100 2.4146 2.0 0.8775
2000 | 200 | 0.0001 | 0.0001 0.0352 2.7 1.5775

Cuadro 4: Primeros y dltimos valores de un csv generado con el gradient descend
Repitiendo el procedimiento anterior, se generan los archivos scv y la tabla de valores
correspondiente y tras esto se visualiza la matriz de correlacion.

Matriz de correlacion
1.00

-0.00

N_iter -0.00 0.10

0.75

-0.50

Toler - -
-0.25

Learning rate - -0. - 0.00

. --0.25
Tiempo ejecucion -

--0.50
Primer minimo -

-0.75

o
o
=

A True Min - 0.

N_iter
| mc -
Toler
Learning rate -
A True Min

°
£
£
£
[}
£
&

Tiempo ejecucion -

Figura 16: Matriz de correlacion del gradient descend

Como se puede apreciar en esta matriz de correlacidn, salvo la tolerancia, la cual cuenta
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con una relacién minima con el tiempo de ejecucidn, no existe ninguna relacion considerable
entre los parametros y los resultados. Esto puede indicar que, al menos para este potencial,
tampoco se puede obtener un minimo con la precision adecuada aunque todavia es pronto para

concluir algo asi.

14 1

12

10 A

O 000

Tiempo de ejecucion

o4 O
[ ]

T
0.0001 0.01 0.
Tolerancia

Figura 17: Relacién entre la tolerancia y el tiempo de ejecucion

Aqui se puede observar, que salvo para el caso extremo en el que la tolerancia es 0,0001,
el tiempo de ejecucion es minimo. Antes de tratar de visualizar mas relaciones entre los para-
metros, es conveniente localizar el mejor resultado, para poder ver qué tipo de pardmetros los

generan. Para este caso los pardmetros que reproducen un mejor resultado son:

. Learning
N _iter | N_mc | Toler

rate
500 | 150 |0.0001 | 0.1

Cuadro 5: Hiperparametros 6ptimos del QAOA para potencial de Lennard-Jones

Estos pardmetros devuelven un valor para el minimo de 1.1063 segun los datos recogi-
dos. Para asegurar que esta solucidon es resultado de una buena seleccién de los algoritmos, se

va a ejecutar a través de la interfaz.
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rPardmetros del algoritmo

Nimero de iteraciones: 500 Numero Montecarlo: 150 Distancia entre minimos: |1
I Usar valores predefinidos Learning rate: 0.1 Tolerancia: 0.0001
Rango de bisqued Coeficientes del polinomio
Limite inferior: x! x? » X Constante

Limite superior:

rTipo de funcién

Lennard-Jones J Funcién Lennard-Jones: 4£[(o/r)}*12 - (0/r)A6]

Graficar funcién | Ejecutar Gradient-Descend |

S

Tiempo de ejecucion: 7.00 segundos
Primer minimos es 3.7605 segundos

El seguno minimo es 2.4843

Figura 18: Interfaz para ejecutar el gradient descend

Se puede ver que los resultados obtenidos distan mucho de los resultados esperados y
que el minimo anterior no se debia a una correcta eleccion de los pardmetros. Asi, para este

algoritmo también se puede afirmar que no es capaz de localizar el minimo.

5.1.3. Método de Newton

Para el método de Newton, de la misma manera que se ha realizado para el gradient des-
cend, se ejecuta hasta obtener los 3 ficheros cvs. Luego se genera un dataframe con la combina-
cién de estos y, por ultimo, una matriz de correlacion donde poder observar como los pardmetros

influyen en los resultados.
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Matriz de correlacion

N_iter

N_mc

Toler

Tiempo ejecucion

Primer minimo

A True Min

N_iter
N_mi
Toler
Tiempo ejecucion
Primer minimo
A True Min

Figura 19: Matriz de correlacién del método de Newton

Se puede apreciar que el Ginico pardmetro que tienen un impacto significativo es el nud-
mero de iteraciones de Montecarlo. Este repercute en el tiempo de ejecucién y en el primer
minimo. Esta informacidn, junto a los resultados obtenidos con los otros algoritmos, parece
indicar que el método de Newton tampoco va a presentar resultados solidos. Sin embargo, aun
hay que estudiar los resultados. Para ver la relacion mas en profundidad se pueden generar
las gréaficas necesarias. En este caso, relacionando el nimero de Montecarlo con el tiempo de

ejecucion.

Alberto Martinez Gallardo



5 ANALISIS DE LOS RESULTADOS 39

57 o
44 o o
(o] o]
[=
i=] o] o]
(*]
o o
3 8
é o
o 27
=
e
11 ..iEEEEi..
® é

50 100 150 200
N_mc

Figura 20: Relacién entre el nimero de Montecarlo y el tiempo de ejecucion

Como se puede ver, el nimero de iteraciones de Montecarlo est4 relacionado de manera
casi lineal con el tiempo de ejecucién, como cabria esperar. Sin embargo, la precision de los
datos es muy baja para todos los valores de Montecarlo. Ademas, en todos los casos, la amplitud

y dispersion de los valores es enorme.

1.85
1.80 A
1.75
1.70 A
1.65
1.60 A
1.55 ~
50

1.50
T T T
100 150 200
N_mc

O True Min

Figura 21: Relacién entre el nimero de Montecarlo y la precision de la solucion

Estos datos no parecen indicar una buena relacion entre los pardmetros y los resultados.
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De hecho, al tomar el mejor resultado esto se confirma. Y es que, de todos los valores generados
para este potencial, aquel que més se ha aproximado a la solucién lo ha hecho con un valor
de 2,6253, muy alejado del valor real. Con todo esto, este algoritmo se considera, al menos

concebido como lo estd en este trabajo, totalmente inservible para resolver este potencial.

5.2. Potencial de Higgs

El potencial de Higgs presenta dos minimos globales en -1 y 1. Para ambos valores la
funcidn presenta un minimo. Es por eso que los datos obtenidos para este potencial cuentan con
més columnas. De la misma manera ocurrird con el siguiente minimo, el cual también cuenta
con dos minimos. En este caso, al ser ambos minimos globales, se consideran el primer minimo
en 1y el segundo en —1, o viceversa, soluciones idénticas. Esto no seria asi si un minimo fuera

global y otro local. En ese caso, el primer minimo tendria que ser el global y el segundo el local.

5.2.1. QAOA

Al ejecutar el programa para todos los parametros indicados, se obtiene un archivo csv
con esta forma. Donde las columnas de True Min hacen referencia a la distancia del minimo

calculado con respecto al minimo real.

) Learning | Tiempo | Primer True Segundo True
N_qubits | beta | gamma | Prof_p | N_mc | Toler . ) ) ) ] )

rate ejecucion | minimo min minimo min 2
2 0.5 0.50 2 50 0.05 0.5 22.4645 -1.0 | 8.88e-16 0.8 2.00e-01
2 0.5 0.50 2 100 | 0.05 0.5 47.0457 -1.0 | 8.88e-16 0.7 3.00e-01
2 0.5 0.50 3 50 0.05 0.5 23.9527 -1.0 | 8.88e-16 0.7 3.00e-01
2 0.5 0.50 3 100 | 0.05 0.5 48.2147 -1.1 1.0e-01 0.7 3.00e-01
2 0.5 0.50 4 50 0.05 0.5 11.9297 -1.1 1.00e-01 0.8 2.00e-01
4 0.1 0.01 2 100 | 0.05 0.5 396.8081 -1.6 | 6.00e-01 0.3 7.00e-01
4 0.1 0.01 3 50 0.05 0.5 182.7692 -1.5 | 5.00e-01 -1.2 2.00e-01
4 0.1 0.01 3 100 | 0.05 0.5 241.3784 1.3 3.00e-01 -1.3 3.00e-01
4 0.1 0.01 4 50 0.05 0.5 120.3056 1.1 1.00e-01 0.9 1.00e-01
4 0.1 0.01 4 100 | 0.05 0.5 238.5175 1.1 1.00e-01 1.0 2.66e-15

Cuadro 6: Primeros y ultimos valores del csv del QAOA para Higgs

Ahora, con los 3 csv’s generados, se puede generar un cuarto fichero que considere
la consistencia y dispersion de los resultados para las mismas condiciones. Para poder medir

adecuadamente la dispersion de los datos se usa el std y el CV como métricas de dispersion
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N_qubits | beta | gamma | Prof p | N_mc | Prom.tiempo | Tiempo std | CV Tiempo | Min prom. | Minstd | Min CV
2 0.5 0.50 2 50 24.25 2.63 10.83 -1.03 0.0577 -5.87
2 0.5 0.50 2 100 48.37 5.36 11.09 -1.07 0.0577 -5.87
2 0.5 0.50 3 50 25.19 3.02 12.00 -1.00 0.0000 -0.00
2 0.5 0.50 3 100 44.21 3.84 8.68 -0.40 1.1269 | -281.73
2 0.5 0.50 4 50 12.62 0.59 4.72 -0.40 1.2124 | -303.11
4 0.1 0.01 2 100 305.38 79.47 26.02 -1.7 0.1732 -10.19
4 0.1 0.01 3 50 132.80 44.39 3343 -0.43 1.5948 | -368.03
4 0.1 0.01 3 100 283.54 52.86 18.64 0.20 1.4177 708.87
4 0.1 0.01 4 50 150.87 3243 21.49 0.37 1.1846 323.08
4 0.1 0.01 4 100 266.66 47.83 17.94 1.07 0.0577 5.41
True Min avg | True Minstd | True Min CV | 2Min prom. | 2Minstd | 2Min CV | True 2Min avg | True 2Min std | True 2Min CV
0.03 0.06 173.21 0.70 0.10 14.29 0.30 0.10 33.33
0.07 0.06 86.60 0.73 0.06 7.87 0.27 0.06 21.65
0.00 0.00 0.00 0.70 0.00 0.00 0.30 0.000 0.00
0.07 0.06 86.60 0.13 0.98 736.12 0.20 0.17 86.60
0.07 0.06 86.60 0.00 1.47 0.00 0.33 0.32 96.44
0.70 0.17 86.60 -0.97 1.14 -117.65 0.63 0.31 48.24
0.37 0.15 41.66 -1.13 0.31 -26.96 0.63 0.12 43.30
0.33 0.15 17.32 -0.50 1.06 -211.66 0.23 0.12 49.49
0.03 0.06 173.21 0.77 0.23 30.12 0.23 0.23 98.97
0.07 0.06 86.60 0.23 1.24 532.42 0.10 0.10 100.00

Cuadro 7: Resultados del QAOA para el potencia de higgs tras ejecutar 3 veces el algoritmo.
Con valores redondeados.

Las columnas que van indicadas como std o como CV se refieren a la desviacion estandar

y al coeficiente de variacion respectivamente. Estos valores son diferentes maneras de medir la

dispersion de los resultados entre medidas, y son ttiles para poder comparar entre diferentes

medidas.

Con el objetivo de estudiar la relacion entre los pardmetros y los resultados, se visua-

liza la relacion entre los diferentes pardmetros. Esto se puede realizar a través de la matriz de

correlacion, de la misma manera que para el potencial de Lennard-Jones.
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Matriz de correlacién

N_qubits

beta

gamma

-0.4

Tiempo ejecucion
-0.2

Primer minimo - 0.09

A True Min

Segundo minimo

A True Min2

N_gubits
beta -

gamma

Prof_p

N_mc

Primer minimo
A True Min -

A True Min2

Tiempo ejecucion
Segundo minimo

Figura 22: Matriz de correlacion para los pardmetros de QAOA

A diferencia de las matrices anteriores, en esta si se pueden observar multiples relaciones
entre los pardmetros y los resultados. El pardmetro que mds destaca es el nimero de qubits, el

cual estd altamente relacionado con el tiempo de ejecucion.

400

300 A

200+

Tiempo de ejecucion

100 A

2 3 4
N_qubits

Figura 23: Gréfico de barras entre el nimero de qubits y el tiempo de ejecucion
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Como se puede observar, parece que hay una relacion casi exponencial entre el nimero
de qubits y el tiempo de ejecucion, ademads, este pardmetro, junto con el nimero de Monte-
carlo, son los tnicos que impactan de forma relevante en el tiempo de ejecucién. Como cabria
esperar ya que son los que aumentan la complejidad de las operaciones y el nimero de estas
respectivamente.

Aparentemente no existe una gran correlacion entre la solucion y el nimero de qubits.
Sin embargo, al visualizar los datos se puede apreciar cémo la precision de los datos se mejora

con el nimero de qubits tanto en la primera solucién, como en la segunda solucion.

1.0 4 (o]
=] o o
0.8 o o o
o] o
= 0.6 o o o
=
] o o o
E
< 0.4 =]
0.2
0.0
2 3 a
M_qubits

Figura 24: Relacién entre el nimero de qubits y la precision de la primera solucién

1.0 1 =] o]

0.8 =]

o o o ¢

0.6

o © o o

A True Min2

0.4 T
| | |

0.0 —_— o 4L

2 3 4
N_qubits

Figura 25: Relacion entre el nimero de qubits y la precision de la segunda solucion

Las “cajas” de los gréficos se acercan mds a 0 conforme los qubits aumentan. Esto se
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traduce en resultados mds precisos. En la matriz de correlacién también salta a la vista que el
parametro que mas influye en la precision de las soluciones, sobre todo en la primera solucion,

es el pardmetro gamma. Al gréficar este pardmetro, se puede ver todavia mas claro.

1.01 1.0 1 ] o o ]

[¢] [¢] [«] o [+]
0.8 [} 0.8 1 [e]
o o (o]
= 0.6 o o] rg 0.6 1 [ o o]
H £
v o o v -] o
= E
< 0.4 ] o < 0.4 4 T T T
[¢] [}
-y |
_—e J - -
0.‘01 0.‘05 0‘1 0.‘25 0:5 0.61 0.65 0:1 0.‘25 0.5
gamma gamma
(a) Primera solucién (b) Segunda solucién

Figura 26: Relacidn entre el gamma y la dispersién con las soluciones

Se puede ver que el pardmetro gamma ejerce una gran influencia sobre los resultados.
La dispersion de los datos respecto a la soluciones indica como se comporta para cada valor.
Siendo el que mejor resultados reproduce para valores de entre gamma = 0,25 y gamma = 0,5.
Por lo que se puede esperar que este parametro sea el que ofrezca los mejores resultados.

Con todos los resultados obtenidos para todos los posibles pardmetros, es de interés bus-
car aquellos para los cuales se observa una mejor solucién, que en este caso seria encontrar los
valores -1 y 1. Si se toman los datos para los cuales se obtienen estas soluciones, los pardmetros
que reproducen esta solucién son los siguientes (donde la tasa de aprendizaje y la tolerancia se

han omitido por ser pardmetros fijos):

. Tiempo | Primer | Segundo
N_qubits | beta | gamma | Prof_ p | N_mc | | ) N .

ejecucion | minimo | minimo

4 0.1 0.50 3 100 | 237.0484 | -1.0 1.0

4 0.1 0.50 4 50 | 113.7055 | -1.0 1.0

4 0.1 0.05 4 100 | 413.0613 | -1.0 1.0

4 0.1 0.50 4 100 | 203.9234 | -1.0 1.0

4 0.1 0.50 3 100 | 250.7845 | -1.0 1.0

Cuadro 8: Primeros y dltimos valores del csv del QAOA para Higgs

De todos estos datos, se puede observar que los pardmetros nimero de qubits y beta

no varian mientras que gamma lo hace para un caso particular. Ademas, los pardmetros de
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profundidad y el nimero de iteraciones son practicamente maximos, lo que confirma que estos

parametros aumentan la precision de los resultados como se habia precedido con anterioridad.
Ahora, de todos estos, para elegir no solo el que es capaz de producir mejores pardme-

tros, sino también el que es capaz de reproducirlos con mayor consistencia se va a tomar aquel

que tiene menor variacion en su medida.

. Tiempo | Primer | Segundo . .
N_qubits | beta | gamma | Prof_p | N_mc | | ) . . True Min CV | True Min2 CV
ejecucion | minimo | minimo
4 0.1 0.50 3 100 | 237.0484 | -1.0 1.0 173.2 49.48
4 0.1 0.50 4 50 113.7055 -1.0 1.0 26.6 163.2
4 0.1 0.05 4 100 | 413.0613 -1.0 1.0 86.6 114.5
4 0.1 0.50 4 100 | 203.9234 | -1.0 1.0 0 86.6
4 0.1 0.50 3 100 | 250.7845 -1.0 1.0 173 49.48

Cuadro 9: Primeros y ultimos valores del csv del QAOA para Higgs

De entre todos los valores tomados, se selecciona aquel que presenta una mayor consis-
tencia, el cual seglin la muestra tomada es el cuarto caso de la tabla anterior. Si se ejecuta el
QAOA con los pardmetros indicados, se puede obtener un resultado como el mostrado a conti-
nuacion. Estos resultados pueden no ser reproducibles ya que es un algoritmo con componente

aleatorio que no se puede obviar a pesar de tener los pardmetros bien ajustados.

rParametros del algoritmo

Numero de iteraciones (MCy: 100 Namero de qubits: 4
Beta: 0.1 Gamma: 0.5 Nivel de profundidad p: |4
I" Usar valores predefinidos Tolerancia 0.05 Learning rate 0.5
rRango de busqued Coeficientes del polinomio
Limite inferior: | i s b x Constante

Limite superior:

r Tipo de funcién

’ﬁ Funcién Higgs: V()=pr2 §A2 + Adrd

Graficar funcién | Ejecutar QAOA-Monte Carlo

I

Tiempo de ejecucion: 216.08 segundos
Primer minimo: -0.9999999999999991

Segundo minimo: 1.0000000000000027

Figura 27: Resultados para los mejores pardmetros

Como se podria esperar, los resultados del algoritmo para estos pardmetros son muy

precisos y encuentran las soluciones esperadas. También se observa la dispersion de las medidas
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para cada iteracion del Montecarlo. Se hacen evidentes dos picos de medidas sobre cada una de

las soluciones las cuales se traducen en la solucidn final encontrada.

Distribucién de soluciones (QAOA + MC)

17.54

12.5 4

Frecuencia
-
o
o

7.51

5.0 4

A | 1

T T T
-2.0 =15 -1.0 —0.5 0.0 0.5 10 15 2.0
Valores de x

Figura 28: Resultado de cada una de las iteraciones del MC

En contraparte, también es interesante ver qué parametros reproducen los peores resulta-
dos. Cabria esperar que los pardmetros contrarios a los considerados para la mejor solucién (es
decir, los que se indicaban como los menos 6ptimos) sean los que reproduzcan peores resulta-
dos. Si se encontraran pardmetros similares a los que se consideraban para la mejor solucion en
la peor, indicaria un algoritmo muy poco consistente y fiable. Utilizando la misma metodologia

que para localizar el mejor resultado, se encuentran:

Ti Pri Segund
N_qubits | beta | gamma | Prof_p | N_mc .1em1.)o 1,1r~ner e{gu.n © True Min CV | True Min2 CV
ejecucmn minimo minimo
2 \ 0.1 \ 0.01 \ 2 \ 50 \ 12.3047 \ 2.0 \ 15 \ 1.0 \ 0.5

Cuadro 10: Primeros y ultimos valores del csv del QAOA para Higgs

Como era de esperar, el caso en el que se obtienen peores resultados es aquel con menor
ndmero de qubits, menor profundidad y menor ndimero de iteraciones de Montecarlo es me-
nor. Parametros que influyen directamente en el resultado y que cuanto mayores sean mejores
resultados se pueden esperar. Asi como el pardmetro gamma, pardmetro muy sensible, se en-
cuentra muy lejos del pardmetro éptimo para este algoritmo. Se puede visualizar este resultado

de manera mas detalla.
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rPardmetros del algoritmo

NOmero de iteraciones (MC): |50 Namero de qubits: |2
Beta: 0.1 Gamma: 0.01 Nivel de profundidad p: 2
[ Usar valores predefinidos Tolerancia 0.05 Learning rate 0.5
rRango de blsqued Coeficientes del polinomio
Limite inferior: x* x x Constante
Limite superior:
rTipo de funcién
Higgs J Funcion Higgs: V(§)=pr2 A2 + Apr4
Graficar funcién | Ejecutar QAOA-Monte Carlo|

I ——

Tiempo de ejecucion: 13.89 segundos

Primer minimo: -1.1999999999999993

Segundo minima: -0.5999999999899988

Figura 29: Interfaz para los peores pardmetros del QAOA

Distribucidn de soluciones (QAOA + MC)

3.0 — — —

2.5

Frecuencia

151

101 — —

0.5 4

0.0

-2.0 -1.5 -1.0 -0.5 0.0
Valores de x

0.5

10

15

Figura 30: Resultados para los peores parametros

Se observa como las medidas estdn totalmente dispersas. Claramente es una configura-

cién muy poco consistente, precisa y fiable.

5.2.2. Gradient Descend

Realizando un procedimiento similar para el Gradient descend se obtiene unos datos

similares a los generados con el QAOA, salvo que las columnas de los pardmetros corresponden

a los seleccionados para el gradient descend.
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. Distancia minima Learning | Tiempo | Primer | True | Segundo | True
N_iter N _mc | Toler
entre minimos rate ejecucion | minimo | min | minimo | min 2
100 0.1 50 | 0.1000 | 0.1000 0.0142 1.1312 | 0.1312 | 0.7000 | 0.3000
100 0.1 50 | 0.1000 | 0.0500 0.0106 | -1.3125 | 0.3125 | -0.7000 | 0.3000
100 0.1 50 | 0.1000 | 0.0100 0.0089 | -1.7000 | 0.7000 | -0.4000 | 0.6000
100 0.1 50 | 0.1000 | 0.0001 0.0081 | -0.2000 | 0.8000 | 0.5000 | 0.5000
100 0.1 50 | 0.0500 | 0.1000 0.0276 | 0.8539 | 0.1461 | -0.8806 | 0.1194
-0.4000 1.0 200 | 0.0100 | 0.0001 0.0286 | -1.8000 | 0.8000 -1.6 0.6000
2000 1.0 200 | 0.0001 | 0.1000 0.3726 | 0.9998 | 0.0002 | -0.9998 | 0.0002
2000 1.0 200 | 0.0001 | 0.0500 0.7279 | -0.9995 | 0.0005 | 1.0004 | 0.0004
2000 1.0 200 | 0.0001 | 0.0100 2.8147 | -1.0025 | 0.0025 | 1.0025 | 0.0025
2000 1.0 200 | 0.0001 | 0.0001 15.9800 | -1.1915 | 0.1915 | 1.1915 | 0.1915

Cuadro 11: Primeros y ultimos valores del csv del gradient descend para Higgs

De la misma manera, se visualizan a través de una matriz de correlacion la relacidn entre

los resultados y los pardmetros obtenidos.

Matriz de correlacion
1.0

N_iter -0.00 -0.00 0.00 0.13 -0.01 -0.00 -0.00 -0.03

0.8

Min_dist - -0. -0.00 0.01 0.00 -0.01

N_mc - -0.00

0.00 001 -0.01 -0.01 _06

Toler - -0.00 0.01 0.34 -0.02 0.36

0.01 -0.42 0.01 =

-0.01 -0.08 0.02 -0.09

-0.4

Learning rate - 0.00

-0.2
Tiempo ejecucion - 0.13

-0.0

Primer minimo - -0.01

A True Min - -0.00

Segundc minimo - -0.00

A True Min2 - -0.03

o
o
fur]
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©
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Primer minimo -
A True Min -

Segundo minimo -

Figura 31: Matriz de correlacién de los pardmetros del gradient descend

Salta a la vista que los parametros que mds influyen en el tiempo de ejecucién son la
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tasa de aprendizaje, la tolerancia y en menor medida el nimero de iteraciones y nimero de
Montecarlo. Como cabria esperar, los pardmetros que aumentan la precision de convergencia

aumentan el tiempo de computo conforme estos disminuyen.

1.0 4

0.8 1
0.8

o
o

0.6 1

o
>

0.4 4

Tiempo de ejecucion
Tiempo de ejecucion

0.2 4 0.2

0.0 0.0 -+
100 500 1000 2000

N_iter

Figura 32: Relacion entre el nimero de Montecarlo y de iteraciones y el tiempo de ejecucion

Los pardmetros que indican el niimero de ejecuciones como lo son n_iter y N_mc au-
mentan el tiempo de computo de manera practicamente lineal. Por otro lado, los pardmetros de

tolerancia y de learning rate, también tienen una fuerte relacion con el tiempo de ejecucion.
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Learning rate Toler

Figura 33: Relacion entre la tolerancia y el learning rate y le tiempo de ejecucion

También destacan mucho los pardmetros de learning rate y tolerancia frente a la preci-
sion de los datos. Como cabria esperar, una de las mayores ventajas de este tipo de algoritmos
es su fuerte dependencia ante los pocos pardmetros que tiene, lo que hace que estos sean res-

ponsables casi en su totalidad de la calidad de los resultados.
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Figura 34: Relacion entre los pardmetros y la precision de los resultados

A través de los datos obtenidos, se puede tomar el resultado que mejor solucién arroja.

Este coincide con los parametros:

. Distancia Minima . Tiempo | Primer | Segundo
N_iter N N_mc | Toler | Learning rate | ) . .
entre minimo ejecucion | minimo | minimo
2000 0.10 150 | 0.05 0.0001 0.0217 -1.0 1.0
2000 0.25 200 | 0.01 0.0100 0.1832 1.0 -1.0

Cuadro 12: Mejores pardmetros para el gradient descend para Higgs

Sorprendentemente, ambos resultados ofrecen combinaciones de parametros relativa-

mente dispares. Ambos de ellos localizan los dos minimos con la misma precision, salvo que

uno le asigna el primer minimo al —1 mientras que otro lo hace al 1. En este caso, al tratarse de

un potencial con dos minimos locales, ambos casos son indistintos.
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5.2.3. Método de Newton

Para el algoritmo de Newton se repite la metodologia usada para evaluar el gradient
descend. A través de la cual se toman las medidas de los datos, se transforman de distintas

maneras los csv’s generados y se visualiza la relacion entre los pardmetros y los resultados.

Matriz de correlacién
1.0

N_iter -0.00 -0.00 0.02 0.02 0.00 -0.04 -0.04

0.8
Min_dist - -O.f

- 0.6
N_mc - -0.00

-0.4
Toler - -0.00

-0.2
Tiempo ejecucion - 0.02

- 0.0

Primer minimo - 0.02

A True Min - 0.00

Segundo minimo - -0.04

ATrue Min2 - -0.04
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Segundo minimo -

Figura 35: Matriz de correlacién de los parametros del método de Newton

Destaca, de la misma manera que en los otros algoritmos, la relacion entre el nimero
de ejecuciones de Montecarlo y el tiempo de ejecucion. En este caso se ve perfectamente la

relacion entre las iteraciones de Montecarlo y el tiempo de computo.
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Figura 36: Relacién entre el nimero de ejecuciones del Montecarlo y el tiempo de ejecucion
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También, como cabria esperar, se puede relacionar la tolerancia con el tiempo de cémpu-
to, ambos pardmetros estdn relacionados con el tiempo de ejecucién ya que son los que aumen-

tan el nimero de iteraciones y exigen mds precision para la convergencia.

Tiempo de ejecucion

Toler

Figura 37: Relacion entre el la tolerancia y el tiempo de ejecucion

Respecto a la precision en las medidas, se espera que sea el pardmetro de tolerancia el

T T
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Figura 38: Relacion entre la tolerancia y el primer minimo
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1.5 1

1.0 A
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0.0

Segundo minimo
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T
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Toler

Figura 39: Relacién entre la tolerancia y el segundo minimo

Se puede ver como para menor tolerancia los resultados son mejores, al concentrase los
valores entorno a —1 y 1, los valores reales de los minimos. Sin embargo, en el cdlculo del
primer minimo, se puede apreciar como existe una concentracion de valores en 0. Esto ocurre
porque este algoritmo, al depender de la derivada para determinar su movimiento a través del
potencial, considera todos los puntos donde la pendiente sea nula como soluciones. Por eso
algunos resultados de los minimos se encuentran en 0, donde hay un méximo. Este fendmeno

es altamente dominante para una tolerancia de 0,01.

5.3. Potencial de hidrégeno

Este potencial tienen una peculiaridad. A diferencia del potencial de Lennard-Jones don-
de solo existia un minimo, o del potencial de Higgs donde habia dos minimos, pero ambos eran
minimos globales. Aqui se observan dos minimos, uno global y otro local. Se espera de los
algoritmos que puedan localizar ambos minimos y que puedan distinguir el global del local.

Siendo el primer minimo el global y el segundo minimo el local.

53.1. QAOA

Con cada ejecucion del QAOA para este potencial se obtiene un fichero csv con los
parametros introducidos, asi como las columnas con los resultados. Estos datos se generan 3
veces para poder tener una muestra de datos menos sensibles a fendmenos aleatorios propios de

este algoritmos.
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. Learning | Tiempo | Primer True Segundo True
N_qubits | beta | gamma | Prof_p | N_mc | Toler ] ) ] ] ] )

rate ejecucién | minimo min minimo min 2

2 0.5 0.50 2 50 0.05 0.5 17.8229 -1.1 4.00e-02 0.9 2.00e-01

2 0.5 0.50 2 100 | 0.05 0.5 37.7537 -1.1 4.00e-02 0.9 2.00e-01

2 0.5 0.50 3 50 0.05 0.5 16.2167 -1.2 1.40e-01 1.5 4.00e-01

2 0.5 0.50 3 100 | 0.05 0.5 32.2957 1.1 2.66e-15 1.5 4.00e-01

2 0.5 0.50 4 50 0.05 0.5 15.7118 1.0 1.00e-01 -1.1 4.00e-02

4 0.1 0.01 2 100 | 0.05 0.5 264.2365 1.5 4.00e-01 -1.1 4.00e-02

4 0.1 0.01 3 50 0.05 0.5 130.4424 -1.3 2.40e-01 1.1 2.66e-15

4 0.1 0.01 3 100 | 0.05 0.5 242.8516 -1.3 2.40e-01 1.2 1.00e-01

4 0.1 0.01 4 50 0.05 0.5 143.1075 1.0 1.00e-01 -1.2 1.40e-01

4 0.1 0.01 4 100 | 0.05 0.5 276.4973 -1.1 4.00e-02 0.8 3.00e-15

Cuadro 13: Primeros y ultimos valores del csv del QAOA para el Hidrégeno

Como hasta ahora, una vez recogido los datos, se genera una matriz de correlaciéon donde

se puedan observar los pardmetros y sus relaciones.

Matriz de correlacién
1.0

N_qubits 0.00 0.00 0.00 0.00 0.79 0.20 0.13 -0.08 -0.01
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Figura 40: Matriz de correlacion de los parametros del QAOA

Como cabria esperar, la relacion entre el nimero de qubits y el tiempo de ejecucion sigue

siendo como en los potenciales anteriores. Asi como el nimero de iteraciones de Montecarlo

también tiene una influencia similar a la que se observaba en el potencial de Higgs.
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Figura 41: Relacién entre el nimero de qubits y el tiempo de ejecucion
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Figura 42: Relacidn entre el niimero de qubits y el nimero de Montecarlo y el tiempo de ejecu-
cion.

Como hasta ahora se ha mostrado en las ejecuciones anteriores del QAOA el nimero de
qubits influye de manera aproximadamente exponencial. Por otro lado, el niimero de iteraciones
de Montecarlo, como se ha podido observar no solo en el QAOA, aumenta linealmente el tiempo
de cémputo.

Si bien en el potencial anterior la relacion que se observaba para el pardmetro gamma
era con respecto a la precision de los resultados, en este caso la mayor influencia la tiene con
el primer minimo. Esto puede deberse a que, como ya se ha mencionado, este potencial cuenta
con un minimo local y uno global y del primer minimo se espera que sea capaz de encontrar el

minimo global y el segundo minimo encuentre el local. Debido a esto, un correcto ajuste de este
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pardmetro significard un primer minimo mas cerca del 1,1 y no del —1,06 como ocurria para el
potencial de Higgs, donde era indistinto cudl se definia como primer minimo.

Para poder visualizar mejor estos resultados se ha optado por el grafico de violin (violin
plot), de esta manera la anchura del gréfico refleja la densidad con la que se encuentra el minimo
en ese valor. Asi, se puede observar como existen valores de gamma que localizan el valor en
1,1 de manera regular, y como estos son los mismos que localizan el segundo minimo entorno

a —1,06 con mads frecuencia.

=
L

Primer minimo
[=]

-2

Figura 43: Relacion entre gamma y primer minimo

Segundo minimo

Figura 44: Relacion entre el gamma y el segundo minimo

Tal y como se esperaba, el valor de gamma que mejor y mas frecuentemente identifi-

ca el primer minimo también es aquel que identifica con mayor claridad del segundo minimo.
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También se garantiza que los valores reproducidos con esta gamma son los ideales al ver que
presentan muy poca dispersion, lo que le hace poder reproducir soluciones de forma muy con-
sistente.

Se toman los valores que generan la mejor solucion, que en este caso resulta en min; =
1,1 y min, = —1,1. Para estas condiciones existen 28 combinaciones de parametros capaces de
replicar esta solucion. Estos resultados son combinaciones de pardmetros muy diversos, es por
eso, que para poder determinar qué solucion presenta el mejor resultado se va a tomar de cada

parametro, aquel que mds se repite

N_qubits | Beta | Gamma | Prof_p | N_mc
Valor 3 0.1 0.5 3 100
v
ceesdue 3 16 | 13 13 | 20
aparece

Cuadro 14: Mejores pardmetros para el QAOA

Se puede ver con més detalle la solucion que reproduce el mejor pardmetro encontrado
si se ejecuta desde la interfaz. A través de la interfaz se obtiene la grafica de todos los valores
del QAOA para cada iteracién del Montecarlo, asi como los valores de los minimos con més

precision.

rParametros del algoritmo

NOmero de iteraciones (MC): 100 Numero de qubits: |3
Beta: 0.1 Gamma: 0.5 Nivel de profundidad p: |3
I Usar valores predefinidos Tolerancia 0.05 Learning rate 0.5
rRango de bisqueda Coeficientes del polinomio
Limite inferior: x* x? x2 X Constante

Limite superior:

r Tipo de funcion

Hidrogeno J Hidrogeno

Graficar funcion ‘ Ejecutar QAOA-Monte Carlo ‘

I ——

Tiempo de ejecucion: 86.62 segundos
Primer minimo: 1.1000000000000028

Segundo minimo: -0.9999999999999991

Figura 45: Interfaz para el QAOA
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Distribucién de soluciones (QAOA + MC)

254

2041

Frecuencia
=
o}

H
15
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0.0 0.5 10 15 2.0
Valores de x

Figura 46: Resultados para los mejores pardmetros

Tal y como se esperaba de estos pardmetros, reproducen una solucién que coincide con
una precision aceptable con lo que se podria esperar de esta configuracion. Ademads, el algoritmo
distingue perfectamente entre el minimo global y el minimo local, ya que existe una amplia
diferencia entre el nimero de muestras para cada medida. Con todo esto, se puede afirmar que

el QAOA es capaz de localizar este minimo de manera precisa.

5.3.2. Gradient Descend

Al realizar las medidas para el gradient descend y obtener los ficheros csv correspon-
dientes se realiza la matriz de correlacién con el objetivo de poder tener una primera impresion

de cdmo estan relacionados los pardmetros con los resultados.
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N_iter

Min_dist - -0.f

N_mc -

Toler -

Learning rate -

Tiempo ejecucion -

Primer minimo -

A True Min -

Segundo minimo -

A True Min2 -

-0.00

-0.00

0.00

0.31

-0.00

0.02

0.01

-0.04

N_iter -

Matriz de correlacién
1.0

-0.00 -0.00 -0.00 0.00 0.31 -0.00 0.02 0.01 -0.04

0.8

- 0.6

-04

-0.2

-0.0

--0.2

0.02 0.01 0.24 0.02 0.07 -0.02 0.22 0.05
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Figura 47: Matriz de correlacion del gradient descend

De manera similar al caso del potencial de Higgs los pardmetros responsables del tiempo

de ejecucion son el nimero de iteraciones, el nimero de iteraciones de Montecarlo, la tolerancia

y el learning rate. Aunque si que es cierto que en dicho potencial los pardmetros que mds

impacto tenian eran la tolerancia y el learning rate, mientras que en este caso lo son el nimero

de iteraciones y el tiempo de ejecucion.

Como se hacia con el QAOA, se deben de graficar la tolerancia y el learning rate con

los valores de los minimos y no con la precision de los resultados. Asi, se puede ver con mayor

claridad cudndo el algoritmo es capaz de ubicar correctamente los dos minimos.
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Primer minimo
o

T
0.0001 0.01 0.05 0.1
Learning rate

Figura 48: Relacion entre el learning rate y el valor del primer minimo
Observando ambas gréficas se puede deducir que el valor ptimo para el learning rate

debe de encontrarse entorno al 0,05 y 0,1. Pues para estos valores el algoritmo localiza ambos

minimos donde deberia con mas consistencia.

113

T
0.0001 0.01 0.05 0.1
Learning rate

=

Segundo minimo

Figura 49: Relacion entre el learning rate y el valor del segundo minimo

Respecto a la tolerancia, como se cabria esperar, los resultados mds precisos son para

las tolerancias mas bajas.
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Primer minimo
Segundo minimo

-2

T T T T T T T T
0.0001 0.01 0.05 0.1 0.0001 0.01 0.05 0.1
Toler Toler

Figura 50: Relacién la tolerancia y el valor de los minimos

5.3.3. Método de Newton

De la misma manera que hasta ahora, se vuelve a reproducir el mismo método, para
obtener 3 csv, un cuarto resultado de la combinacion de estos. Y, una matriz de correlacién

donde estudiar el impacto de los pardmetros sobre los resultados.

Matriz de correlacién
1.0

N_iter -0.00 -0.00 0.02 0.00 0.02 -0.01 -0.02

Min_dist -

-0.6
N_mc - -0.00

-0.4

Toler - -0.00

Tiempo ejecucion - 0.02 -0.2

Primer minimo - 0.00

-0.0

A True Min - 0.02

Segundo minimo - -0.01

A True Min2 - -0.02

&
=}
5]
o
=]
vl

N_iter -

Min_dist -
Primer minimo -
A True Min
A True Min2

Tiempo ejecucion
Segundo minimo -

Figura 51: Matriz de correlacion para el método de Newton

Como se esperaba, esta matriz de correlacion es muy similar a la obtenida para el po-

tencial de Higgs, asf que el tratamiento de los datos sera muy similar, asi como las conclusiones
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que se esperan obtener.
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Figura 52: Relacion entre la tolerancia y el nimero de iteraciones de Montecarlo y el tiempo de
ejecucion.

La tolerancia y el ndmero de iteraciones de Montecarlo continian siendo los pardme-
tros que mds influyen en el tiempo de cdmputo. Una diferencia notable es que en este caso la
tolerancia es considerablemente mds influyente en la precision del segundo minimo que para el
potencial anterior. Esto puede deberse a que este segundo minimo es un minimo local y esto
requiera de una tolerancia mds especifica para poder determinar con precision resultados. De
hecho, ya ocurria en el potencial anterior que en ocasiones este algoritmo ubicaba los minimos
en el maximo que se formaba en x = 0 para el potencial de Higgs. Esto puede verificarse en
este caso, volviendo a enfrentar en una grafica la tolerancia con los valores de los minimos. Con
esto se obtiene:

2.0 1

1.5 4

1.0 4

0.5

0.0

—0.5 A

—1.0 1
T

Primer minimo

-1.5

—2.0 -

T T
0.0001 0.01 0.05 0.1
Toler

Figura 53: Relacion entre la tolerancia y el primer minimo
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2.0 4

1.5 A

1.0 4

0.5 -

0.0

—0.5

Segundo minimo

-1.0

~1.54

—2.0

T
0.0001 0.01 0.05 0.1
Toler

Figura 54: Relacién entre la tolerancia y el segundo minimo

Se puede observar como el mismo fendmeno que se producia para el potencial anterior
en el método de Newton vuelve a aparecer. Esta vez en el valor de la tolerancia 0,01, para la
cual el algoritmo ubica con una alta frecuencia el minimo donde se encuentra el mdximo. De la
misma manera que antes, esto puede ser porque el algoritmo busca lugares donde la pendiente
sea 0, como lo son los maximos y los minimos. En cualquier caso, cuando la tolerancia es menor

se puede ver como el algoritmo localiza con mayor frecuencia el minimo entorno al 1.

6. Conclusion

Durante el desarrollo de este trabajo se ha analizado el comportamiento del algoritmo
QAOA frente a distintos potenciales, evaluando su rendimiento y sensibilidad en comparacién
con métodos cldsicos como el gradient descend y el método de Newton. Analizando los resul-
tados y estudiando las relaciones con los pardmetros.

El primer potencial plante6 grandes dificultades para los tres algoritmos, siendo el mé-
todo de Newton el que presenté mayores desviaciones respecto al minimo real. Este potencial
representaba un verdadero desafio, principalmente debido a la sutileza del minimo en el po-
tencial de Lennard-Jones y la fuerte dependencia de ciertos métodos con la pendiente de la
funcién. En este sentido, el QAOA muestra una clara fortaleza. A diferencia de los métodos
clédsicos, cuya eficacia depende en gran medida de la primera o segunda derivada, el QAOA
puede minimizar la funcién objetivo sin requerir dicha informacién. Esta caracteristica, junto
con los resultados observados, sugiere que el QAOA —aunque probablemente requiera un ajus-
te mas exhaustivo de pardmetros y un mayor nimero de qubits— podria ofrecer un rendimiento

superior, especialmente en potenciales de forma similar pero con minimos mds marcados, con
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forma de "pico”.

En el caso del potencial de Higgs, el QAOA ofrece resultados al menos, tan buenos
como el gradient descend y el método de Newton. Se ha mostrado preciso y consistente en la
localizacién de los minimos, y menos exigente en cuanto al ajuste de pardmetros. De hecho, en
algunos escenarios ha demostrado mayor robustez que sus contrapartes cldsicas, que ocasional-
mente convergen hacia maximos en lugar de minimos, debido a su dependencia con la derivada.

Esta independencia representa una ventaja significativa para el QAOA.

500

400 A

Frecuencia

-2.0 =15 -1.0 -0.5 0.0 0.5
Minimo calculado

Figura 55: Resultados para el QAOA en el potencial de Higgs
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(a) Gradient descend (b) Metodo de Newton

Figura 56: Resultados clésicos para el potencial de Higgs

Al comparar los resultados obtenidos por los distintos algoritmos se hace evidente este
fenémeno. Por un lado, el QAOA presenta dos minimos bien definidos y localizados. Por otro
lado, el gradient descend también identifica estos dos minimos, aunque de manera algo mas
dispersa, y en ocasiones converge erroneamente hacia un maximo. De forma similar, aunque

con mayor precision, el método de Newton muestra este comportamiento: ofrece una localiza-
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cién mds exacta de los minimos, pero también presenta una mayor tendencia a confundirse y
posicionarse en un maximo en lugar del minimo esperado.

Algo comparable se observa en el caso del potencial del hidrégeno. Este potencial cuenta
con dos minimos: uno local y otro global. Al igual que en el caso anterior, el QAOA no presenta
dificultades significativas al localizar estos minimos. Esta independencia respecto a la pendiente
vuelve a demostrar la robustez del QAOA frente a los métodos clésicos, los cuales pueden verse

afectados negativamente por la estructura del gradiente.
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Minimo calculado

Figura 57: Resultados para el QAOA en el potencial de Hidrégeno

2000 1
600

500 1
1500

Frecuencia
Frecuencia
IS
5
o

1000 300 4

200
500 o

100

-2.0 =15 -1.0 -0.5 0.0 0.5 1.0 15 2.0 -1.0 -0.5 0.0 0.5 1.0
Minimo calculado Minimo calculado

(a) Gradient descend (b) Metodo de Newton

Figura 58: Resultados clasicos para el potencial de Hidrégeno

Incluso en este caso, el QAOA muestra una menor dispersion en los resultados en com-
paracion con el caso anterior. En contraste, tanto el descenso por gradiente como el método de
Newton mantienen un nivel de dispersion relativamente constante en sus soluciones.

En cuanto al tiempo de ejecucion, el QAOA se encuentra considerablemente por detrds
de los algoritmos clasicos. Tal como se puede observar en las gréficas, ciertas configuraciones

del QAOA provocan un aumento significativo en el tiempo de computo. En menor medida,

Alberto Martinez Gallardo



6 CONCLUSION 66

esto también ocurre ocasionalmente con el descenso por gradiente. Por otro lado, el método de

Newton presenta un tiempo de ejecucion practicamente inmediato.

Frecuencia

200 300 400 500
Tiempo promedio

Figura 59: Resultados para el QAOA en el tiempo
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Figura 60: Resultados clésicos para el tiempo

Estos resultados eran esperables, ya que no debe olvidarse que el QAOA estd siendo
ejecutado en un ordenador cldsico mediante un simulador, el cual reproduce las condiciones, el
comportamiento y los resultados esperados de un ordenador cuéntico.

En relacion con los parametros, se ha podido observar la sensibilidad de cada algoritmo
frente a su ajuste, dependiendo del tipo de potencial considerado. En el caso del gradient des-
cend, se obtienen mejores resultados con tolerancias bajas y un valor del learning rate en torno a
0.05, de forma general. De manera similar, el método de Newton también muestra mejor rendi-
miento con tolerancias estrictas. Al no depender de un parametro de learning rate, la tolerancia
adquiere un papel atin mds relevante en este algoritmo.

Por otro lado, el QAOA requiere ajustar un mayor nimero de pardmetros, muchos de

los cuales tienen un impacto considerable en la calidad de los resultados. Algunos de estos,
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como el nimero de qubits o el nimero de iteraciones Montecarlo, afectan de forma positiva a la
precision, aunque incrementan significativamente el tiempo de cémputo, especialmente nimero
de qubits. Ademas, los pardmetros [ y ~ resultan fundamentales. En general, se ha observado
que el algoritmo ofrece mejores resultados con valores de /3 en torno a 0,1, y valores de ~ entre
0,25y 0,5.

En conclusién, el algoritmo QAOA representa una propuesta prometedora dentro del
campo de la computacién cudntica, con el potencial de abordar eficientemente ciertos proble-
mas que presentan dificultades para los algoritmos clasicos, como el descenso por gradiente o
el método de Newton. Sin embargo, su rendimiento y aplicabilidad estdn estrechamente vincu-
lados al desarrollo de hardware cudntico lo suficientemente avanzado como para aprovechar al
maximo sus ventajas tedricas. A nivel personal, auguro un futuro prometedor para la compu-
tacion cudntica, especialmente en dmbitos como la supercomputacion y la simulacién a gran

escala, donde podria marcar una diferencia significativa.
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8. Anexos

Anexo A: QAOA

import numpy as np

from giskit import QuantumCircuit

from giskit_aer import QasmSimulator

from giskit.circuit import Parameter

from giskit.visualization import plot_histogram
from giskit.quantum_info import Statevector
from scipy.optimize import minimize

import matplotlib.pyplot as plt

import pandas as pd

import time

import itertools

from sympy import symbols, Eg, solve

Listing 1: Importar librerias

def qubit_states_generator (n_qubits) :
qubit_states = []
if n_qubits < 6:
for comb in itertools.product ( , repeat=n_qubits) :

qubit_states.append(’’ .join (comb))

return qubit_states

Listing 2: Funcion generadora de los estados de los qubits

def Z_values_generator (qubit_states, n_qubits):
Z_values = {}
for i in range(len(qubit_states)):
string = qubit_states([i]
z = []
#parte no combinada de los terminos de Z
for j in range(len(string)):
if stringl[j] ==
Z .append (+1)
else:
Z .append (—1)
Z = list (reversed(Z)) #invierto la lista, recordar que los

qubits se leen de derecha a izquierda

#H##44##444# parte combinada de los terminos de mas a menos #########
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#creacion del indice para los terminos cruzados
#Esta parte crea la variable combination, que ira sirviendo
de indice para crear los terminados cruzados
combination = 01’
for j in range (n_qubits-2):
combination += str(j+2)
#Para 3 qubits devolera 012, para 4 0123, para 5
01234 etc.

for i in range (n_qubits-1):
#Este bucle es para tener todas las combinaciones de

longitud 2 hasta longitud n_qubits

for j in itertools.combinations (combination,i+2):

j = list(j) #pasamos a una lista los
valores de la combinacion generada por
itertools

New_Z = 1 #Se crea el valor que vamos a a\~
nadir

#EJ: si tenemos (’012’,2) nos devolvera
(*o","11, ('or,"2"1] y ["1","2"]

for k in range(len(j)):
#Para determinar el valor de ese
nuevo resultado, se multiplican
los valores que lo forman

New_Z x= Z[int (j[k])]

Z .append (New_Z)

#finalmente se ahade el nuevo resultado

Z_values|[string] = Z

return Z_values

Listing 3: Funcion generadora de los valores de Z

def solver (Z_values, qubit_states, x_vals, f):

symbols_list = []

equations = []

for i in range(len(Z_values[qubit_states[0]])+1):

symbols_list.append(symbols (f"a{i}"))
# creo una lista de todos los strings que van a ser las

variables
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for i in range(len(symbols_list)): # i es igual a la cantidad de
incognitas
Ecuacion = symbols_list[0] # E1 primer simbolo a0 va con

la identidad
for j in range (len(symbols_list)-1):
Ecuacion += symbols_list[Jj+1]*Z_values[qubit_states
[111[3]

# afado el nuevo termino a la ecuacion

# eqg representa la ecuacion de sympy con su valor f (x)
eq = Eg(Ecuacion, f(x_vals[i]))

equations.append(eq) # afiado la ecuacion nueva

# esta parte transforma el diccionario solucion en una lista de
floats

solution_dic = solve(equations, symbols_list)

solution = []

for k in range(len(solution_dic)):

solution.append(float (solution_dic[symbols_list[k]]))

return solution

Listing 4: Funcion para construir y resolver el sistema de ecuaciones

def Z_lengths_iterations(n):
Z_lenghts = []
Z_lenghts.append (n)

combination =
for j in range(n-2):

combination += str(j+2)
for i in range(n-1):
Z_lenghts.append(len(list (itertools.combinations (

combination, i+2))))

return Z_lenghts

Listing 5: Funcion calculadora del numero de iteraciones de Z

def QAOA_circuit (n_qgubits, solution, gamma, beta, p=1):
gc = QuantumCircuit (n_qubits)
gc.h (range (n_qubits))

#hadammard en todos
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Z_len = Z_lengths_iterations (n_qgqubits)

for _ in range(p):
for i in range(Z_1len[O0]) :
gc.rz (2 » gamma * solution[i+1],1)
gc.barrier ()

#aplico las puertas Z a los qubits correspondientes

festa parte es simplemente para tener combination como lo
tenia en la parte del Z_values_generator

combination = 01’

for j in range (n_qubits-2):

combination += str(j+2)

posicion_aux = n_qubits+l #esta va a ser una variable
auxiliar, simplemente para poder referirnos a los
valores de solucion correctamente
for 1 in range(n_gqubits-1): # determino las combinaciones
que tengo para esos qubits.
lista = list (itertools.combinations (combination, i

+2)) #listo las combinaciones de 1 puertas Z

#hacemos la parte de los terminos de varios Z de
manera general:
for j in range(len(lista)):

for k in range(len(listaf[0])-1):

gc.cx (int (listal[j]l [k]), int(listalj

1[k+11))

gc.rz (2 * gamma x solution[posicion_aux],
int (lista[j] [k+1]))
posicion_aux += 1
for k in range(len(lista[0])-1):
k = len(lista[0])-2 -k # es

necesario este cambio para que

las rotaciones se deshagan en el

orden correcto

gc.cx (int (listal[j]l [k]), int(listalj

1[k+11))

gc.barrier ()

gc.barrier ()

for g in range (n_qubits) :
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gc.rx (2 = beta, q)

gc.measure_all ()

return gc

Listing 6: Funcion para construir el circuito del QAOA en qiskit

def QAOA (qubit_states, Z_values, n_qubits, x_vals, beta, gamma, p, f):
solution = solver (Z_values, qubit_states, x_vals, f)

#calculo la solucion del hamiltoniano y la guardo en una lista

gc_QAOA = QAOA_circuit (n_qgqubits, solution,gamma, beta, p)
backend = QasmSimulator ()

job = backend.run (gc_QAOA, shots=2048)

counts = job.result () .get_counts ()

prob_state = max (counts, key=counts.get)
prob_val_position = qubit_states.index (prob_state)

prob_val = x_vals|[prob_val_position]

return (prob_val)

Listing 7: Funcion que ejecuta el QAOA

def QAOA_MC (n_MC, inf_ range, sup_range, qubit_states, Z_values, n_qubits,

beta, gamma, p, tolerance, learning_rate, f):

soluciones = []

for m in range (n_MC) :

#genero una soluciona a partir de un valor aleatorio

rand_val = round(np.random.uniform(inf_range, sup_range),

x_vals = [rand_val]

#Creo la lista con los valores iniciales

for a in range (int ( (2x*n_qubits)/2)):

1)

x_vals.insert (0, round(rand_val - (0.05%(a+l)),2))

x_vals.append (round(rand_val +(0.05x(a+l)),2))
x_vals.pop (2x+xn_qgqubits)

QAOA_solution = QAOA (qubit_states, Z_values, n_qubits,

x_vals, beta, gamma, p, f)

#genero otra solucion de entre unos valores, cuyo rango

esta centrado en la solucion anterior
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x_vals = [QAOA_solution]
for a in range (int ( (2x*n_qgubits)/2)):
x_vals.insert (0, round(QAOA_solution - (0.05% (a+1l))
r2))
x_vals.append (round (QAOA_solution +(0.05% (a+l)),2))
X_vals.pop (2+*n_qgqubits)
QAOA_solution2 = QAOA (qubit_states, Z_values, n_qubits,

x_vals, beta, gamma, p, f)

n_points = n_qgqubits**2
center_index = n_points // 2 # indice donde estara

QAOA_solution

for i in range(30):
if abs (QAOA_solution - QAOA_solution2) < tolerance:
soluciones.append (QAOA_solution2)
break

QAOA_solution = QAOA_solution2
mu = learning_rate / (1+ (i))
x_vals = |
round (QAOA_solution + mux* (j—center_index),
2)
for j in range(n_points)
1
QAOA_solution2 = QAOA (qubit_states, Z_values,

n_qubits, x_vals, beta, gamma, p, f)

return soluciones

Listing 8: Funcion que afiade MC al QAOA

def generar_combinaciones (diccionario) :

claves = diccionario.keys ()

valores = diccionario.values ()

combinaciones = list (itertools.product (xvalores))
return [dict (zip(claves, c)) for c in combinaciones]

Listing 9: Funcion para generar las combinaciones de los parametros

if _ name_ ==
T4, 13, T2, T1, TO = 0.0, 0.0, 0.0, 0.0, 0.0
input ( )

QAOA_parameters = {
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(0.5, 0.3, 0.11,
[0.5, 0.25, 0.1, 0.05, 0.01],
[2, 3, 41,
[50, 100],
[0.05],
[0.5],

opcion = input ( )

x = sp.symbols ( )

if opcion ==
true_min = 1.1225
def f(x):
if x ==
x = 0.01
y =4 % 10 * ((0.25/x)*%x12 — (0.25/x) *x*6)

return -y

function =y = 4 « 10 * ((0.25/x)**12 — (0.25/x)**6)
inf_range = 0.8
sup_range = 3

elif opcion ==

true_min = -1
true_min2 = 1
def f(x):
y = -1 % x#%%2 + 0.5 » x*x*4

return -y

function = -1 % x*x%x2 + 0.5 * x*x%x4
inf_range = -2
sup_range = 2

elif opcion ==

true_min = 1.1
true_min2 = -1.06
def f(x):

y = 3% (xx%x4) — Tx(x*x%2) — 0.5%x + 6

return -y

function = 3% (x**4) — Tx(x**x2) — 0.5*xx + 6
-2

inf_range

sup_range = 2
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else:
print (f )
combinaciones = generar_combinaciones (QAOA_parameters)
contador = 0
resultados = []
for params in combinaciones:
contador += 1
print (£
)
n_qubits = params[ ]
beta = params| ]
gamma = params [ ]
p = params| ]
n_MC = params | ]
toler = params| ]
learn = params| ]
print (£
)
qubit_states = qubit_states_generator (n_qubits)
Z_values = Z_values_generator (qubit_states, n_qgubits)
soluciones_lista = []
start_time = time.time ()
soluciones_lista = QAOA_MC (n_MC, inf_range, sup_range,
qubit_states, Z_values, n_qgqubits, beta, gamma, p, toler,
learn, f£f)
elapsed_time = time.time () - start_time
X = np.arange (inf_range, sup_range, 0.1)
conteos, bordes = np.histogram(soluciones_lista, bins=x)
conteos = list (conteos)

Alberto Martinez Gallardo




92

94

95

96

8 ANEXOS

77

max_conteos = conteos.index (max (conteos))

primer_min = bordes[max_conteos]

if opcion ==
resultado = params.copy ()
resultado |
4)

resultado [

resultado [ ] =

)

print (£

elif opcion ==

resultado = params.copy ()

] = round(elapsed_time,

] = round(primer_min, 4)

abs (true_min - primer_min

resultado [ ] = round(elapsed_time,
4)
resultado [ ] = round(primer_min, 4)
resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))
print (£

)

conteos.pop (max_conteos)

max_conteos?2 = conteos.index (max (conteos))

if abs (primer_min - bordes[max_conteos2]) < 0.25:

conteos.pop (max_conteos?)

max_conteos?2 = conteos.index (max (conteos))
segundo_min = bordes[max_conteos2]
resultado| ] = segundo_min
resultado [ ] = min(abs (true_min -
segundo_min), abs(true_min2 - segundo_min))
print (£

elif opcion ==
resultado = params.copy ()
resultado [
4)

] = round(elapsed_time,
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resultado [ ] = round(primer_min, 4)
resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))
print (£

conteos.pop (max_conteos)
max_conteos?2 = conteos.index (max (conteos))

if abs(primer_min - bordes[max_conteos2]) < 0.25:

conteos.pop (max_conteos?2)

max_conteos?2 = conteos.index (max (conteos))
segundo_min = bordes[max_conteos2]
resultado[ ] = segundo_min
resultado [ ] = min (abs (true_min -
segundo_min), abs(true_min2 - segundo_min))

print (f

print (f )

resultados.append (resultado)

if resultados:
df = pd.DataFrame (resultados)

nombre_archivo =

df .to_csv (nombre_archivo, index=False)
print (£
else:

print (

Listing 10: Ejecucion del codigo para multiples variables

Anexo B: Gradient Descend

import numpy as np
import autograd as ag
import matplotlib.pyplot as plt

import time
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from collections import Counter

import itertools

import pandas as pd

import sympy as sp

Listing 11: Importar librerias

def ini_vec (inf_range, sup_range) :

return round (np.random.uniform(inf_range, sup_range), 1)

Listing 12: Funcion para generar el vector inicial

def gradient (v, function):
grad_f = ag.grad(function)

return (grad_f (np.array(v)))

Listing 13: Funcion para calcular el gradiente

def gradient_descend(inf_range, sup_range, n_iter, learning_rate, tolerance
, function) :
v = ini_vec (inf_range, sup_range)
for i in range(n_iter) :

g = gradient (v, function)

v_new = v - learning_ratexg

if abs(v_new - v) < tolerance:
break

vV = v_new

return v

Listing 14: Funcion del gradient descend

def generar_combinaciones (diccionario) :

claves = diccionario.keys()

valores = diccionario.values ()

combinaciones = list (itertools.product (xvalores))
return [dict (zip(claves, c)) for c in combinaciones]

Listing 15: Funcion para generar las combinaciones de los parametros

if _ name_ ==
T4, 13, T2, T1, TO = 0.0, 0.0, 0.0, 0.0, 0.0
input ( )
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Gradient_parameters = {
[100,

[0.

[50,

[0.1,

opcion = input (

if opcion ==

100,

500, 1000, 20007,
1, 0.2, 0.25, 0.5,
150, 2007,
0.05, 0.01, 0.0001],
[0.1, 0.05, 0.01,

Gradient_parameters = {

}
true_min =
def f(x):

(100, 500, 1000,
[50, 100, 150, 200]
(0.1, 0.05, 0.01,

[0.1,

1.1225

if x == 0:

y =
return

inf_range

sup_range = 3

elif opcion ==

true_min = -1

Il
=

true_min2
def f(x):

y = -1
return

-2

inf_range

sup_range = 2

elif opcion ==

true_min = 1.1

true_min2 = -1.

def f(x):
y =
return

4 x 10 =

Il
o
[oe}

3x (xxx4)

0.01
((0.25/x) x%12

X =

Yy

* xx*%2 + 0.5 * xx%4

Yy

06

= Tx(x**2)
Yy

0.05,

1],

0.00017,

20007,
0.000117,
0.01,

0.000117,

- (0.25/x) *%6)

- 0.5%x + 6
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inf_range = -2
sup_range = 2
else:
print (£ )
combinaciones = generar_combinaciones (Gradient_parameters)
contador = 0
resultados = []
for params in combinaciones:
contador += 1
print (£
)
n_iter = params| ]
num_mc = params [ ]
tolerance = params| ]
learning_rate = params| ]
soluciones = []
if opcion ==
print (£
)
start_time = time.time ()
for n in range (num_mc) :
solucion = gradient_descend(inf_range,
sup_range, n_iter, learning_rate,
tolerance, f)
soluciones.append (round (solucion, 4))
minimo = Counter (soluciones) .most_common (1) [0] [0]
print (f
)
elapsed_time = time.time () - start_time
resultado = params.copy ()
resultado [ ] = round(elapsed_time,
4)
resultado [ ] = round (minimo, 4)
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resultado[ ] = abs(true_min - minimo)

elif opcion ==

min_dist = params| ]
print (£

)
start_time = time.time ()

for n in range (num_mc) :
solucion = gradient_descend (inf_range,
sup_range, n_iter, learning_ rate,
tolerance, f)

soluciones.append (round (solucion, 4))

cont = Counter (soluciones)
mas_comunes = cont.most_common ()
primer_min = mas_comunes[0] [0]

for i in range (len (mas_comunes)-1) :
if (abs(primer_min - mas_comunes[i+1][0]))

> min_dist:

segundo_min = mas_comunes [i+1][0]

segundo_min_val = i+1

break
else:

segundo_min = None
print (£
)
print (£
)
elapsed_time = time.time () - start_time
resultado = params.copy ()
resultado [ ] = round(elapsed_time,
4)
resultado [ ] = round(primer_min, 4)
resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))

resultado[ ] = segundo_min
resultado [ ] = min(abs (true_min -
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segundo_min), abs(true_min2 - segundo_min))

elif opcion ==

min_dist = params| ]
print (£

)
start_time = time.time ()

for n in range (num_mc) :
solucion = gradient_descend(inf_range,
sup_range, n_iter, learning rate,
tolerance, f)

soluciones.append (round (solucion, 4))

cont = Counter (soluciones)
mas_comunes = cont.most_common ()
primer _min = mas_comunes[0] [0]

for 1 in range(len (mas_comunes)-1) :
if (abs(primer_min - mas_comunes[i+1][0]))

> min_dist:

segundo_min = mas_comunes [i+1][0]

segundo_min_val = i+1

break
else:

segundo_min = None
print (£
)
print (£
)

elapsed_time = time.time() - start_time

resultado = params.copy ()

resultado[ ] = round(elapsed_time,
4)
resultado [ ] = round(primer_min, 4)
resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))
resultado | ] = segundo_min

Alberto Martinez Gallardo




164

165

166

168

8 ANEXOS

84

resultado [ ] = min (abs (true_min -

segundo_min), abs(true_min2 - segundo_min))

print (£ )

resultados.append(resultado)

if resultados:
df = pd.DataFrame (resultados)
nombre_archivo =
df .to_csv (nombre_archivo, index=False)
print (f )
else:

print ( )

Listing 16: Ejecucion del gradient descend para multiples variables

Anexo C: Metodo de Newton

import
import
import

import

numpy as np
autograd as ag
matplotlib.pyplot as plt

time

from collections import Counter

import itertools

import pandas as pd

import sympy as sp

Listing 17: Importar librerias

def ini_vec (inf_range, sup_range) :

return np.random.uniform(inf_range, sup_range)

Listing 18: Funcion para generar las combinaciones de los parametros

def newton_method(inf_range, sup_range, n_iter, tolerance,

k = ini_vec (inf_range, sup_range)
f_prime = sp.diff (function, x)
f_second = sp.diff (function, x, 2)

function, x):
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for i in range(n_iter):

if f_second.subs(x, k) == O0:

print (

)

break
f prime_val = f_prime.subs(x, k)
f_second_val = f_second.subs (x, k)
frac = float (f_prime_val / f_second_val)
k_new = (k - frac)

if k_new < inf range or k_new > sup_range:if#condicion afi
adida por que se puede disparar para lennard Jjones

break

if abs(k_new — k) < tolerance:

break

k = k_new

return k

Listing 19: Funcion para el metodo de Newton

def generar_combinaciones (diccionario) :

claves = diccionario.keys ()

valores = diccionario.values ()

combinaciones = list (itertools.product (xvalores))
return [dict(zip(claves, c)) for ¢ in combinaciones]

Listing 20: Funcion para generar las combinaciones de los parametros

if _ _name_ ==
T4, 13, T2, T1, TO = 0.0, 0.0, 0.0, 0.0, 0.0
input (

Newton_parameters = {
[100, 500, 1000, 200071,
(0.1, 0.2, 0.25, 0.5, 1],
[50, 100, 150, 2007,
(0.1, 0.05, 0.01, 0.00017,

opcion = input ( )
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X = sp.symbols ( )

if opcion ==
Newton_parameters = ({
[100, 500, 1000, 20007,
[50, 100, 150, 2007,
(0.1, 0.05, 0.01, 0.00017,
}
true_min = 1.1225
def f(x):
if x == 0:
x = 0.01
y =4 % 10 * ((0.25/x)*x12 - (0.25/%)*x%6)

return y

function =y = 4 » 10 » ((0.25/x)*%x12 - (0.25/x) *«%6)

0.8

inf_ range

sup_range

elif opcion ==
true_min = -1
true_min2 = 1
def f(x):
y = -1 x xx%2 + 0.5 % x*xx4

return y

function = -1 * x*x2 + 0.5 * x*xx4
=2

inf_ range

sup_range = 2

elif opcion ==
true_min = 1.1
true_min2 = -1.06
def f(x):
y = 3x(x*x%x4) — Tx(xx%x2) — 0.5%x + 6

return y

function = 3x (x*x%4) — 7% (x**x2) — 0.5*xx + 6
inf_range = -2
sup_range = 2
else:
print (f )
combinaciones = generar_combinaciones (Newton_parameters)
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contador = 0

resultados = []
for params in combinaciones:

contador += 1

print (£

n_iter = params| ]

num_mc params [ ]

tolerance = params| ]

soluciones = []
if opcion ==

print (£

start_time = time.time ()
for n in range (num_mc) :
solucion = newton_method (inf_range,
sup_range, n_iter, tolerance, function,
X)

soluciones.append (round (solucion, 4))

minimo = Counter (soluciones) .most_common (1) [0] [0]
print (£
)
elapsed_time = time.time() - start_time
resultado = params.copy ()
resultado[ ] = round(elapsed_time,
4)
resultado [ ] = round (minimo, 4)
resultado [ ] = abs(true_min - minimo)

elif opcion ==

min_dist = params| ]
print (£

)
start_time = time.time ()

for n in range (num_mc) :
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solucion = newton_method (inf_range,
sup_range, n_iter, tolerance, function,
x)

soluciones.append (round (solucion, 4))

cont = Counter (soluciones)
mas_comunes = cont.most_common ()
primer_min = mas_comunes[0] [0]

for i in range(len (mas_comunes)-1) :
if (abs(primer_min - mas_comunes[i+1][0]))

> min_dist:

segundo_min = mas_comunes [1i+1][0]
segundo_min_val = i+1
break
else:
segundo_min = None
print (£
)
print (£
)
elapsed_time = time.time() - start_time

resultado = params.copy ()

resultado[ ] = round(elapsed_time,
4)

resultado [ ] = round(primer_min, 4)

resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))

resultado| ] = segundo_min

resultado [ ] = min(abs (true_min -
segundo_min), abs(true_min2 - segundo_min))

elif opcion ==

min_dist = params| ]
print (£

)
start_time = time.time ()
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for n in range (num_mc) :

solucion = newton_method (inf_range,

sup_range, n_iter,

X)

tolerance, function,

soluciones.append (round (solucion, 4))

cont = Counter (soluciones)
mas_comunes = cont.most_common ()
primer_min = mas_comunes[0] [0]

for i in range (len (mas_comunes)-1) :

if (abs(primer_min - mas_comunes[i+1][0]))

> min_dist:

segundo_min

segundo_min_val

break
else:
segundo_min = None
print (f
)
print (£

elapsed_time = time.time ()

resultado = params.copy ()

mas_comunes [i+1] [0]

= i+l

start_time

resultado | round (elapsed_time,
4)

resultado [ ] round (primer_min, 4)

resultado [ ] = min(abs (true_min -
primer_min), abs(true_min2 - primer_min))

resultado [ ] segundo_min

resultado [ ] = min(abs (true_min -
segundo_min), abs(true_min2 - segundo_min))

print (£

resultados.append(resultado)

if resultados:

df = pd.DataFrame (resultados)
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nombre_archivo =

df .to_csv (nombre_archivo, index=False)
print (f )
else:

print ( )

Listing 21: Funcion para ejecutar el metodo de Newton para multiples varibales

Anexo D: Dependencias

Libreria  Version
Python 3.12.5
qiskit 2.0.0
qiskit-aer  0.17.0
matplotlib 3.9.2
autograd  1.7.0
numpy 2.0.2
sympy 1.13.3
seaborn 0.13.2
pandas 2.2.2

Cuadro 15: Librerias y versiones utilizadas en el proyecto
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